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Notations
R Ensemble des nombres réels
R+ Ensemble des nombres réels positifs
N Ensemble des entiers naturels
E(·) Fonction partie entière
tr(·) Trace d’une matrice

card(·) Cardinal d’un ensemble
IE(·) Fonction indicatrice de l’ensemble E
Γ(·, ·) Fonction gamma (cf annexe A.1)
B(·, ·) Fonction bêta (cf annexe A.1)

N (·, ·) Loi normale (cf annexe A.1)
G(·, ·) Loi gamma (cf annexe A.1)
IG(·, ·) Loi inverse-gamma (cf annexe A.1)
B(·, ·) Loi bêta (cf annexe A.1)

x,xi Signal observé
ε,εi Signal de bruit résiduel
θ,θi Vecteur des paramètres du modèle
Θ Ensemble de définition du vecteur des paramètres
φ Vecteur des hyperparamètres
Φ Ensemble de définition des hyperparamètres

σ2, σ2
i Variance du bruit résiduel

K,Ki Nombre de ruptures du modèle
τ , τ i Paramètres de localisation des fonctions de transitions
λ, λi Paramètres d’échelle des fonctions de transitions
α, αi Paramètres de forme des fonctions de transitions
c, ci Paramètres de type des fonctions de transitions
η,ηi Paramètres des fonctions de transitions
Q Ordres des sous-modèles
β, βi Paramètres des sous-modèles

Z (τ ,η,Q ) , Z, Zi Matrice de régression du modèle





Introduction
Peut-on identifier un appareil électrique à partir de l’énergie électrique qu’il consomme ? C’est

essentiellement cette question qui guide les travaux de recherche présentés dans cette thèse. Histori-
quement les compteurs électriques ne fournissent que la quantité d’énergie totale consommée. Cette
unique donnée ne permet qu’une identification sommaire des appareils électriques. Cependant les
récents développements en matière de compteurs électriques « intelligents » permettent de disposer
en temps réel de la consommation électrique d’un foyer, d’un bâtiment ou d’une entreprise. Ces
compteurs permettent donc de disposer du profil temporel de la consommation, qui constitue un ou-
til puissant pour l’analyse de l’électricité consommée. La problématique de cette thèse s’inscrit dans
le cadre général du suivi de courbes de charges, c’est à dire l’analyse de la consommation électrique
globale d’une installation afin d’obtenir des informations sur les différentes charges autonomes qui
la compose.

Dans le cadre de cette thèse, nous nous intéressons plus particulièrement aux applications dans
le secteur résidentiel. Dans ce cas, chaque charge individuelle correspond à un appareil électro-
domestique : radiateur, réfrigérateur, chauffe-eau, ... Par ailleurs, les informations que l’on cherche
à obtenir peuvent être de différentes natures : type d’appareil, consommation individuelle, présence
d’un défaut de fonctionnement ... Les méthodes de suivi de courbe de charges s’attachent à obtenir
ces informations de manière aveugle ou non-intrusive, c’est-à-dire en n’utilisant qu’une mesure
globale de la consommation électrique. Dans le cadre d’une application résidentielle il est crucial
de développer ce type d’approche car instrumenter chacun des appareils est irréalisable pour des
raisons autant pratiques qu’économiques.

La motivation principale au développement de telles méthodes est d’accroître notre maîtrise
de la consommation électrique. Disposer d’une analyse détaillée de sa consommation électrique
constitue une étape préliminaire essentielle à une maîtrise voire une baisse de l’électricité consom-
mée. De plus l’évolution actuelle du réseau électrique vers un pilotage décentralisé (« smart grid »
) motive la recherche d’informations précises sur la consommation électrique afin d’optimiser à une
échelle locale la distribution d’énergie.

Dans le cadre de cette thèse, nous nous intéresserons plus particulièrement à l’analyse des si-
gnaux transitoires générés par la mise sous-tension des appareils électro-domestiques. En effet ces
transitoires sont caractéristiques de l’appareil mis en route car ils dépendent étroitement de la fonc-
tion physique remplie par l’appareil. Ainsi les caractéristiques de la consommation électrique d’un
appareil pendant le court instant qui suit sa mise sous tension peuvent être utilisées à l’identification
de cet appareil.

Problématique
La problématique industrielle qui guide cette thèse est l’identification des appareils électro-

domestiques à partir des signaux transitoires qu’ils génèrent. Cette problématique générale peut se
décomposer en deux questions sous-jacentes :

1. Comment caractériser les signaux transitoires générés par la mise sous tension des appareils
électro-domestiques ? En particulier il faudra identifier la nature de ces signaux transitoires,
c’est-à-dire identifier leurs caractéristiques communes ainsi que leur caractéristiques indivi-
duelles. Il s’agit également de préciser les informations physiques a priori dont on dispose et
de les exploiter pour extraire une signature discriminante des signaux transitoires.
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2. Comment différentier les appareils à partir des caractéristiques identifiées de leur régime
transitoire ? En d’autres termes, comment utiliser la signature des signaux transitoires afin de
détecter automatiquement la nature de l’appareil auquel elle correspond.

Organisation du manuscrit

Le présent manuscrit est organisé en cinq chapitres principaux.

1. Le premier chapitre, intitulé « Suivi de courbes de charges », définit plus précisément la pro-
blématique industrielle ainsi que les enjeux industriels et économiques associés. En s’ap-
puyant sur la description de quelques notions générales de l’analyse de courbes de charges,
nous établissons un état de l’art de la problématique industrielle.

2. Le deuxième chapitre, « Présentation des signaux électro-domestiques de la base de données
SISED », fournit une analyse précise des signaux transitoires de la base de données SISED
d’Electricité de France (EDF) qui constituent les données de tests qui serviront à valider les
différentes méthodes mise en place par la suite.

3. Le troisième chapitre, « Modèle de régression à transitions régulières », définit le modèle de
régression développé pour la représentation des signaux transitoires électro-domestiques. Ce
chapitre s’affranchit du cadre applicatif de la thèse en définissant le modèle dans un cadre mé-
thodologique général. Ainsi, la méthode définie est testée sur des signaux standards et com-
parée à d’autre méthodes de l’état de l’art en matière de régression et de lissage de courbes.

4. Le quatrième chapitre, « Segmentation des signaux transitoires électro-domestiques », pré-
sente l’application du modèle de régression à transitions régulières aux signaux de la base de
données SISED d’EDF. Certains éléments du modèle sont donc spécifiés par rapport au cadre
applicatif de la thèse.

5. Le cinquième chapitre, « Apprentissage de transitoires électro-domestiques », s’attache à dé-
finir une méthode de classification des signaux étudiés à partir des paramètres du modèle
extraits de chaque signal.

Enfin, le manuscrit se clôt par la description des conclusions, contributions et perspectives de ce
travail.

Plan de lecture

Ce manuscrit étant partagé entre aspects applicatifs et aspects méthodologiques, nous proposons
au lecteur deux axes de lecture différents en fonction des problématiques qui l’intéressent.

– Le lecteur intéressé par l’application de suivi de courbes de charges pourra lire le chapitre 1

pour une description détaillée de la problématique industrielle puis le chapitre 2 pour se fa-
miliariser avec les signaux étudiés. La lecture du paragraphe 3.1.2 du troisième chapitre suffit
à une compréhension générale du modèle de régression étudié. Le chapitre 4 permet de se
rendre compte des choix effectués pour adapter le modèle de régression à l’application trai-
tée. En particulier les paragraphes 4.1.2 et 4.1.3 exposent les éléments du modèle spécifiques
à l’application traitée. Enfin, le chapitre 5, paragraphe 5.2.9, expose les résultats obtenus en
terme de classification des signaux transitoires étudiés.

– Le lecteur intéressé par les aspects méthodologiques de la thèse pourra se consacrer à la lec-
ture du chapitre 3, pour ce qui concerne le modèle de régression développé, et à la lecture du
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chapitre 5 pour l’utilisation des paramètres de ce modèle afin de classifier automatiquement
les signaux transitoires observés.





CHAPITRE 1

Suivi de courbes de charges

1.1 Problématique et enjeux du suivi de courbe de charge

1.1.1 Contexte

Durant ces dernières décennies, la consommation en énergie de la France n’a cessé d’augmenter.
Une part de plus en plus importante de la consommation énergétique totale est dévolue à l’électri-
cité au détriment du pétrole et du charbon. Cette tendance se vérifie dans tous les secteurs et plus
particulièrement dans le secteur résidentiel.

Plus récemment, l’ouverture progressive du marché de l’énergie à la concurrence a induit de
profonds changements pour ses acteurs. D’une part, la décentralisation des moyens de production a
renforcé la nécessité de disposer de nouveaux outils de gestion des réseaux. D’autre part, l’ouverture
à la concurrence a conduit les fournisseurs à proposer de nouveaux services pour se démarquer les
uns des autres.

Simultanément, la sensibilité du public aux questions environnementales s’est considérable-
ment accrue. Dans ce cadre, les énergies renouvelables (éolien, solaire) se sont développées et de
nouveaux besoins en matière d’intégration de ces énergies au réseau existant ont émergé. Naturel-
lement, la maîtrise, voire la baisse, de la consommation est devenue un enjeu majeur, engendrant le
besoin de nouveaux outils en matière d’adéquation entre production et consommation d’une part,
en matière d’information des consommateurs d’autre part.

Réseaux intelligents

Cette évolution profonde des enjeux énergétiques a accéléré l’émergence de la thématique des
réseaux intelligents (« smart grids » en anglais). Sous ce terme générique se dessinerait la prochaine
génération de réseaux électriques visant à répondre au mieux aux problématiques associées à la
production et la distribution d’électricité. Il n’existe pas de définition unique pour un tel réseau
mais les enjeux évoqués sont généralement la fiabilité, la flexibilité, l’efficacité, l’équilibre entre
puissance produite et consommée, le lissage voire la baisse de la consommation totale ou encore
l’intégration de sources d’énergies renouvelables intermittentes. Le principal défi technologique à
relever est le passage de la structure actuelle pyramidale à une forme plus décentralisée du réseau
de distribution pour répondre à ces nouveaux enjeux.

Le développement d’un tel système de distribution implique d’interconnecter, d’une part un en-
semble de moyens de production, d’autre part un ensemble de consommateurs. Chacun des éléments
de ce système possédant ses caractéristiques propres (quantité d’énergie consommée/produite, pro-
duction/demande contrôlée ou non, prévisible ou non) auxquelles il faut s’adapter au mieux.

La gestion d’un tel système nécessite la mise en place d’un réseau de capteurs remontant en
temps réel ces multiples informations quand elles sont disponibles.
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source [Hart 1992]

FIGURE 1.1: Exemple de courbe de charge. Les usages qui produisent chacun des événements de la
courbe sont annotés.

Compteurs communiquants

Le compteur intelligent ou communiquant (« smart meter » en anglais) s’est imposé naturel-
lement ces dernières années comme un élément essentiel de ce bouleversement énergétique. En
France, le déploiement de compteurs intelligents au domicile des consommateurs est prévu dans
le cadre du projet "Linky" qui devrait équiper en compteurs communiquants la plupart des foyers
Français à l’horizon 2020 1. La fonction première de ces compteurs est la relève en temps réel et à
distance de la puissance électrique consommée afin de piloter un réseau de nouvelle génération.

Le relevé de ces données ouvrirait également de toutes nouvelles perspectives dans le domaine
du suivi de courbe de charge (« load monitoring » en anglais).

Suivi de courbe de charge

Le terme "courbe de charge" désigne l’évolution dans le temps de l’ensemble des grandeurs
électriques représentatives de la consommation d’une installation. Les grandeurs directement me-
surées sont généralement le courant et la tension. D’autres grandeurs électriques comme les puis-
sances actives ou réactives peuvent en être déduites. Un exemple de courbe de charge est représenté
sur la figure 1.1. L’évolution temporelle de la puissance électrique est représentée. On distingue
nettement l’influence de chaque appareil.

La courbe de charge générale ou agrégée (« Agreggated load » en anglais) désigne la courbe de
charge disponible au point d’entrée d’une installation électrique, typiquement au niveau du comp-
teur électrique pour les applications dans le secteur résidentiel. Elle est la somme des courbes de
charge individuelles de chaque usage présent dans l’installation observée. ’Usage’ est un terme

1. ERDF, http://www.erdfdistribution.fr/Linky

http://www.erdfdistribution.fr/Linky
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générique désignant un ou plusieurs appareils électriques de même nature (chauffage électrique,
réfrigérateur, éclairage).

Une courbe de charge, qu’elle soit agrégée ou individuelle, véhicule de nombreuses informa-
tions sur la composition, les caractéristiques et l’évolution de l’installation électrique considérées.

1.1.2 Objectifs

L’objectif général des méthodes de suivi de courbe de charge est d’extraire les diverses infor-
mations véhiculées par la consommation électrique d’une installation. Cet objectif général peut être
décliné en fonction des informations recherchées qui peuvent être plus ou moins précises et de
différentes natures :

– identification de la présence ou de l’absence d’un usage, c’est-à-dire l’estimation de la pro-
babilité de présence d’un usage donné,

– caractérisation d’un usage, c’est-à-dire l’estimation de grandeurs intrinsèques des appareils
(puissance nominale par exemple) ou l’estimation du nombre de composantes d’un usage
(nombre de radiateurs électriques dans une maison par exemple),

– décomposition ou désagrégation de la courbe de charge, c’est-à-dire l’estimation des courbes
de charge individuelles à partir de la courbe de charge agrégée, permettant par exemple d’es-
timer la consommation individuelle de chaque usage,

– détection et éventuellement caractérisation d’un défaut ou du comportement anormal d’un
appareil, comme par exemple la surconsommation d’un réfrigérateur.

Le point le plus couramment étudié est la décomposition de la courbe de charge générale (« Di-
saggregation Load » en anglais), car il permet de traiter la plupart des autres problèmes (estimation
de la puissance nominale des appareils, détection de défauts)a posteriori en utilisant les courbes de
charge individuelles estimées.

1.1.3 Motivations

Les motifs du développement de méthodes de suivi de courbe de charge sont multiples et diffé-
rents en fonction du point de vue adopté. Nous différencierons par la suite les intérêts du consom-
mateur de ceux du fournisseur ou du producteur.

Motivations pour le consommateur

Les bénéfices des méthodes de suivi de courbe de charge pour le consommateur portent essen-
tiellement sur la maîtrise de sa consommation électrique. En effet il peut ainsi disposer, en plus
du relevé de sa consommation totale, d’une estimation de la consommation individuelle de chaque
usage. Or la plupart des utilisateurs ont une vision assez floue des détails de leur consommation
énergétique. L’accès à des informations plus précises permettrait de mieux gérer la consomma-
tion en adaptant leur comportement afin d’économiser sur la dépense totale. De nombreuses études
montrent que fournir ce type d’information aux consommateurs (facture détaillée, consommation
électrique affichée en temps réel) permet de réduire leur consommation électrique. Selon certaines
études [Darby 2006, Neenan 2009], cette réduction pourrait atteindre 15% de la consommation to-
tale. Cette économie d’énergie peut naturellement être valorisée d’un point de vue écologique, mais
également d’un point de vue économique, d’autant plus dans un contexte de hausse des prix de
l’énergie.

Un autre aspect intéressant le consommateur est la surveillance systématique et à distance de
son installation électrique, lui permettant d’être averti automatiquement d’une défaillance ou encore
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de la mise en route ou de l’arrêt inopiné d’un appareil à son domicile. On peut également imaginer
des applications en matière de pilotage à distance de l’installation électrique.

Motivation pour le producteur

Les informations détaillées obtenues sur la consommation des usages servent au producteur afin
d’identifier le profil énergétique exact de chaque consommateur et de pouvoir ainsi prédire de façon
plus fiable sa consommation. L’intérêt est de pouvoir prédire la consommation globale de tous les
usagers d’affiner la compréhension des variations de la consommation en période de pointe. Ces
informations sont utiles au producteurs pour améliorer sa gestion des moyens de production en
temps réel.

En particulier, si l’on dispose depuis longtemps de la consommation totale et d’outils de pré-
diction à l’échelle de la France, on ne dispose pas de tels outils à des échelles plus locales. Or de
tels outils sont nécessaires au développement de réseaux décentralisés de nouvelle génération. Les
méthodes de suivi de courbe de charge permettraient la mise en place de tels moyens.

Motivation pour le fournisseur/commercialisateur

Pour le fournisseur, l’intérêt de ces méthodes réside dans le fait de fournir à ses clients des ser-
vices supplémentaires. Ces services peuvent être sous forme d’une facture détaillée usage par usage,
ou encore sous forme d’audit énergétique alimenté par les informations obtenues par surveillance.
Dans le prolongement de ces services, l’identification du profil de l’utilisateur permettrait de lui
proposer des moyens ciblés de maîtrise de l’énergie.

1.1.4 Protection de la vie privée
Les nombreuses applications potentielles du suivi de courbe de charge peuvent soulever des

craintes en matière de protection de la vie privée. En effet, la courbe de charge d’un foyer recèle
de nombreuses informations sur les usages et habitudes de ses occupants. Il est ainsi relativement
facile de détecter la présence ou l’absence d’occupants dans une maison, l’heure à laquelle ils se
lèvent, et même le programme télévisé ou le film qu’ils regardent [Carluccio 2011] !

Du fait de ces risques, une courbe de charge est une information sensible et il est préférable
que les données qu’elle contient soient protégées ou du moins qu’on ne puisse faire le lien entre
une courbe de charge et l’identité des usagers. En 2010, un communiqué de la CNIL (Commission
Nationale de l’Informatique et des Libertés) recommandait de ne stocker, en la matière, que les
données nécessaires à l’application visée et d’adopter les mesures de sécurité qui s’imposent pour
protéger ses données 2.

Enfin notons qu’il existe déjà des études scientifiques proposant des méthodes permettant de
"brouiller" une courbe de charge pour neutraliser le bon fonctionnement des méthodes de sur-
veillance afin de protéger l’utilisateur d’intrusions non désirées [Laughman 2003, Varodayan 2011].

1.2 Généralités sur l’analyse de courbes de charge
Le domaine du suivi de courbe de charge fait appel à quelques notions élémentaires d’électro-

nique de puissance et de réseaux électriques. Dans ce paragraphe nous rappelons ces notions de
bases ainsi que quelques hypothèses fondamentales pour les travaux qui suivent.

2. CNIL, 5 août 2010, http://www.cnil.fr/en-savoir-plus/fiches-pratiques/fiche/
article/les-compteurs-electriques-intelligents-en-questions/

http://www.cnil.fr/en-savoir-plus/fiches-pratiques/fiche/article/les-compteurs-electriques-intelligents-en-questions/
http://www.cnil.fr/en-savoir-plus/fiches-pratiques/fiche/article/les-compteurs-electriques-intelligents-en-questions/
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1.2.1 Courant et tension
On considère la distribution de l’énergie électrique à une installation domestique. La source

d’énergie est le réseau électrique de distribution. La charge est constituée de l’ensemble des appa-
reils sur le réseau domestique. Ces appareils sont branchés en parallèle.

On fait l’hypothèse que le réseau électrique de distribution est un générateur parfait de tension
alternative. C’est-à-dire que quelle que soit la charge, la tension au niveau du compteur électrique
(et donc de tous les appareils puisqu’ils sont branchés en parallèle) est une sinusoïde d’amplitude
et de fréquence constante. La fréquence fondamentale Ff est connue (respectivement Ff = 50 Hz
en Europe, Asie et Afrique et Ff = 60 Hz aux États-Unis). L’amplitude efficace de cette sinusoïde
est Ve = 230V . On note donc :

v(t) =
√

2Ve cos(2πFf t+ θ0). (1.1)

Cette hypothèse est théoriquement fausse puisque un générateur parfait de tension ne peut exis-
ter. En particulier, l’enclenchement d’appareils sur le réseaux génère de faibles perturbations de
la tension théorique v(t). Il existe d’ailleurs des travaux visant à utiliser ces perturbations pour
caractériser les appareils branchés [Cox 2006, Patel 2007]. Cependant ces perturbations sont suffi-
samment faibles pour être négligées dans le cadre de nos travaux. On supposera que seul le courant
est caractéristique de la charge en présence, la tension étant fixée par le réseau de distribution.

Le courant appelé par la charge n’est pas nécessairement sinusoïdal. En effet de nombreux ap-
pareils domestiques comportent des charges non linéaires (tout appareil doté d’une alimentation à
découpage par exemple). Le courant appelé est alors simplement périodique de fréquence fonda-
mentale Ff puisque que la tension est elle-même périodique. La représentation en série de Fourier
est adaptée à la modélisation du courant appelé i(t), on notera :

i(t) =

∞∑
n=1

√
2In cos(2πFfnt+ θn), (1.2)

où In et θn sont les coefficients de Fourier de i(t). On suppose que la valeur moyenne du courant
sur une période est nulle.

1.2.2 Puissance
La puissance active est la puissance moyenne consommée sur une période

P =
1

T

∫ T

0

v(t)i(t)dt, (1.3)

où T = 1
Ff

est la période des signaux de tension et de courant.
On remarque que seule la composante fondamentale du courant participe à la puissance active.

En effet, en prenant en compte les expressions de i(t) et v(t) obtenues précédemment, on obtient :

P = VeI1 cosφ, (1.4)

avec φ = θ0 − θ1.
Dans le cas où la charge est purement résistive, le courant et la tension sont parfaitement en

phase (cos(φ) = 1). Alors la puissance instantanée v(t)i(t) est positive à tout instant t, c’est-à-dire
que l’énergie ne circule que de la source vers la charge. Cependant dans le cas général, la charge
comporte des éléments inductifs ou capacitifs (cos(φ) < 1). Alors il existe des instants t où la
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puissance instantanée v(t)i(t) est négative, c’est-à-dire que la charge renvoie temporairement de
l’énergie vers la source. Pour caractériser ce phénomène on définit la puissance réactive :

Q = VeI1 sinφ. (1.5)

On a remarqué que les harmoniques du courant ne participent pas en moyenne à la transmission
de puissance de la source vers la charge. Cependant ces grandeurs dépendent de la nature de la
charge et peuvent être utiles à sa caractérisation dans le cadre du suivi de courbe de charge. On
définit les puissances actives Pn et réactives Qn harmoniques du courant :

Pn = VeIn cos(θ0 − θn), (1.6)

Qn = VeIn sin(θ0 − θn), (1.7)

pour tout n > 1.

1.2.3 Régime permanent et régime transitoire

La relation entre la tension et le courant appelé par la charge est régie par une équation diffé-
rentielle dont l’expression exacte dépend des composants de la charge et de leur organisation. La
solution de cette équation différentielle est la somme de deux parties, une solution libre et une so-
lution forcée. La première correspond à la réponse de la charge à une perturbation ponctuelle, la
seconde à la réponse de la charge à une contrainte extérieure continue.

En électricité, ces deux parties de la solution correspondent respectivement au régime transitoire
et au régime permanent. Lors d’une mise en fonctionnement, ou lors d’un changement de mode
de fonctionnement, la charge est soumise à une perturbation instantanée ce qui génère un régime
transitoire et la tension du réseau lui est appliquée ce qui génère le régime permanent. Le régime
transitoire disparaît avec un temps caractéristique qui dépend de la charge (généralement quelques
secondes). Le régime permanent dure jusqu’à ce que l’appareil soit à nouveau perturbé (changement
de mode de fonctionnement ou arrêt de l’appareil).

1.3 État de l’art des méthodes de suivi de courbe de charge

Les premiers travaux en matière de surveillance de courbe de charge ont été entrepris au M.I.T
dans les années 1980 par Georges W. Hart [Hart 1992]. Ces travaux ont connu de nombreux dé-
veloppements et extensions par la suite. Le nombre croissant de publications sur le sujet ces der-
nières années témoigne de l’intérêt de la communauté scientifique pour cette thématique. En parti-
culier, un article de synthèse paru en 2011 résume une partie des travaux existants dans ce domaine
[Zeifman 2011] (voir également les actes de conférences suivants en complément [Jiang 2011,
Najmeddine 2008, Du 2010]).

1.3.1 Signature électrique des usages

L’un des enjeux scientifiques principaux du suivi de courbe de charge est l’identification de
la signature électrique des usages. On entend ici par "signature" le comportement électrique de
l’usage tel qu’il peut être mesuré au niveau du compteur (ou d’un autre point d’intérêt considéré).
Dans l’état de l’art, les méthodes développées exploitent des signatures de natures très variables. On
se référera à [Hart 1992, Liang 2010] où des inventaires exhaustifs de ces signatures sont réalisés.
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Signature macroscopique

On appelle "signature macroscopique" toute signature extraite à une fréquence d’échantillon-
nage faible par rapport à la fréquence fondamentale des signaux de courant et tension Ff . Cela
correspond typiquement à des fréquences de l’ordre de 1 Hz. À de telles échelles, on observe essen-
tiellement les changements globaux de la consommation dus à des changements d’états des appa-
reils (événements ON/OFF, changement de mode de fonctionnement, etc.). On peut alors utiliser la
valeur des sauts pour identifier les appareils, ou encore essayer d’identifier des cycles de fonction-
nement répétés au cours du temps comme le cycle compression/détente d’un réfrigérateur (voir un
exemple sur la fig. 1.2). La puissance moyenne consommée ainsi que la durée de fonctionnement
typique des usages sont les exemples les plus courants de signatures macroscopiques.

Signature microscopique

On appelle "signature microscopique" toute signature extraite à une fréquence d’échantillon-
nage élevée par rapport à Ff . Cela peut correspondre à des fréquences allant de quelques kHz à
1 MHz. À ces échelles, des informations telles que la forme du régime transitoire lors des change-
ments de consommation sont maintenant observables. De plus comme on dispose de suffisamment
de points par cycle, il devient possible d’utiliser la forme des ondes de courant, d’admittance ou
de puissance instantanée pour caractériser des appareils que ce soit dans le domaine temporel ou
fréquentiel.

1.3.2 Classification générale des usages électriques
Le groupe de travail du M.I.T propose une classification des usages électriques en fonction

du profil de la courbe de charge individuelle de chacun des appareils. Celle-ci permet de rendre
compte de la haute variabilité que peut présenter l’allure des courbes de charge individuelles de
chaque usage. Cette classification est la suivante :

1. Les usages à consommation permanente : cette catégorie regroupe les usages consommant
une puissance constante, 24 heures sur 24 et 7 jours sur 7. Une alarme incendie fait typique-
ment partie de cette catégorie.

2. Les usages ON/OFF : cette catégorie est constituée d’appareils possédant deux états seule-
ment. Un état OFF où ils ne consomment pas, un état ON où ils consomment une puissance
approximativement constante. De nombreux appareils courant dans le secteur résidentiel ap-
partiennent à cette catégorie (bouilloire, ampoule électrique, grille pain).

3. Les usages à nombre d’états fini : cette catégorie inclut les usages passant par plusieurs états
distincts où ils consomment une puissance constante. Typiquement, une machine à laver ou
un sèche-linge font partie de cette catégorie.

4. Les usages à nombre d’états infini : cette catégorie inclut les usages dont la puissance consom-
mée peut varier continûment sur une certaine plage de valeur, en général en fonction d’un
réglage utilisateur. Cela inclut, par exemple, les aspirateurs à puissance variable.

Il est important de noter que cette classification est faite du point de vue de la consommation
électrique de l’appareil et non des modes de fonctionnement qu’ils offrent à l’utilisateur, même si
ces deux points de vue coïncident éventuellement. Par exemple, un réfrigérateur, allumé en per-
manence, semble, du point de vue de l’utilisateur appartenir à la première catégorie. Cependant
fonctionnant selon une alternance de phase de compression (ou une puissance constante est appe-
lée) et de phase de détente (ou aucune puissance n’est nécessaire) du fluide réfrigérant, cet usage
appartient à la seconde catégorie.
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source : blog O. Parson http://op106phd.blogspot.fr/

FIGURE 1.2: Exemple de courbe de charge décomposée à échelle macroscopique tirée de la base de
données REDD [Kolter 2012]. Chaque couleur de courbe correspond à la courbe de charge indivi-
duelle d’un réfrigérateur.

Les méthodes développées jusqu’à présent se concentrent sur l’étude des usages appartenant à
la deuxième et à la troisième catégorie. En effet les usages de la première catégorie ne se mani-
festent au niveau de la courbe de charge que par un niveau de consommation constant et permanent.
À moins de disposer d’informations a priori , ces appareils sont indétectables. Tout au plus, on peut
déterminer leur absence si la courbe de charge présente des plages de consommation nulle. Quant
aux usages de la quatrième catégorie, leur comportement complexe et généralement non reproduc-
tible, rend leur détection/caractérisation extrêmement difficile, si bien que leur cas est rarement
traité dans la littérature scientifique.

1.3.3 Analyse macroscopique

Dans les travaux pionniers sur les courbes de charge, ce sont les signatures macroscopiques
des usages qui sont exploitées pour la décomposition de courbe de charge. En effet ces signatures
sont plus faciles d’accès puisque des appareils standards (voltmètre, ampèremètre, wattmètre) per-
mettent de réaliser des mesures à ces fréquences. De plus, comme on peut le constater sur la figure
1.2, il existe, au sein d’une même famille d’appareils (ici les réfrigérateurs) des caractéristiques
communes au niveau macroscopique : les courbes associées à chaque appareil présentent des cycles
de fonctionnement dont les formes sont similaires, même si l’amplitude et la fréquence de ces cycles
varient selon les réfrigérateurs. Tout l’enjeu de l’analyse macroscopique est donc de capturer ces
caractéristiques communes en dépit de leur variabilité d’un appareil à l’autre.

Identification de changements des puissances active et réactive

La méthode développée par Hart [Hart 1992] analyse conjointement deux grandeurs, la puis-
sance active et la puissance réactive, à une fréquence d’échantillonnage de 1 Hz. Sa méthode

http://op106phd.blogspot.fr/
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consiste en cinq étapes :

1. un algorithme type "détection de contours" extrait les changements de régime à partir de la
puissance active,

2. un algorithme de classification non-supervisée (« clustering » ) regroupe ces changements de
régime dans un espace à deux dimensions, la puissance active P et la puissance réactive Q,

3. les groupes symétriques par rapport à l’origine de l’espace P/Q sont associés, ils corres-
pondent aux événements ON et OFF d’un même usage,

4. cette étape, dite de résolution d’anomalie, permet d’associer les groupes restants, soit en les
fusionnant avec des groupes déjà associés, soit en étant associés entre eux.

5. l’étape finale consiste à donner un nom à chaque association de groupe d’événements en
utilisant des données d’apprentissage.

Cet algorithme permet essentiellement de caractériser les appareils de type ON/OFF. Pour
pouvoir caractériser des appareils à états multiples, la méthode proposée dans [Hart 1992] est de
construire des machines à états finis émettant un message (c-à-d un changement dans le plan P/Q)
à chaque changement d’état et de tenter de décoder la séquence émise. Des extensions de l’algo-
rithme de Viterbi [Viterbi 1967] pour cette tâche spécifique ont été proposées dans [Bouloutas 1991,
Hart 1993], même si ces travaux semblent en être restés à un stade théorique.

L’idée d’utiliser les changements macroscopiques de la puissance consommée a ensuite été re-
prise dans de nombreux travaux. Dans [Powers 1991] ou [Farinaccio 1999], cette idée est utilisée
en conjonction de l’exploitation de règles de décision propres aux usages pour reconnaître les appa-
reils. Ces méthodes donnent de bon résultats mais nécessitent une période d’apprentissage longue
(de l’ordre d’une semaine). De plus les règles sont construites autour des spécificités de quelques
usages et semblent donc difficiles à généraliser à n’importe quel scénario.

Dans [Marceau 2000], l’auteur propose d’utiliser des connaissances a priori sur les durées
moyenne et maximale de fonctionnement de chaque usage en combinaison avec un algorithme
de détection de changements dans la puissance active ce qui permet de diminuer le taux d’erreur de
l’algorithme de classification.

Enfin citons les travaux de Baranski [Baranski 2004a, Baranski 2004b, Baranski 2003], qui pro-
pose un algorithme identifiant les changements les plus fréquents puis construisant des machines
à états finis hypothétiques à partir de ces changements. Cet algorithme présente des points com-
muns avec celui du M.I.T, mais traite l’ensemble du problème de manière globale, ce qui permet
de détecter conjointement les événements ON et OFF d’un même appareil, ou d’ignorer les chan-
gements peu fréquents pour se focaliser sur les contributions les plus importantes à la courbe de
charge totale.

Utilisation des harmoniques d’ordre supérieur

Une des limites principales des méthodes fondées seulement sur les puissances active et réactive
est que lorsque le nombre d’usages en présence est important, il est fréquent que les signatures de
plusieurs usages se superposent dans le plan P/Q. L’utilisation des puissances harmoniques d’ordre
supérieur pour caractériser les usages permet de surmonter ce problème [McLaughlin 2011]. Cela
consiste à généraliser les méthodes précédentes aux puissances harmoniques (Pn, Qn) d’ordre n >
1. La généralisation ne présente pas de difficulté, on passe simplement d’un espace des signatures
de dimension 2 à un espace de dimension 2n.

Dans la plupart des cas, seuls les harmoniques d’ordre impair présentent une puissance signifi-
cative. Cela est attribuable à la propriété de symétrie de la réponse des usages électriques par rapport
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au signe de la tension appliquée (cf Annexe A.2). Ainsi on peut caractériser chaque usage par le
vecteur des puissances actives et réactives associées aux harmoniques d’ordre impairs. Le vecteur
de caractéristiques obtenu peut par la suite être utilisé pour entraîner un algorithme d’apprentis-
sage statistique standard : réseau de neurones [Srinivasan 2006] séparateur vaste marge (SVM)
[Onoda 2000] ou machine à noyaux [Murata 2001]. Ces méthodes requièrent cependant d’avoir
identifié au préalable les événements ON/OFF de la courbe de charge.

Une méthode s’affranchissant de cette étape préliminaire est proposée dans [Yi-xin 2008]. Elle
consiste à modéliser la courbe de charge comme un mélange linéaire des signatures de chaque
usage, puis à utiliser un algorithme d’optimisation, (typiquement des moindres carrés non-négatifs
« non-negative least square » ) pour identifier les coefficients du mélange. On peut également
rapprocher de ces derniers travaux la méthode proposée dans [El Guedri 2009]. Quoique n’utilisant
que la puissance active pour caractériser la courbe de charge, une méthode globale d’optimisation
(algorithme de chaîne de Markov par Monte-Carlo) est proposée permettant de s’affranchir de la
détection individuelle de chaque événement de la courbe de charge.

Modélisation par chaînes de Markov à états cachés

Dernièrement, plusieurs auteurs se sont intéressés à la modélisation de courbes de charge par
des chaînes de Markov cachées [Parson 2011, Parson 2012, Kim 2011, Durand 2003]. Les chaînes
de Markov cachées sont des modèles probabilistes fréquemment utilisés en analyse des séries tem-
porelles, par exemple en reconnaissance de la parole [Rabiner 1989]. Un modèle de Markov caché
est un modèle de Markov dont les états ne sont pas directement observables. A la place, chaque
état est caractérisé par une distribution de probabilité qui modélise la fonction observée par rap-
port à chaque état. La figure 1.3(a) propose une représentation graphique d’un modèle de Markov
caché. L’inférence des paramètres du modèle lors de la phase d’apprentissage peut être réalisée de
manière classique par un algorithme de type EM (« Expectation-Minimization » ) plus connu dans
ce cas sous le nom d’algorithme de Baum-Welch. Étant donné cet apprentissage, le problème de la
détection de la configuration des états la plus probable est alors classiquement résolu à l’aide d’al-
gorithmes de programmation dynamique de type Viterbi [Viterbi 1967] ou de manière plus générale
« forward-backward » [Rabiner 1989].

Dans le cadre de la modélisation de courbe de charge, l’idée consiste à expliquer la courbe de
charge agrégée comme la partie observable d’une chaîne de Markov. Dans [Durand 2003], les états
cachés correspondent à des plages d’activités différentes au cours de la journée (nuit, préparation
du repas, lessive, etc.). Cependant il est difficile d’interpréter précisément ces états cachés et plus
encore de les relier directement aux plages de fonctionnement individuelles des usages.

La prise en compte de plusieurs causes indépendantes (les usages) pour expliquer la variable ob-
servée s’avère difficile dans le cadre des chaînes de Markov cachées standard. Une solution consis-
terait à définir un vecteur d’état dont chaque composante correspondrait à un usage. Cependant la
complexité de l’algorithme d’inférence des paramètres croît exponentiellement avec la taille de ce
vecteur ce qui rend cette solution trop coûteuse algorithmiquement. Dans [Kim 2011, Kolter 2012],
les auteurs préconisent l’utilisation de chaînes de Markov cachées factorielles [Ghahramani 1997].
Cette extension du modèle de Markov caché standard, permet de prendre en compte explicitement
l’hypothèse d’indépendance entre les séquences d’états cachés. La figure 1.3(b) propose une repré-
sentation graphique d’un tel modèle. Ainsi chaque variable d’état dépend uniquement de son propre
passé et non pas des autres variables d’états. Un algorithme d’inférence efficace peut alors être ob-
tenu en approximant l’étape E (« Expectation » ) soit par un échantillonnage de Gibbs soit par une
approximation variationnelle [Ghahramani 1997].

Pour la modélisation de courbe de charge, chaque séquence d’état caché représente l’évolution
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source [Ghahramani 1997]

FIGURE 1.3: Représentation graphique de modèles de chaînes de Markov cachées : chaque nœud
du graphe correspond à une variable, les variables d’états sont notées s et les variables observées y,
les arêtes représentent des dépendances conditionnelles entre les variables - (a) chaîne de Markov
cachée standard (b) chaîne de Markov cachée factorielle munie de 3 processus cachés

de l’état (ON, OFF, etc.) d’un unique appareil. Restaurer les séquences d’états cachés revient à esti-
mer directement les plages de fonctionnement de chaque usage. La figure 1.4 présente un exemple
de décomposition de courbe de charge par une chaîne de Markov cachée factorielle.

Il existe plusieurs limites à ce modèle de Markov caché factoriel. D’une part le temps écoulé
dans chaque état pour chaque usage est nécessairement modélisé par une loi géométrique (cela dé-
coule directement de la propriété de Markov). Cela implique que les courtes durées d’activation
sont favorisées dans la modélisation des usages : une durée de 1 seconde sera plus probable qu’une
durée de 1 minute, ce qui n’est pas le cas en réalité. D’autre part, les chaînes des états cachés sont
nécessairement indépendantes alors qu’il existe parfois des dépendances entre les plages de fonc-
tionnement des usages (le lecteur DVD sera probablement allumé en même temps que la télévision
par exemple). Enfin ce modèle ne prend pas en compte des facteurs additionnels éventuellement
disponibles, comme l’heure de la journée ou la température externe. Les auteurs de [Kim 2011]
proposent une extension du modèle original de [Ghahramani 1997] permettant de modéliser expli-
citement la distribution du temps écoulé dans chaque état et de rajouter des dépendances condition-
nelles entre les variables d’états et des facteurs externes en se basant respectivement sur les travaux
de [Russell 1985] et [Brand 1997].

Notons que ces méthodes nécessitent une phase d’apprentissage pour être mises en oeuvre.
Dans [Parson 2011, Parson 2012], l’auteur propose d’utiliser des connaissances a priori sous la
forme de modèles génériques d’usages, pour pouvoir éviter cette phase d’apprentissage et obtenir
des méthodes de décomposition de courbe de charge non-supervisées. Ces connaissances a priori
concernent typiquement la durée de fonctionnement et la puissance consommée de chaque usage.
Ces connaissances restent cependant souvent trop générales afin d’étiqueter précisément la nature
des usages détectés.
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(a) Courbes de charge réelles. La courbe agrégée correspond à
l’enveloppe supérieure du graphe.

(b) Courbes de charge estimées

source [Kolter 2012]

FIGURE 1.4: Exemple de décomposition de courbe de charge par un modèle de Markov caché

Limites des approches macroscopiques

Au cours des derniers paragraphes, un état de l’art des méthodes de suivi de courbes de charge
utilisant les signatures macroscopiques des usages a été présenté. Il est important de noter qu’il
existe des limites inhérentes à ce type de méthodes. En effet, puisque les courbes de charge utilisées
sont collectées à de faibles fréquences, le risque que deux usages changent d’état simultanément (au
même instant d’échantillonnage) est important. De plus les grandeurs accessibles à ces fréquences
sont essentiellement les puissances active et réactive du fondamental ainsi qu’éventuellement des
puissances d’ordre supérieur. À ces fréquences, ces grandeurs s’avèrent parfois insuffisantes pour
distinguer deux usages différents.

1.3.4 Analyse microscopique

Pour surmonter les difficultés inhérentes à l’analyse macroscopique, de nombreux auteurs se
sont penchés sur l’utilisation de caractéristiques microscopiques souvent en complément de l’ana-
lyse macroscopique.

L’analyse microscopique des signaux permet de récolter des informations relatives au régime
transitoire des usages observés. Ces informations sont particulièrement intéressantes du point de vue
de l’analyse de la courbe de charge car les caractéristiques du régime transitoire sont directement
reliées à la tâche physique exécutée par la charge [Laughman 2003]. Ainsi le régime transitoire
d’une lampe à filament et celui d’un réfrigérateur sont extrêmement différents car la tâche consistant
à chauffer le filament est fondamentalement différente de la mise en route du compresseur. La figure
1.5 représente le régime transitoire de 5 modèles différents de réfrigérateur. On peut constater qu’il
existe indéniablement des caractéristiques communes à ces signaux, même si l’amplitude ou la
forme exacte du signal varient d’un réfrigérateur à l’autre. L’intérêt de l’analyse microscopique
sera donc de pouvoir étiqueter chaque changement d’état identifié sur la courbe de charge agrégée
avec le type d’appareil.

L’analyse du régime transitoire dans son intégralité est une tâche complexe. En effet, contraire-
ment au régime permanent, le régime transitoire ne se réduit pas à quelques caractéristiques simples
(changement dans le plan puissance active/réactive). Les méthodes proposées dans la littérature pour
résoudre ce point différent beaucoup. Certains auteurs proposent de réduire le régime transitoire à
une ou deux caractéristiques élémentaires, d’autres proposent d’apprendre des portions entières de
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FIGURE 1.5: Signature microscopique : évolution de la puissance active en fonction du temps en
régime transitoire. Chaque couleur de courbe correspond à un réfrigérateur différent

transitoires.

Utilisation de caractéristiques élémentaires

Dans [Sultanem 1991], l’auteur propose d’utiliser simplement la longueur du régime transitoire
combinée à des caractéristiques macroscopiques pour caractériser le régime transitoire.

Alternativement, dans [Chang 2008, Chang 2010], les auteurs proposent de caractériser le ré-
gime transitoire par l’énergie consommée lors de la mise sous tension d’un usage (« turn-on tran-
sient energy » ) :

Wt =

∫ ts+δt

ts

v(t)i(t)dt, (1.8)

où chaque instant de départ ts est testé et la longueur du régime transitoire δt est calculée durant
une phase d’apprentissage. L’énergie Wt, la puissance active P et la puissance réactive Q en ré-
gime permanent sont ensuite utilisées pour entraîner un réseau de neurones à la reconnaissance
d’appareils.

Régression de la forme du transitoire

Plutôt que de se limiter à l’extraction de quelques caractéristiques du régime transitoire, certains
auteurs ont cherché à modéliser entièrement la forme des variations de la puissance active en régime
transitoire.

Dans [Cole 1998], les auteurs proposent de modéliser la puissance active en régime transitoire
par un changement abrupt « edge » , une pente douce « slope » suivi du régime permanent constant.
Ce modèle de régression, quoique très simple, permet de reconnaître certaines classes d’appareils.

Dans [Leeb 1995, Norford 1996, Shaw 2008], cette modélisation repose sur les sections du si-
gnal transitoire qui présentent des variations significatives de la puissance active, appelées « v-
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source [Shaw 2008]

FIGURE 1.6: Modélisation du régime transitoire par la méthode des « v-sections » . La puissance
active P est tracée en fonction du temps t. Deux « v-sections » sont notées s1 et s2. Les paramètres
k et bk représentent respectivement la position et l’amplitude initiale des « v-sections » . α est le
paramètre global de gain d’amplitude.

sections » . Ces « v-sections » sont dans un premier temps apprises pour chaque classe de tran-
sitoire sur une base d’exemples. Puis, durant la phase de reconnaissance, l’algorithme cherche à
identifier des séquences de « v-sections » dans le signal observé. Pour cela, la position k et l’am-
plitude initiale bk de chaque « v-section » sk sont estimées conjointement à un paramètre de gain
d’amplitude α qui s’applique à toute les « v-sections » simultanément. Cette estimation est réa-
lisée par un algorithme des moindres carrés. La figure 1.6 schématise le fonctionnement de cette
méthode. Cette approche a été appliquée avec succès aussi bien à la surveillance de bâtiments in-
dustriels et commerciaux [Leeb 1995, Norford 1996] qu’à l’identification d’usages électriques dans
une automobile [Shaw 2008].

Notons enfin l’approche de [Cox 2006] qui consiste à appliquer la modélisation précédente en
« v-sections » au signal de tension au lieu de la puissance active. En effet, l’enveloppe du signal de
tension présente d’infimes variations (±0.01V) similaires aux variations du courant. L’intérêt de la
méthode est de ne nécessiter qu’une seule mesure (tension) au lieu de deux (courant et tension).

Utilisation du bruit très haute fréquence généré par les usages

Une solution originale au problème de la caractérisation des usages électriques a été apportée
dans [Patel 2007]. Elle consiste à exploiter la signature très haute fréquence générée par la mise
sous tension ou la mise hors tension d’usages de type ON/OFF sur la tension mesurée.

L’approche des auteurs est de mesurer la tension à une fréquence de 1000 kHz et d’extraire
des séquences de 2048 échantillons (soit environ 2ms). Une transformée de Fourier est réalisée sur
chaque fenêtre d’observation, permettant d’obtenir un vecteur de caractéristiques. Le calcul de la
distance euclidienne entre chaque vecteur permet d’identifier le début et la fin du régime transitoire
qui correspondent aux instants où ce vecteur de caractéristiques varie. Un vecteur de caractéristiques
moyen est ensuite calculé sur la durée du régime transitoire.

Le vecteur de caractéristiques moyen ainsi obtenu est finalement utilisé pour entraîner un clas-
sifieur de type SVM. Les taux de classification obtenus varient de 85% à 90% sur divers usages
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dans le secteur résidentiel. Cependant les signatures obtenues par une telle approche sont fortement
dépendantes de l’appareil appris et de la configuration du réseau électrique [Gupta 2010], ce qui
limite grandement la généralité de la méthode.

Limites des approches microscopiques

Nous avons relevé dans les derniers paragraphes différentes méthodes d’analyse microscopique.
Ces méthodes permettent de lever certaines ambiguïtés de l’analyse macroscopique en permettant
l’accès à de nombreuse caractéristiques potentielles liés au régime transitoire. Cependant ces mé-
thodes nécessitent des fréquences d’échantillonnage élevées ce qui implique une acquisition plus
coûteuse des signaux et surtout le stockage d’un grand nombre de données.

1.3.5 Base de données de courbes de charges
L’intérêt accru de la communauté scientifique à la thématique des courbes de charge a donné

lieu à la création de plusieurs bases de données scientifiques. Ces bases de données sont constituées
de relevés de courbes de charge globales ainsi que des courbes de charge individuelles étiquetées
qui constituent ainsi la vérité terrain.

Des bases de données privées ont été créées par des organismes de recherche et/ou des indus-
triels (tels que EDF - Électricité de France, cf chapitre 2) afin de tester les méthodes et algorithmes
développés en interne. A notre connaissance, il existe deux bases de données publiques à l’été 2012 :

– REDD : « the Reference Energy Dissagregation Data set » 3 [Kolter 2012]
Cette base de données contient les relevés de la courbe de charge agrégée et de la vérité
terrain pour 6 foyers en basse fréquence (1 Hz) et pour 2 foyers en haute fréquence (15 kHz).
La durée des mesures varie de quelques jours à quelques mois.

– BLUED : « Building-Level fUlly labeled Electricity Disaggregation dataset » 4 [Anderson 2012]
Cette base de données contient les relevés de la courbe de charge agrégée et de la vérité
terrain pour 16 foyers en haute fréquence (12 kHz). La durée des mesures est d’environ une
semaine.

Il est important de préciser que puisque ces bases de données ont été publiées simultanément à
la rédaction de ce manuscrit durant l’été 2012, nous n’avons pas encore pu en faire usage afin de
tester nos méthodes.

1.3.6 Applications industrielles commercialisées
Si la thématique de suivi de courbes de charge est un problème de recherche actuel dans le

milieu académique, le monde industriel s’est déjà intéressé de près à ces thématiques. Ces dernières
années, un nombre conséquent de produits industriels ayant pour but d’analyser la consommation
électrique des usagers a vu le jour. Évidemment, ces produits sont protégés par des brevets et il
est donc difficile d’obtenir des informations techniques précises sur leur fonctionnement. A notre
connaissance, voici la liste des sociétés commercialisant un produit permettant la décomposition
par usages de la courbe de charge générale :

– Watteco (enPowerMe) http://www.watteco.com/
– Onzo http://onzo.com/
– Sentec (Coracle) 5 http://www.sentec.co.uk/

3. À consulter à l’adresse suivante http://redd.csail.mit.edu/
4. À consulter à l’adresse suivante http://nilm.cmubi.org/
5. Start-up issue de l’université de Cambridge

http://www.watteco.com/
http://onzo.com/
http://www.sentec.co.uk/
http://redd.csail.mit.edu/
http://nilm.cmubi.org/
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– Navetas 6 http://www.navetas.com/
– LoadIQ http://www.loadiq.com/
– Bidgely http://bidgely.com/
– Emme http://www.getemme.com/
– Plotwatt https://plotwatt.com/
– Enetics (SPEED - Single Point End-use Energy Disaggregation) http://www.enetics.
com/

– Legrand (Energy Consumption Monitoring System) http://www.enviro-friendly.
com/home-energy-monitoring-system.shtml

– Intel (WEST - Wireless Energy Sensing Technology) http://download.intel.com/
newsroom/kits/research/2011/pdfs/Research@Intel-2011_DemoFactSheet.
pdf

Ces produits utilisent essentiellement des technologies reposant sur la signature macroscopique des
usages. Les mesures prises sont généralement les puissances active et réactive. A notre connais-
sance, seul le système de Navetas, utilisant des mesures échantillonnés à quelques kHz, est suscep-
tible d’exploiter les signatures microscopiques.

EDF R&D a été amené à évaluer les performances de certains de ces produits. Même si certains
usages, plus particulièrement le froid alimentaire, sont identifiés avec de bonnes performances, les
résultats obtenus sont globalement décevants et parfois très éloignés de la vérité terrain. De plus
certains produits sont calibrés sur les spécificités d’un pays : le chauffage électrique, par exemple,
est un mode de chauffage privilégié en France par rapport au Royaume-Uni. De fait, certains pro-
duits tendent à ignorer complètement cet usage alors qu’il représente une part importante de la
consommation.

Finalement, notons que la fiabilité de l’identification des usages est un critère très important
pour ce type de technologie. Le produit peut être complètement décrédibilisé aux yeux du client s’il
fournit une information contraire à la réalité. En conséquent, il vaut mieux fournir une information
imprécise (« usage non classifié ») qu’une information fausse.

1.3.7 Détection d’événements et décomposition de courbes de charges

Nous avons articulé notre état de l’art par rapport aux caractéristiques utilisées par les auteurs
pour distinguer les différents usages présents dans une courbe de charge. Au regard des différentes
méthodes examinées, il convient de noter qu’il existe deux approches fondamentalement différentes
au suivi de courbes de charge.

La première approche, séquentielle, vise à détecter les événements d’intérêt dans la courbe
de charge (ON/OFF, changement de régime), puis à caractériser et classifier ces événements pour
ensuite en tirer les informations d’intérêt (type de l’usage en cas d’événement ON, consommation
de l’usage détecté après son déclenchement,...). C’est cette approche qui a été utilisée dans les
travaux pionniers [Hart 1992] et dans les nombreux travaux qui en découlent. C’est également cette
approche qui domine les travaux d’analyse microscopique.

La deuxième approche est globale, c’est-à-dire que l’intégralité de la courbe de charge est dé-
composée en courbes individuelles. On peut alors expliquer à chaque instant quelle est la consom-
mation associée à un usage particulier et quelle est sa part dans la consommation globale. Ce sont
les résultats que délivrent typiquement les méthodes reposant sur des modèles de Markov à états
cachés dont un exemple est présenté Fig. 1.4, mais également d’autre méthodes et modèles comme
ceux proposés dans [Yi-xin 2008, El Guedri 2009].

6. Start-up issue de l’université d’Oxford

http://www.navetas.com/
http://www.loadiq.com/
http://bidgely.com/
http://www.getemme.com/
https://plotwatt.com/
http://www.enetics.com/
http://www.enetics.com/
http://www.enviro-friendly.com/home-energy-monitoring-system.shtml
http://www.enviro-friendly.com/home-energy-monitoring-system.shtml
http://download.intel.com/newsroom/kits/research/2011/pdfs/Research@Intel-2011_DemoFactSheet.pdf
http://download.intel.com/newsroom/kits/research/2011/pdfs/Research@Intel-2011_DemoFactSheet.pdf
http://download.intel.com/newsroom/kits/research/2011/pdfs/Research@Intel-2011_DemoFactSheet.pdf
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Dans le cadre de cette deuxième méthode, les signatures des usages choisies pour l’analyse
doivent nécessairement vérifier un critère de superposition. En effet tous ces modèles reposent sur
une hypothèse de mélange linéaire des sources associées à chaque usage. C’est-à-dire que la signa-
ture observée lorsque plusieurs usages sont présents doit être la somme des signatures individuelles
de chaque usage. Il faut remarquer que ce critère de superposition est bien vérifié pour les puissances
actives et réactives, ainsi que pour les puissances harmoniques. Ces grandeurs sont les plus couram-
ment surveillées dans l’analyse des courbes de charge. Il existe cependant des contre-exemples.
Ainsi l’enveloppe du signal de courant ne satisfait pas au critère de superposition. Notons enfin
que cette hypothèse, même si elle est toujours souhaitable, n’est pas autant cruciale dans le cadre
d’une analyse microscopique. On peut en effet relâcher un peu cette hypothèse en supposant que,
d’une part, eu égard aux temps caractéristiques des transitoires surveillés (souvent inférieurs à la
seconde), la probabilité d’une superposition de transitoires reste négligeable et d’autre part les gran-
deurs surveillées pour chaque événement, ou transitoire, ne dépendent pas des régimes permanents
des autres usages.

1.4 Conclusions
Nous avons évoqué dans ce chapitre la problématique et les enjeux de la décomposition de

courbe de charge. Nous avons dressé un état de l’art des méthodes existantes dans ce domaine en
les distinguant en deux catégories : les approches macroscopiques qui consistent à identifier les
grandeurs en régime permanent et les cycles de fonctionnement globaux des usages, et, les ap-
proches microscopique qui utilisent les spécificités du régime transitoire pour identifier des classes
d’usages. Les applications industrielles existantes utilisent essentiellement des approches macro-
scopiques et souffrent donc de défauts quant à l’identification précise des usages. C’est pourquoi
l’approche microscopique apparaît aujourd’hui comme un complément indispensable à l’analyse
macroscopique. C’est justement tout l’enjeu de cette thèse à travers le développement de méthodes
d’analyse microscopiques pour l’identification des usages.





CHAPITRE 2

Présentation des signaux
électro-domestiques de la base de

données SISED

Dans le cadre de cette thèse, nous disposons d’une base de données de courbes de charge
réelles, fournie par EDF R&D, nommée SISED (Signatures Individuelles de Systèmes Électro-
Domestiques). L’objet de ce chapitre est la description et l’analyse des signaux de cette base de
données qui serviront à analyser les performances des méthodes développées dans les chapitres
suivants.

2.1 Présentation générale de la base de données SISED
La base de données SISED est constituée des courbes de charges individuelles de différents

usages. Pour chaque appareil référencé nous disposons d’une ou plusieurs mesures de la courbe
de charge effectuées aux bornes de l’appareil en fonctionnement. Les appareils sont de modèle, de
marque et d’ancienneté variables. De plus, d’une mesure à l’autre, les conditions de fonctionnement
et les éventuels réglages de l’appareil peuvent changer.

La courbe de charge agrégée n’est pas mesurée. Étant réalisées directement aux bornes de l’ap-
pareil plutôt qu’au niveau du compteur électrique, les mesures ne tiennent pas compte de l’influence
du réseau électrique domestique (pertes en ligne, défauts de conducteur).

Cette base de données n’a donc pas vocation à fournir un outil d’évaluation pour les méthodes
de décomposition de la courbe de charge. L’objectif principal est de disposer d’exemples réels
de courbes de charge individuelles pour chaque catégorie d’appareil afin de pouvoir étudier leur
signature électrique.

La base de données SISED recense 39 clients correspondant aux personnes sollicitées pour la
campagne de mesure. Sur l’ensemble de la base de données, 24 usages différents sont identifiés.
Pour chaque client, seule une partie des usages a été mesurée. La durée de chaque mesure varie en
fonction de la durée typique de fonctionnement des appareils, allant de quelques minutes (bouilloire,
aspirateur), à plusieurs heures (réfrigérateur, machine à laver).

Pour chacune de ces mesures, nous disposons, en plus des mesures de courant et tension, du
questionnaire rempli par le client comportant notamment, le type d’appareil, sa marque, sa puis-
sance nominale, sa date d’achat approximative ainsi qu’un court descriptif des éventuelles manipu-
lations effectuées durant l’acquisition (variation de puissance d’un aspirateur par exemple).

2.1.1 Conditions d’acquisition
L’acquisition de ces données a été faite par un prototype d’appareil de mesure permettant de

mesurer de façon synchrone la tension et le courant appelés au niveau de la prise électrique d’un
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FIGURE 2.1: Photographie du prototype d’appareil de mesure : (gauche) boîtier de mesure et trans-
mission de puissance ; (droite) bus d’acquisition des données

usage. L’appareil de mesure est branché sur le secteur tandis que l’usage électrique à mesurer est
branché directement sur l’appareil de mesure. L’appareil de mesure transmet alors les données ac-
quises à un ordinateur qui enregistre la valeur des échantillons dans un fichier texte. Le prototype
ayant connu deux versions, la fréquence d’échantillonnage est soit de 5kHz soit de 10kHz pour les
mesures plus récentes. Dans les deux cas, la fréquence d’échantillonnage est suffisante pour accéder
à la signature microscopique des usages.

2.1.2 Sélection des cas d’études

Dans le cadre de cette thèse, nous ne traitons pas l’intégralité des usages présents dans la base
de données SISED. En effet la problématique générale (la détection de n’importe quel usage) est
trop complexe pour être appréhendée dans son ensemble. Nous abordons donc le problème de ma-
nière progressive, en sélectionnant quelques usages dont la détection, modélisation et classification
nous constituent déjà un défi important, et pour lesquelles nous disposons d’un nombre d’exemples
suffisant. Bien que nous ne validions notre méthodologie que sur un sous-ensemble des usages, la
démarche présentée dans cette thèse est applicable aux autres types d’usages. Par la suite, nous nous
concentrerons donc sur l’étude des 5 usages suivants : aspirateur, réfrigérateur, four micro-ondes,
lampe halogène et bouilloire.

2.2 Régime transitoire des usages électriques

Dans le cadre de cette thèse, nous nous sommes intéressés à l’étude des régimes transitoires
des usages électriques. Plus particulièrement, nous nous intéressons spécifiquement aux signaux
transitoires générés par l’enclenchement (la mise sous tension) de ces usages. Nous avons déjà
spécifié, lors de l’état de l’art des méthodes de surveillance de courbe de charge, que ces signaux
transitoires sont caractéristiques du type d’appareil qui les génèrent (étant liés à la tâche physique
sous-jacente réalisée : produire du froid, chauffer un filament ...). Nous comptons donc identifier le
type d’appareil mis en fonctionnement à partir du signal transitoire qu’il génère.
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Usage Nombre d’exemplaires
Aspirateur 16

Bouilloire 12

Lampe Halogène 5

Four micro-ondes 35

Réfrigérateur 36

Total 104

TABLE 2.1: Répartition des différentes classe de signaux transitoires dans la base de données SISED

2.2.1 Constitution d’une base de données de signaux transitoires

Chacune des mesures de la base de données SISED est susceptible de contenir plusieurs signaux
transitoires correspondant à l’enclenchement d’un appareil. De plus la majorité des échantillons
mesurés correspond au régime permanent. Pour pouvoir travailler plus simplement sur les régimes
transitoires qui nous intéressent, il est nécessaire d’isoler la ou les parties de chacune des mesures
qui correspondent à l’enclenchement d’un appareil. Cette tâche a été effectuée manuellement dans
un premier temps afin de pouvoir développer par la suite des méthodes de détection et d’analyse
automatiques de ces signaux. Cette tâche, quoique répétitive, ne présente pas de difficulté parti-
culière étant donné que chaque mesure correspond à un unique appareil et que le nombre de fois
où l’appareil est mis sous tension est connu via les informations fournies par le client. De plus, la
segmentation n’a pas besoin d’être précise, il s’agit simplement d’isoler grossièrement les parties
d’intérêt du signal mesuré.

Au terme de cette phase d’extraction manuelle, nous avons isolé une centaine de signaux tran-
sitoires, répartis entre les cinq usages considérés. Le tableau 2.1 donne la répartition exacte des
signaux entre chaque classe.

Nous allons procéder à l’analyse des signaux transitoires ainsi obtenus. Nous commencerons
par identifier les caractéristiques communes à tous les signaux. Ensuite nous analyserons chaque
classe d’appareil individuellement.

2.2.2 Analyse générale des signaux transitoires de mise sous tension

La figure 2.3 présente deux exemples de signaux transitoires tirés de la base de données SISED,
respectivement un signal d’aspirateur et de réfrigérateur. Les mesures de courant et de tension sont
présentées pour chaque appareil et un agrandissement d’une partie du signal permet d’observer la
forme d’onde du courant et de la tension en régime permanent.

Dans un premier temps, on peut vérifier expérimentalement l’hypothèse formulée au chapitre 1,
c’est-à-dire que la tension appelée ne dépend pas, ou de manière très marginale, de la charge et se
présente comme une sinusoïde de fréquence fondamentale 50Hz et d’amplitude efficace 230V.

L’instant auquel l’appareil est mis sous tension est facilement identifiable : il correspond sys-
tématiquement à une augmentation instantanée de l’amplitude du courant consommé. Coïncidant
avec l’instant de mise sous tension, on peut parfois constater la présence de faibles perturbations du
signal de tension par rapport à la sinusoïde nominale (cf figure 2.2). Étant donné que ces perturba-
tions sont occasionnelles et de très faible amplitude (2% de la tension crête sur la figure 2.2), nous
les négligerons dans la suite de ces travaux.

Après la mise sous tension, le courant est un signal périodique de fréquence fondamentale 50Hz
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FIGURE 2.2: Exemple de perturbation du signal de tension à l’enclenchement d’un aspirateur :
tension (haut) courant (bas)

dont l’amplitude varie pendant quelques secondes. Au terme de cette durée, l’amplitude se stabilise
à une valeur constante définissant le régime permanent.

Pour illustrer les différentes phases d’évolution du signal et analyser plus précisément le régime
transitoire, nous avons réalisé le spectrogramme des deux exemples de transitoires. Le spectro-
gramme γ(t, f) d’un signal x(t) est défini comme le carré de l’amplitude de la transformée de
Fourier court-terme du signal :

γ(t, f) =

∣∣∣∣∫ +∞

−∞
x(τ)w(τ − t)e−j2πfτdτ

∣∣∣∣2 . (2.1)

Pour les figures présentées dans ce chapitre, w(t) est une fenêtre d’analyse de Hamming de la lar-
geur temporelle 0.1s et le spectrogramme est représenté en décibels (ωdB(t, f) = 10 log10 ω(t, f)).

Sur les figures 2.3(e) et 2.3(f) l’instant de mise sous tension de l’appareil est bien visible. En
effet la discontinuité du signal de courant qui le caractérise dans le domaine temporel est identifié
dans le domaine temps fréquence par l’apparition rapide de nombreuses composantes fréquentielles.
On distingue ensuite la présence d’un spectre de raies régulièrement espacées, caractéristique d’un
signal périodique. Cependant ces composantes sont d’amplitude et de phase variables, certaines
s’évanouissant rapidement avec le temps. Le signal n’est donc pas périodique au sens strict. On
peut également constater l’absence (ou la très faible amplitude) des harmoniques de rang pairs tel
que prévu par la théorie (cf Annexe A.2).

2.2.3 Puissance active en régime transitoire

Dans le cas ou le système n’est pas à en régime permanent, la puissance active n’est pas
constante et s’exprime à chaque instant t comme la moyenne suivante :

P (t) =
1

T

∫ t+T
2

t−T2
v(τ)i(τ)dτ, (2.2)

avec T = 1
Ff

la période fondamentale des signaux de courant et tension. On peut développer cette
expression de la puissance en considérant le développement en série de Fourier de la restriction des
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(a) Transitoire d’aspirateur : tension (haut) et courant
(bas)
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(b) Transitoire de réfrigérateur : tension (haut) et courant
(bas)
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(c) Forme d’onde du signal d’aspirateur, agrandissement
de la zone marquée sur la figure 2.3(a) : tension (haut)
courant (bas)
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(d) Forme d’onde du signal de réfrigérateur, agrandisse-
ment de la zone marquée sur la figure 2.3(b) : tension
(haut) courant (bas)
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(e) Spectrogramme du signal transitoire de courant de
l’aspirateur (fenêtre d’analyse de Hamming de largeur
temporelle 0.1s (500 échantillons))
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(f) Spectrogramme du signal transitoire de courant du
réfrigérateur (fenêtre d’analyse de Hamming de largeur
temporelle 0.1s (500 échantillons))

FIGURE 2.3: Tension, courant et spectrogramme des signaux exemples
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signaux de courant et tension à l’intervalle [t− T
2 , t+ T

2 [, c-à-d, pour tout τ ∈ [t− T
2 , t+ T

2 [ :

i(τ) =
∑
n∈Z

In(t)e2πjnFfτ , (2.3)

v(τ) =
∑
n∈Z

Vn(t)e2πjnFfτ , (2.4)

où j est le nombre complexe tel que j2 = 1, et In(t) et Vn(t) sont les coefficients complexes du
développement en série de Fourier :

In(t) =
1

T

∫ t+T
2

t−T2
i(τ)e−2πjnFfτdτ,

Vn(t) =
1

T

∫ t+T
2

t−T2
v(τ)e−2πjnFfτdτ.

Notons que l’on peut, de façon équivalente, calculer ces coefficients In(t) et Vn(t) en réalisant la
transformée de Fourier court-terme munie d’une fenêtre d’analyse rectangulaire de largeur T des
signaux de courant et tension. Le coefficient In(t) (resp. Vn(t)) correspond alors à l’évolution de
la composante de fréquence nFf de la transformée de Fourier court-terme du courant (resp. de la
tension). Dans le cas du courant, les lignes caractéristiques que l’on aperçoit sur les spectrogrammes
(figures 2.3(e) et 2.3(f)) pour les multiples de la fréquence fondamentale, correspondent donc aux
valeurs de |In(t)|2.

En injectant les expressions (2.3) et (2.4) dans le calcul de la puissance (2.2) et en exploitant le
fait que les fonctions e2πjnFf t forment une base orthonormée de l’espace des fonctions périodiques
de période T , on obtient directement que :

P (t) =
∑
n∈Z

In(t)V ∗n (t),

où V ∗n (t) est le conjugué de Vn(t). En utilisant l’hypothèse que la tension est simplement sinusoï-
dale, on déduit que seuls les coefficients V±1(t) correspondants au fondamental ont une valeur non
nulle. C’est à dire, quel que soit n 6= ±1, Vn(t) = 0. De plus cette valeur est indépendante du
temps : V1(t) = V1. Alors, la puissance active se résume à

P (t) = 2<(I1(t)V ∗1 ), (2.5)

où <(·) désigne la partie réelle. On constate donc que seule la composante fondamentale du signal
de courant participe à la puissance active. La puissance réactive et les puissance actives et réactives
des harmoniques du courant peuvent se calculer de la même manière. On obtient alors l’équivalent
de la formule (2.5) pour la puissance réactive :

Q(t) = 2=(I1(t)V ∗1 ),

où =(·) désigne la partie imaginaire, et quel que soit n > 1 :

Pn(t) = 2<(In(t)V ∗1 ),

Qn(t) = 2=(In(t)V ∗1 ),

ce qui est équivalent aux équations (1.6) et (1.7) en régime permanent.
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En pratique, les signaux de courant et tension sont échantillonnés à une fréquence Fe donnée
(Fe = 5kHz ou Fe = 10kHz selon les cas). On note {v[k]}k=1,..,n, {i[k]}k=1,..,n les échantillons
mesurés de la tension et du courant, où n est le nombre de mesures réalisées. Pour calculer la
puissance active, on peut alors utiliser au moins deux méthodes.

La première consiste à développer une approximation discrète de l’équation (2.2) :

P [k] =
1

L

k+L
2∑

l=k−L2

v[l]i[l], (2.6)

où L = [FeFf ], [·] désigne la partie entière.
La seconde consiste à développer une approximation discrète de l’équation (2.5) qui tient compte

explicitement de l’hypothèse d’une tension sinuoïdale :

I1[k] =
1

L

k+L
2∑

l=k−L2

i[l]e−2πj
Ff
Fe
l,

V1[k] =
1

L

k+L
2∑

l=k−L2

v[l]e−2πj
Ff
Fe
l,

P [k] = 2<(I1[k]V1[k]∗). (2.7)

Notons que nos signaux vérifiant bien l’hypothèse d’une tension sinusoïdale, les deux méthodes
proposées ((2.6) ou (2.7)) donnent des résultats très similaires.

La puissance active obtenue, que ce soit avec l’une ou l’autre des méthodes d’approximation,
est échantillonnée à la même fréquence Fe que les signaux de courant et tension. En pratique cepen-
dant, il n’est pas nécessaire de travailler à une telle fréquence. La puissance active étant issue d’un
moyennage sur chaque période du signal, l’information qu’elle contient est redondante puisque les
fenêtres d’analyse se recouvrent entre elles. Nous choisissons donc de sous-échantillonner les si-
gnaux de puissance active pour travailler à une fréquence d’échantillonnage de 50Hz quelle que soit
la fréquence d’origine des signaux Fe. Cette fréquence d’échantillonnage permet d’éliminer toute
redondance du signal de la puissance active. Il reste possible de choisir une fréquence supérieure à
cette valeur, ce qui implique alors de traiter des signaux de plus grande taille.

La figure 2.4 présente la puissance active d’un signal transitoire de réfrigérateur calculée avec la
première méthode (équation (2.6)) ou la deuxième méthode (équation (2.7). Pour chaque méthode,
le sous-échantillonnage de la puissance active à une fréquence de 50Hz est représenté.

Notons bien que, même si cette fréquence d’échantillonnage nous situe à la limite de l’analyse
microscopique telle que définie au premier chapitre 1.3.1, les grandeurs utilisées pour calculer la
puissance active doivent bien être échantillonnées à des fréquences supérieures. La puissance active
nous permet simplement de résumer l’évolution de ces grandeurs.

2.2.4 Analyse individuelle de chacune des classes d’usages

Nous avons identifié la plupart des caractéristiques communes aux signaux de la base de don-
nées SISED. Chacune des cinq classes d’appareils étudiées présente également des spécificités.
Ces spécificités interviennent essentiellement en deux endroits : au niveau de l’amplitude du signal
de courant d’une part, et au niveau de la forme d’onde des signaux de courant i.e, de l’amplitude
relative des différentes composantes harmoniques.
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FIGURE 2.4: Portion d’un transitoire de réfrigérateur : ligne bleue –, puissance active (2.6) Fe =

5000Hz ; carré bleu �, puissance active (2.6) Fe = 50Hz ; ligne rouge – , puissance active (2.7)
Fe = 5000Hz ; étoile rouge + , puissance active (2.7) Fe = 50Hz ;

Cependant, l’enveloppe du signal de courant ne vérifie pas le critère de superposition (cf 1.3.7).
Ainsi, plutôt que d’utiliser cette enveloppe, nous caractériserons les variations d’amplitude du signal
de courant en utilisant la puissance active. La puissance active à l’avantage de vérifier le critère
de superposition (cf Théorème de Boucherot). De plus, la tension étant supposée sinusoïdale, la
puissance active capture essentiellement les variations du signal de tension.

Aspirateur

Quelques exemples de signaux d’aspirateur (puissance active et forme d’onde) sont présentés
sur la figure 2.5. La puissance active de ces signaux présente, à partir de l’appel de courant ini-
tial, une allure décroissante jusqu’au retour à une valeur constante atteinte en régime permanent. À
quelques rares exceptions près, seule la composante fondamentale et la troisième composante har-
monique (150Hz) présentent une amplitude significative. D’un point de vue technologique, la puis-
sance consommée par un aspirateur est entièrement dédiée à l’alimentation du moteur électrique
permettant de mettre en rotation le ventilateur destiné à l’aspiration. C’est donc essentiellement la
signature électrique de ce moteur que l’on observe.

Bouilloire

Les signaux de bouilloire sont les plus simples à décrire et interpréter parmi les classes de si-
gnaux traités. Ils se caractérisent par l’absence totale de variations dans l’amplitude et la phase,
ainsi que par l’absence totale d’harmoniques. Plus simplement, le régime permanent est atteint ins-
tantanément dès l’appel de courant initial. Ce comportement est tout à fait conforme à ce qu’on
peut attendre si l’on examine le fonctionnement physique de ce type d’appareil. La consomma-
tion électrique d’une bouilloire est attribuable essentiellement à l’élément chauffant, or celui-ci est
équivalent à une simple résistance électrique qui dissipe l’énergie reçue par effet Joule. Le courant
traversé par la bouilloire est donc régi par la loi d’Ohm dès lors que l’appareil est sous tension, ce
qui produit un courant proportionnel à la tension. La figure 2.6 présente deux signaux transitoires
de bouilloire tirés de la base de données.
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FIGURE 2.5: Exemples de signaux d’aspirateur : puissance active (haut), spectrogramme (fenêtre de
Hamming de largeur 0.1s soit 500 échantillons) (milieu), forme d’onde du courant (agrandissement
d’une partie du signal) (bas)
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FIGURE 2.6: Exemples de signaux de bouilloire : puissance active (haut), spectrogramme (fenêtre de
Hamming de largeur 0.1s soit 500 échantillons) (milieu), forme d’onde du courant (agrandissement
d’une partie du signal) (bas)
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FIGURE 2.7: Exemples de signaux de lampe halogène : puissance active (haut), spectrogramme (fe-
nêtre de Hamming de largeur 0.1s soit 500 échantillons) (milieu), forme d’onde du courant (agran-
dissement d’une partie du signal) (bas)

Lampe Halogène

L’évolution de le puissance active des transitoires de lampe halogène présente une allure simi-
laire aux signaux d’aspirateur : une décroissance jusqu’au retour à une valeur constante lorsque
le régime permanent est atteint. Cependant les deux classes de signaux se différencient au niveau
de la forme d’onde. Là où les signaux d’aspirateurs ne présentaient que quelques harmoniques
d’amplitude significative, les signaux de lampe halogène présentent une amplitude significative sur
toutes les composantes observables. La forme d’onde des signaux d’halogène est donc beaucoup
plus complexe que celle des signaux d’aspirateurs. La figure 2.7 présente deux exemples de signaux
transitoires de lampe halogène. La forme d’onde particulière des signaux de lampe halogène est
caractéristique de la présence d’un hacheur. C’est en fait le variateur d’intensité généralement as-
socié à ce type de lampe qui produit cette signature caractéristique. Un hacheur est un interrupteur
commandé électroniquement permettant de moduler l’intensité de la lampe en tronquant une partie
du cycle de tension. Le courant traversant la lampe est alors distordu de manière non-linéaire ce qui
explique la présence de nombreux harmoniques.
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FIGURE 2.8: Exemples de signaux de four micro-ondes : puissance active (haut), spectrogramme
(fenêtre de Hamming de largeur 0.1s soit 500 échantillons) (milieu), forme d’onde du courant
(agrandissement d’une partie du signal) (bas)

Four micro-ondes

Les signaux transitoires de four micro-ondes sont plus complexes que ceux des autres classes.
En effet, la puissance active observée se décompose en deux parties distinctes. Tout d’abord après
l’appel de courant initial, on observe une décroissance exponentielle similaire à celle des aspirateur
ou des lampes halogènes mais de durée caractéristique plus courte, de l’ordre du dixième de se-
conde. L’amplitude du signal se stabilise ensuite pendant une courte période à une valeur constante.
La seconde partie du signal présente une amplitude d’allure exponentiellement croissante jusqu’à
saturer à une valeur constante plus élevée que la première. Pour les deux parties du signal, l’am-
plitude des 5 ou 6 premiers harmoniques est significative. La figure 2.8 présente deux exemples de
signaux de micro-ondes. Notons, de plus, que les signaux de micro-ondes présentent une signature
macroscopique cyclique. C’est-à-dire que la signature représentée sur la figure 2.8, se répète à inter-
valles réguliers pendant la durée de fonctionnement de l’appareil. Pour cet usage, il est plus difficile
de faire le lien entre la signature électrique et le fonctionnement technologique de l’appareil. En
effet, un micro-ondes est un appareil complexe comportant de nombreuses sources de consomma-
tion électrique : le magnétron responsable de la cuisson, le moteur actionnant le plateau tournant, la
lampe éclairant l’intérieur, le système de ventilation, le transformateur, etc.
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FIGURE 2.9: Exemples de signaux de réfrigérateur :puissance active (haut), spectrogramme (fenêtre
de Hamming de largeur 0.1s soit 500 échantillons) (milieu), forme d’onde du courant (agrandisse-
ment d’une partie du signal) (bas)

Réfrigérateur

L’amplitude des signaux de réfrigérateurs présente généralement deux décroissances succes-
sives avant l’établissement du régime permanent. Contrairement aux variations observées pour les
autres classes de signaux, ces décroissances ne présentent aucun caractère exponentiel. Leur allure
est plutôt de type sigmoïdale, faisant apparaître un point d’inflexion. Notons qu’en fonction des
appareils, il peut y avoir deux décroissances de ce type bien séparées par un palier d’amplitude
constante ou n’y avoir qu’une seule décroissance avant le régime permanent. La figure 2.9 présente
deux exemples de signaux transitoires de réfrigérateur. Comme pour les micro-ondes, la signature
macroscopique des réfrigérateurs est cyclique. On peut d’ailleurs se reporter à l’exemple du cha-
pitre 1, figure 1.2 pour illustrer la périodicité de la consommation électrique. Dans un réfrigérateur,
c’est le compresseur, lui-même actionné par un moteur, qui est principalement responsable de la
consommation électrique observée. Durant la phase de détente du fluide réfrigérant, la consomma-
tion électrique est nulle.

En s’appuyant en particulier sur l’analyse des signaux de micro-ondes, on peut constater qu’il
est très difficile pour certains usages complexes de relier précisément la consommation électrique
au fonctionnement électrotechnique de l’appareil. De plus, lorsque on en vient à l’analyse du régime
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transitoire, la plupart des modèles classiques (pour les moteurs en particulier) ne sont plus valables.
C’est pourquoi, dans cette thèse, nous utilisons une approche « boite noire » pour la modélisation de
la signature des usages. Nous ne cherchons pas à appréhender le fonctionnement technologique des
appareils, mais nous modélisons le comportement observé expérimentalement pour chaque usage.

2.3 La puissance active pour la caractérisation des courbes de
charge

Au regard de l’analyse que nous venons de conduire concernant les signaux transitoires de la
base de données SISED, il convient de retenir un descripteur permettant de résumer les signaux de
cette base en s’affranchissant des caractéristiques communes à toutes les classes tout en conservant
les spécificités de chacune. En effet il semble peu judicieux de travailler à partir des grandeurs
directement mesurées, à savoir le courant et la tension. Nous disposons de plusieurs connaissances
a priori sur ces signaux qu’il s’agirait d’exploiter pour simplifier les signaux à analyser. De plus
nous souhaitons conserver la propriété de superposition des grandeurs surveillées (voir paragraphe
1.3.7).

Comme nous l’avons vu, les signaux transitoires de chaque classe se distinguent essentielle-
ment par l’évolution du signal de la puissance active consommée et par la forme d’onde du courant
appelé. Par conséquent, l’évolution des puissances harmoniques actives et réactives (ou de façon
équivalente les parties réelles et imaginaires des composantes associées aux harmoniques du 50Hz
de la transformée de Fourier court-terme du signal de courant) est un descripteur pertinent afin de ca-
ractériser un transitoire et plus généralement un type d’usage. Ces profils harmoniques caractérisent
en effet simultanément l’évolution de l’amplitude du signal de courant et le contenu harmonique de
ce signal (c’est à dire la forme d’onde du courant).

Dans le cadre de cette thèse, nous nous limiterons à l’utilisation de la puissance active du signal
qui est une grandeur liée uniquement aux composantes fondamentales des signaux de courant et de
tension.

Remarquons qu’il est possible que cette seule caractéristique s’avère insuffisante afin de distin-
guer certaines classes de signaux. On peut, par exemple, constater visuellement que les profils de la
puissance active des signaux d’aspirateur et de lampe halogène sont proches alors que leurs formes
d’ondes sont bien distinctes. Cependant, nous allons voir par la suite (cf chapitre 4) que l’évolu-
tion de la puissance active est suffisamment discriminante pour séparer efficacement les classes de
signaux étudiés. Notons de plus que la méthode développée pour l’analyse d’un signal monodi-
mensionnel (la puissance active) peut être généralisée à l’analyse d’un signal multidimensionnel
(les puissances actives et réactives harmoniques du courant) afin d’en améliorer les performances.
Même si la méthode développée dans le cadre de ce travail se limite à l’heure actuelle à l’identifica-
tion d’un nombre restreint d’usages en exploitant la seule puissance active, le principe sous-jacent
est général. La méthode peut donc être étendue à un cadre plus opérationnel où l’on cherche à
identifier un grand nombre d’usages possibles en utilisant toutes les puissances des harmoniques du
courant.
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2.4 Description de la puissance active par ajustement de modèle
paramétrique

Nous avons identifié l’évolution de la puissance active en régime transitoire comme une gran-
deur pertinente pour l’identification des classes d’usages de la base de données SISED. Il reste donc
à définir la manière dont nous allons utiliser cette caractéristique pour procéder à l’identification au-
tomatique des transitoires.

Une des difficultés liée à l’exploitation de cette puissance active est que l’on doit considérer
non pas une grandeur scalaire, mais un signal temporel évoluant dans le temps. En conséquent, les
méthodes d’apprentissage statistique standards utilisées pour la classification de grandeurs scalaires
ou vectorielles (comme les puissances harmoniques en régime permanent par exemple) ne sont pas
directement applicables à notre problème.

Le premier problème rencontré en vue d’un apprentissage permettant une classification des
usages est lié à la taille des signaux. Le nombre d’échantillons qui composent les signaux de puis-
sance active est trop grand pour être exploité efficacement. De plus, la durée de ces transitoires, et
donc le nombre d’échantillons, est fortement variable selon les usages. Il convient donc d’extraire
des caractéristiques pertinentes afin de synthétiser l’information utile contenue dans les profils tem-
porels de la puissance active.

La démarche retenue dans ce travail consiste, préalablement à la classification de chaque signal
temporel, à ajuster l’évolution de la puissance active à l’aide d’un modèle de régression paramé-
trique. En effet, l’ajustement des paramètres de ce modèle permet d’extraire une série de valeurs
scalaires caractérisant l’évolution temporelle du signal de manière très synthétique. Les valeurs
des paramètres ainsi inférées sont utilisées par la suite pour réaliser l’apprentissage statistique des
signaux transitoires de chaque usage de la base de données SISED.

2.5 Conclusions
Dans ce chapitre, nous avons procédé à une analyse générale des signaux de la base de données

SISED. Nous avons identifié l’évolution de la puissance active comme une caractéristique promet-
teuse pour la classification des signaux transitoires. Cependant, cette courbe de puissance retenue
est une donnée trop volumineuse et présentant trop de redondances pour être exploitée directement
comme entrée d’un algorithme de classification. Dans ce cas, l’information portée par l’évolution
temporelle de la puissance active peut être résumée l’aide d’un modèle paramétrique d’ajustement
de courbes. C’est cette démarche de classification reposant sur un modèle paramétrique de régres-
sion de la puissance active que nous choisissons d’utiliser. Le chapitre suivant est donc consacré à
l’élaboration de ce modèle.





CHAPITRE 3

Modèle de régression à transitions
régulières

Le chapitre précédent a souligné l’intérêt de disposer d’un modèle paramétrique afin de repré-
senter l’évolution temporelle de la puissance active des signaux transitoires de la base de données
SISED. Les valeurs des paramètres pourront en effet être exploitées afin de caractériser ces transi-
toires, et de discriminer les différents types d’usage. Dans ce chapitre, nous allons définir un modèle
de régression par morceaux à transitions régulières adapté à la modélisation de ces signaux. Notons
que le modèle proposé est très général et peut se transposer à d’autres applications. Nous l’expo-
sons donc dans ce chapitre en conservant un formalisme le plus général possible. L’évaluation des
performances du modèle est donc réalisée pour des problèmes standards de lissage de courbes. L’ap-
plication et la validation de ce modèle aux signaux de la base de données sera l’objet du chapitre 4.

3.1 Problématique de l’ajustement de courbes
L’ajustement de courbe est une thématique centrale en traitement du signal. La problématique

générale consiste à estimer une fonction qui représente au mieux un signal. Il existe plusieurs métho-
des pour construire une telle fonction. D’une part les approches paramétriques consistent à choisir
la fonction de régression au sein d’une famille de fonctions paramétrées par un vecteur de di-
mension finie. On citera, par exemple, les méthodes de régression polynomiale ou les méthodes
fondées sur des modèles autorégressifs. D’autre part les approches non-paramétriques consistent à
décomposer la fonction de régression sur une famille de fonctions de base. Un exemple de régres-
sion non-paramétrique largement utilisée dans la littérature est la régression par fonction splines
[Unser 1999].

Dans le cadre de cette thèse, nous nous concentrerons sur les approches paramétriques. Ces
dernières ont l’avantage de fournir directement des paramètres caractéristiques du signal regressé.
Or nous avons besoin explicitement de ces paramètres pour réaliser la classification de nos signaux.
Plus spécifiquement, nous nous sommes tournés vers les modèles de régression par morceaux.

3.1.1 Modèles de régression par morceaux
La régression par morceaux consiste à diviser le signal en segments temporels et à modéliser le

signal par une fonction de régression indépendante sur chaque segment. La fonction de régression
sur chaque segment est généralement linéaire par rapport aux paramètres. Ce type de modélisa-
tion s’avère utile dans de nombreux cas d’application et a fait l’objet de nombreuses publications
[Basseville 1993, Gustafsson 2000]. L’utilisation de régression par morceaux est particulièrement
pertinente dans le cas où le signal observé présente des changements de comportement abrupts entre
des zones où son comportement est quasi-stationnaire.

L’une des principales difficultés quant à l’usage de ce type de modèle est l’évaluation du nombre
de segments nécessaires à la représentation d’un signal donné. L’estimation de cette grandeur résulte
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nécessairement d’un compromis entre la précision du modèle et le nombre de paramètres. En effet,
augmenter le nombre de segments conduit inévitablement à une diminution de l’erreur entre le
signal observé et le modèle. En contrepartie, le nombre de paramètres du modèle croît avec le
nombre de segments.

Il existe plusieurs outils dans la littérature scientifique permettant la résolution de ce type de
compromis. Les plus connus sont les critères d’Akaike [Akaike 1974] et de Schwarz [Schwarz 1978].
La prise en compte de ces critères permet de réaliser un compromis entre la minimisation de l’er-
reur quadratique moyenne entre le signal et son modèle d’une part et la minimisation du nombre
de paramètres du modèle d’autre part. La différence entre les deux critères repose sur l’importance
relative donnée à chaque terme. Notons également la méthode proposée dans [Lavielle 2001], où
l’auteur propose de régler automatiquement le paramètre qui règle ce compromis, en le fixant à la
valeur donnant une solution la plus stable possible.

Une alternative intéressante à ce type de critère est l’utilisation de méthodes d’estimation bayé-
sienne [Robert 2006, Wasserman 2000]. Dans ce cadre, le nombre de segments est estimé exacte-
ment comme n’importe quel paramètre du modèle. A ce titre, une densité de probabilité a priori lui
est attribué. C’est cette densité a priori , ainsi que celles attribuées aux autres paramètres du modèle
qui vont conjointement régir le compromis entre l’erreur de modélisation et la taille du modèle. Ce
type de méthode a déjà été utilisée avec de bons résultats dans [Andrieu 1999], et en particulier pour
les modèles de régression par morceaux dans [Punskaya 2002].

Les signaux que nous souhaitons modéliser comportent de vastes portions ou le signal est sta-
tionnaire. L’utilisation d’un modèle de régression par morceaux où la fonction de régression sur
chaque morceau est simplement constante est un bon point de départ. Cependant, nous souhaitons
également modéliser la forme des variations d’un régime à l’autre, ces variations étant caractéris-
tiques à chaque classe de signal. Les modèles de régression par morceaux dans leur forme la plus
simple ne permettent pas de modéliser ces transitions par autre chose qu’un changement abrupt.
Nous allons donc nous tourner vers un modèle qui étend les caractéristiques des modèles de régres-
sion par morceaux.

3.1.2 Modèles de régression à transitions régulières

L’idée sous-jacente aux modèles de régression à transitions régulières est, au sein d’un modèle
par morceaux, de modéliser les transitions d’un segment à l’autre par une fonction paramétrique
plutôt que par une transition abrupte. Ce type de modèle est bien connu en économétrie dans le cas
particulier du modèle auto-régressif par morceaux appelé STAR (« Smooth Transition Autoregres-
sive » ) [Lubrano 2000, van Dijk 2002]. Soient m1(t) et m2(t) deux modèles auto-régressifs. Soit
π(t) une fonction de transition croissante de 0 à 1 qui modélise la transition d’un régime au régime
suivant. Alors on peut exprimer m(t) le modèle autorégressif à transition régulière par :

m(t) = m1(t)(1− π(t)) +m2(t)π(t). (3.1)

Cette expression représente un modèle à deux segments. On peut noter que si l’on remplace π(t)

par une fonction échelon, on se ramène à un modèle auto-régressif par morceaux.
La généralisation de cette expression à un modèle doté d’un nombre quelconque de segments

n’est pas évidente. D’une part, obtenir une expression similaire à (3.1) pour un nombre plus élevé
de segments n’est pas immédiat. D’autre part, comme pour les modèles de régression par morceaux,
à partir du moment ou le nombre de segments n’est pas fixé, un compromis entre l’erreur de modé-
lisation et le nombre de paramètres du modèle doit être pris en compte. Dans la littérature économé-
trique, plusieurs possibilités sont proposées. Dans [van Dijk 2002], les auteurs proposent d’étendre
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le modèle (3.1) à un nombre quelconque de segments en imbriquant des modèles à deux segments.
Plus précisément, on remplacem1(t) etm2(t) dans l’équation (3.1) par des modèles auto-régressifs
à transitions régulières, obtenant ainsi un modèle à quatre segments. On peut répéter l’imbrication
autant de fois que l’on souhaite pour atteindre un nombre de segments donné. Pour décider de la
taille du modèle, les auteurs proposent, à chaque étape de l’imbrication, de décider si le nouveau
niveau de modélisation est nécessaire par un test d’hypothèses (voir aussi [Lundbergh 2003]). Une
procédure similaire de sélection de modèle est proposée dans [Medeiros 2005], à la différence que
le modèle est formulé comme la sortie d’un réseau de neurones dont le nombre d’unités cachées
détermine le nombre de segments du modèle. Enfin, dans [Maringer 2008], plusieurs procédures
d’estimation (en particulier les méthodes de recuit simulé [Kirkpatrick 1983] ou d’évolution diffé-
rentielle [Storn 1995]) sont proposées pour ce problème.

3.2 Formulation générale du modèle
Le signal observé est noté x(t). On modélise ce signal par la somme de m(t), la fonction de

régression d’un modèle à transitions régulières, et d’un signal de bruit ε(t) :

x(t) = m(t) + ε(t). (3.2)

Soit K le nombre de points de rupture du modèle. On note τ = [τ1, τ2, . . . , τK ] la séquence des
K points de rupture entre les segments. Par convention, [τ0, τK+1] désigne la fenêtre temporelle
sur laquelle le signal x(t) est observé, et L ≡ τK+1 − τ0 correspond à la longueur du domaine
d’observation. On suppose que la configuration τ est ordonnée telle que τ0 < τ1 < τ2 < · · · <
τK < τK+1.

A chaque point de rupture τk est maintenant associée une fonction de transition πηk(t), para-
métrée par le vecteur ηk. Par convention, on associe également πη0

(t) et πηK+1
(t) à τ0 et τK+1

respectivement, tels que πη0
(t) = πηK+1

(t) = H(t) où H(t) est la fonction échelon de Heaviside.
Pour tout k = 1, . . . ,K + 1, on définit mk(t) le modèle de régression du signal sur le segment

[τk−1, τk]. Nous appellerons par la suite les modèles mk(t) "sous-modèles", dans le sens où ils
constituent les parties d’un modèle plus généralm(t). La fonctionm(t) s’exprime alors en un point
quelconque t ∈ [τ0, τK+1] par :

m(t) =

K+1∑
k=1

pk(t)mk(t), (3.3)

où pk(t) est le poids associé au modèle mk(t) à l’instant t :

pk(t) = πηk−1
(t− τk−1)− πηk(t− τk) ∀k = 1, . . . ,K + 1. (3.4)

Le modèle à transitions régulières m(t) se présente donc comme une somme pondérée des sous-
modèles, dont les poids sont pilotés par les fonctions de transitions.

3.2.1 Sous-modèles

Les sous-modèles déterminent le comportement de la fonction de régression sur chaque seg-
ment. Choisir un sous-modèle plutôt qu’un autre est essentiellement fonction de l’application visée.
Par exemple, si le modèle décrit le comportement d’un système, alors chaque segment correspond
à un régime établi du système, et chaque transition correspond à un changement de contraintes ou
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de stimuli extérieur. Le sous-modèles doivent dans ce cas décrire le fonctionnement du système en
régime permanent.

Dans cette thèse, nous supposons simplement que les sous-modèles s’expriment linéairement
en fonction de leurs paramètres. En conséquence, on écrira :

mk(t) =

Qk∑
q=0

β
(q)
k ζ(q)(t) ∀k = 1, . . . ,K + 1, (3.5)

où Qk est l’ordre du sous-modèle associé à [τk−1, τk], β(q)
k est le coefficient de régression d’ordre

q du modèle k et ζ(q)(t) sont les variables explicatives du modèle.
Cette classe de sous-modèles regroupe une large partie des modèles de régression existants

dans la littérature, on citera en particulier les modèles polynomiaux d’une part (ζ(q)(t) = tq) et les
modèles auto-régressifs d’autre part (ζ(q)(t) = x(t−q)). Éventuellement des variables explicatives
externes peuvent venir s’ajouter à la base de régression des sous-modèles. Même si le cadre de notre
modèle de régression est très général, nous nous concentrons plus particulièrement dans la suite de
ce mémoire à l’étude des sous-modèles polynomiaux.

3.2.2 Fonctions de transition
Comme pour les sous-modèles, de nombreux choix sont possibles en fonction de l’application

voulue. De nombreuses familles de fonctions paramétriques peuvent définir les fonctions de tran-
sition. La seule réelle contrainte est de choisir des fonctions strictement croissantes entre 0 et 1 de
sorte que les fonction pk(t) définissent bien des poids associés aux sous-modèles.

Dans un premier temps, on peut remarquer que si l’on associe des fonctions de transition
abruptes à chaque point de rupture πηk(t) = H(t) ∀k = 1, . . . ,K + 1, alors les poids associés à
chaque modèle deviennent les fonctions indicatrices de chaque segment :

pk(t) =

{
1 si t ∈ [τk−1, τk],

0 sinon.
= I[τk−1,τk](t) (3.6)

Le modèle mk(t) revient alors à une fonction de régression par morceaux. Dans ce cas le vecteur
des paramètres des fonctions de transition ηk est l’ensemble vide.

Le choix le plus couramment fait dans la littérature scientifique pour définir des fonctions de
transition est la fonction sigmoïde :

πηk(t) =
1

1 + exp ( t
λk

)
. (3.7)

Auquel cas, le vecteur des paramètres ηk ne contient qu’un paramètre d’échelle ηk = {λk}. Cepen-
dant la méthodologie proposée ici peut s’appliquer à bien d’autres types de fonctions de transition.
On peut même imaginer disposer de plusieurs familles de fonction différentes (sigmoïde, expo-
nentielle, échelon) et laisser le modèle ajuster la bonne famille de fonction à chaque transition par
l’intermédiaire d’une « étiquette ». Par exemple, si fθ et gθ définissent deux familles de fonction
paramétrées par θ et le paramètre e ∈ {1, 2} est une « étiquette », alors une famille de fonctions de
transition peut être définie par :

πηk(t) =

{
fθk si ek = 1,

gθk si ek = 2,
(3.8)
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avec ηk = θk
⋃
ek.

Le choix de la fonction de transition est finalement entièrement dépendant de l’application visée.
Pour un modèle de lissage, un choix classique de fonction de transition sigmoïde est parfaitement
approprié. Le modèle de régression résultant offre un bon compromis entre régularité de la fonc-
tion de régression et capacité à s’ajuster aux observations même si le signal observé présente des
points singuliers. Dans le cas où la fonction de régression modélise un processus physique sous-
jacent, un soin tout particulier doit être accordé au choix de la fonction de transition. Par exemple,
pour l’analyse de signaux transitoires électriques, des fonctions de transition exponentielles peuvent
modéliser la décroissance du courant dans un condensateur.

3.2.3 Contrainte de convexité sur les poids des sous-modèles
Nous avons exprimé notre modèle comme une somme pondérée des sous-modèles dont les poids

évoluent avec le temps. Il est important que le modèle global m(t) soit une combinaison convexe
des sous-modèles. C’est-à-dire que les poids pk(t) vérifient la contrainte de convexité suivante :{∑K+1

k=1 pk(t) = 1,

pk(t) > 0 ∀k = 1, . . . ,K + 1.
∀t ∈ [τ0, τK+1] (3.9)

Cette contrainte n’est pas complètement indispensable, cependant elle améliore l’interprétabilité du
modèle global m(t). Attribuer un poids négatif à un sous-modèle peut ne pas avoir de sens pour
certaines applications.

Étant donnée la manière dont nous avons construit les poids pk(t), la contrainte de convexité
(3.9) se traduit par la contrainte suivante sur les fonctions de transitions :{∑K+1

k=1 πηk−1
(t− τk−1)− πηk(t− τk) = 1,

πηk−1
(t− τk−1)− πηk(t− τk) > 0 ∀k = 1, . . . ,K + 1.

(3.10)

La première partie de la contrainte est nécessairement vérifiée puisque on montre facilement que

K+1∑
k=1

πηk−1
(t− τk−1)− πηk(t− τk) = πη0

(t− τ0)− πηK+1
(t− τK+1)

par simplifications de proche en proche des termes de la somme sur k. Or, par convention

πη0(t− τ0)− πηK+1
(t− τK+1) = H(t− τ0)−H(t− τK+1) = 1 ∀t ∈ [τ0, τK+1]

La deuxième partie de la contrainte se traduit par contre par une contrainte sur les fonctions de
transition :

πηk−1
(t− τk−1) > πηk(t− τk), ∀t ∈ [τ0, τK+1], ∀k = 1, . . . ,K + 1. (3.11)

Cette contrainte n’étant pas automatiquement respectée, nous devrons en tenir compte par la suite.

3.2.4 Exemple simulé
Nous allons montrer sur un exemple le comportement de ce modèle pour un jeu arbitraire de

paramètres. Pour cet exemple, nous prendrons des fonctions de transition sigmoïdales et des sous-
modèles polynomiaux. On fixe a priori le nombre de ruptures K = 2. On choisit une fenêtre
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d’observation unitaire (τ0 = 0 et τK+1 = 1) et on choisit les points de rupture suivants : τ1 = 0.1,
τ2 = 0.5. Les paramètres d’échelle de chaque fonction de transition valent respectivement λ1 =

0.02 et λ2 = 0.05. La figure 3.1(a) présente les fonctions de transition πk(t) ainsi définies. La figure
3.1(b) présente les poids pk(t) calculé à partir de ces fonction de transitions selon l’équation (3.4).

On définit les sous-modèles polynomiaux suivants ;

m1(t) = 1,

m2(t) = 2 + 5t− 8t2,

m3(t) = −2 + 2t+ t2,

Ceci correspond aux valeurs suivantes des paramètres : Q1 = 0, β
(0)
1 = 1, Q2 = 2, β

(0)
2 =

2, β
(1)
2 = 5, β

(3)
2 = −8 et enfin Q3 = 2, β

(0)
3 = −2, β

(1)
3 = 2, β

(3)
3 = 1. Ces sous-modèles

sont représenté sur la figure 3.1(c). Sur cette même figure, est représenté le modèle à transitions
régulières m(t) résultant des fonctions de transitions et des sous-modèles précédemment définis.

3.3 Propriétés du modèle

3.3.1 Régularité de la fonction de régression
Il est intéressant, en particulier pour les applications de ce modèle en lissage de courbe, d’étudier

la régularité de la fonction de régression. Cette régularité dépend entièrement de la régularité des
sous-modèles et des fonctions de transitions.

Proposition 3.3.1. Pour tout n ∈ N, si mk ∈ Cn(R) pour tout segment k = 1, . . . ,K + 1 et
πηl ∈ Cn(R) pour toute transition l = 1, . . . ,K alors

m ∈ Cn(R),

où Cn(R) est l’espace fonctionnel des fonctions de R → R, continues, dérivables n fois et dont la
k-ième dérivée est continue pour tout 1 ≤ k ≤ n.

Démonstration. Cette propriété du modèle m découle directement du fait que d’une part Ck(R)

est un espace vectoriel et d’autre part m est une combinaison linéaire des mk et des πηk via les
équations (3.3) et (3.4). �

Un corollaire immédiat est que lorsque les sous modèles sont polynomiaux (mk ∈ C∞(R)) et les
fonction de transitions sont sigmoïdales (πηk ∈ C∞(R)) alors la fonction de régression résultante
m est C∞(R). Notons de plus, que même si la fonction de régression est C∞(R), sa dérivée peut
atteindre une valeur arbitrairement grande au niveau des transitions si le paramètre d’échelle λ de
la fonction sigmoïde (3.7) tend vers l’infini.

Cette capacité à produire des modèles à la fois très réguliers (C∞(R) par exemple) et de pou-
voir s’ajuster à des données variant localement de façon très abrupte est une caractéristique très
intéressante pour les applications de lissage de courbes. Au regard de cette propriété, les modèles à
transitions régulières se comparent avantageusement à d’autres méthodes de régression classiques.
Les fonctions splines par exemple produisent des fonctions de régression régulières mais néces-
sitent d’accumuler plusieurs nœuds en un même point pour produire des discontinuités. A l’inverse,
les fonctions de régression par morceaux peuvent s’ajuster aux discontinuités présentes dans les
données. Elles sont cependant seulement régulières par morceaux ce qui n’est pas optimal dans un
contexte de lissage.

Les modèles à transitions régulières offrent donc une alternative à ces méthodes du point de vue
du compromis régularité/adaptabilité.
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FIGURE 3.1: Exemple simulé
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3.3.2 Formulation matricielle du modèle
Jusqu’ici nous avons raisonné sur des grandeurs continues. Dans la pratique, seuls n échan-

tillons du signal observé x(t) sont disponibles. On notera le vecteur de ces échantillons x =

[x(t1), . . . , x(tn)]T , où t = [t1, . . . , tn]T est le vecteur des instants d’échantillonnage, avec par
convention t1 ≡ τ0 et tn ≡ τK+1. Soit ε = [ε(t1), . . . , ε(tn)]T le vecteur des échantillons du bruit
résiduel.

On définit par βk = [β
(0)
k , . . . , β

(Qk)
k ]T le vecteur des paramètres de régression du sous-modèle

k. On désigne par β = [β1, . . . , βK+1] la concaténation des vecteurs βk associés à chacun des
sous-modèles. On adoptera également les notations suivantes :

– le vecteur τ = [τ1, . . . , τK ]T correspond aux vecteur de localisation des points de ruptures
entre les segments,

– le vecteur η = [η1, . . . , ηK ]T est le vecteur des paramètres des fonctions de transition,
– le vecteur Q = [Q1, . . . , QK+1]T est le vecteur des ordres de chacun des sous-modèles.
Le vecteur du signal observé peut alors s’écrire :

x = Z (τ ,η,Q )β + ε, (3.12)

où Z (τ ,η,Q ) est une matrice construite à partir des variables explicatives ζ(q)(t) et des poids des
sous-modèles pk(t) aux instants d’échantillonnage, qui dépend donc des paramètres τ ,η et Q :

Z (τ ,η,Q ) =

p1(t1)ζ(0)(t1) . . . p1(t1)ζ(Q1)(t1) . . . pK+1(t1)ζ(0)(t1) . . . pK+1(t1)ζ(Qk)(t1)
...

...
...

...
p1(tn)ζ(0)(tn) . . . p1(tn)ζ(Q1)(tn) . . . pK+1(tn)ζ(0)(tn) . . . pK+1(tn)ζ(Qk)(tn)

 .
(3.13)

L’équation (3.12) nous permet de souligner la dépendance linéaire existante entre les paramètres
de régression des sous-modèles β(q)

k et le modèle à transitions régulières m(t). En effet le modèle
m(t) est une combinaison linéaire des sous-modèles (3.3) et les sous-modèles sont, par hypothèse,
linéaires par rapport à leur paramètres β(q)

k , voir (3.5).

3.3.3 Fonction de vraisemblance du modèle
Muni de l’expression matricielle (3.12), il est facile d’exprimer la vraisemblance du modèle

pour un jeu de paramètres donné. On supposera que le bruit résiduel ε est un bruit blanc gaussien
centré de variance σ2. Alors la vraisemblance du modèle est :

L(x|θ) =
1

(2πσ2)
n
2
e−

1
2σ2 ‖x−Z(τ ,η,Q )β‖2 , (3.14)

où θ = {τ ,η,β,K, σ2,Q} est le vecteur de l’ensemble des paramètres du modèle.

3.4 Modélisation bayésienne hiérarchique
Dans la partie précédente, nous avons défini un modèle de régression à transitions régulières. Ce

modèle est caractérisé par un ensemble de paramètres θ. Le problème posé est donc l’estimation de
ces paramètres à partir d’un signal observé x donné. Comme nous l’avons évoqué dans le premier
paragraphe 3.1 de ce chapitre, il existe une difficulté principale à l’estimation de ce type de modèle
par morceaux : le nombre de paramètres du modèle dépend du nombre de segments. Ainsi, à moins
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que le nombre de segments soit fixé a priori , nous sommes confrontés à un problème d’estimation et
de sélection de modèle conjoints. En outre, si l’ordre des sous-modèles n’est pas connu, le problème
de sélection de modèle est double : estimer le nombre de ruptures du modèle K et estimer l’ordre
de chacun des sous-modèles.

Dans le cadre de cette thèse, nous proposons une méthode d’estimation bayésienne pour l’esti-
mation du modèle. Suivant [Andrieu 1999, Punskaya 2002], une méthode bayésienne permet conjoin-
tement d’estimer les paramètres du modèle et de sélectionner la taille adéquate du modèle. L’avan-
tage de cette méthode et qu’elle permet d’éviter la recherche exhaustive de la valeur des paramètres
et du nombre de ruptures dans un espace de très grande dimension.

Dans ce cadre, on associe à chacun des paramètres du modèle, y compris le paramètre détermi-
nant le nombre de ruptures K et l’ordre des sous-modèles Q, une densité de probabilité a priori
traduisant le degré de croyance que nous attribuons à chaque valeur du paramètre. L’ensemble de
ses densités a priori va conjointement réaliser un compromis entre la minimisation de la taille du
modèle (qui dépend du nombre de ruptures Ket des ordres des sous-modèles Q) et la maximisation
de la vraisemblance du modèle.

Dans cette partie, nous décrivons le cadre bayésien utilisé pour estimer les paramètres du modèle
à transitions régulières.

L’estimation bayésienne repose sur l’expression de la densité de probabilité a posteriori des pa-
ramètres du modèle θ. La densité a posteriori contient toute l’information nécessaire pour procéder
à l’estimation de θ. On exprime cette densité a posteriori par l’intermédiaire de la loi de Bayes :

p(θ|x) =
L(x|θ)p(θ)∫
L(x|θ)p(θ)dθ

, (3.15)

où L(x|θ) est la vraisemblance du modèle, définie par (3.14), p(θ) est la densité a priori de θ et
p(x) ≡

∫
L(x|θ)p(θ)dθ est un coefficient de normalisation, parfois appelée vraisemblance margi-

nale. Pour exprimer la densité a posteriori des paramètres, il faut donc spécifier la forme de leur
densité a priori .

3.4.1 Densité de probabilité a priori des paramètres
Nous supposerons la plupart des paramètres indépendants a priori . Plus précisément, la densité

a priori des paramètres s’exprime comme :

p(θ) = p(K, τ )p(β, σ2)

K∏
k

p(ηk)

K+1∏
k

p(Qk). (3.16)

Ceci signifie que les positions τ et le nombre de ruptures K ne sont pas a priori indépendants. De
même pour les coefficients de régression des sous-modèles β et la variance du bruit σ2.

Les choix de chacun des termes de la densité a priori sont détaillés ci-dessous. Notons que,
autant que possible, les densités a priori sont choisies parmi les familles de lois conjuguées par
rapport à la vraisemblance.

Densité a priori du nombre de ruptures et de leur positions

Nous choisissons de modéliser la position des ruptures par un processus ponctuel de Poisson
[Daley 2002] homogène. Il faut noter que τ a été définie comme une configuration ordonnée. Ici il
s’agit bien sûr de la configuration non ordonnée (c-à-d indépendante de l’ordre entre les positions τi)
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qui est modélisée par un processus ponctuel. Par abus de notation, nous noterons également τ cette
configuration dans l’expression des densités. Par conséquent, le nombre de ruptures K suit une loi
de Poisson, et la densité a priori jointe peut s’exprimer pour tout K ∈ N et τ1, . . . , τK ∈ [τ0, τK+1]

comme :

p(τ ,K|µK) =
(µK
L

)K e−µK

K!
, (3.17)

où le paramètre µK correspond au nombre moyen de ruptures, alors que L ≡ τK+1 − τ0 désigne la
longueur du signal. En marginalisant par rapport aux positions τ , on remarque en effet que :

p(K|µK) =

∫ τK+1

τ0

. . .

∫ τK+1

τ0

(µK
L

)K e−µK

K!
dτ1 . . . dτK =

(µK
L

)K e−µK

K!
LK ,

=
µKKe

−µK

K!
,

i.e. que K est distribué a priori selon une loi de Poisson de moyenne µK . De plus, on retrouve
directement l’expression des densités a priori des positions τ conditionnellement au nombre de
ruptures :

p(τ |K) =
p(τ ,K|µK)

p(K|µK)
=

1

LK
, (3.18)

pour tout τ1, . . . , τK ∈ [τ0, τK+1]. Ces densités conditionnelles témoignent des propriétés des pro-
cessus de Poisson homogènes : conditionnellement à leur nombre, les positions des ruptures sont
indépendantes et distribuées uniformément.

Une alternative possible à ce choix de densité a priori est de choisir une loi binomiale pour mo-
déliser le nombre de ruptures K, comme dans [Punskaya 2002, Dobigeon 2007a], pour les modèles
de régression par morceaux :

p(K) = pK(1− p)n−K , K ∈ {0, . . . , n}. (3.19)

En effet, dans le cas de la régression par morceaux, le modèle de régression aux instants observés
t n’est pas modifié lorsque la position d’une rupture évolue entre deux instants voisins de t. Par
conséquent, on modélise classiquement la position des ruptures en introduisant une séquence de va-
riables de Bernoulli, associées aux instants observés t, qui prennent la valeur 1 avec une probabilité
p lorsque une rupture est présente à l’instant d’échantillonnage. Le nombre de ruptures suit alors la
loi binomiale3.19. Dans le cas du modèle à transitions régulières, modifier la position d’une fonc-
tion de transition, même seulement entre deux instants voisins de t, modifie la valeur de la fonction
de régression aux instants t suffisamment proches de la transition. Ce phénomène est particulière-
ment présent lorsque la fonction de transition est relativement abrupte. En effet, la dérivée de la
fonction est alors particulièrement élevée et toute modification, même minime, de la position de la
transition entraîne un changement important des valeurs de la fonction de transition aux instants
d’échantillonnages proches. Les paramètres τk doivent donc bien être définis de manière continue
sur [τ0, τK+1].

C’est ce fait qui nous a conduit à choisir la loi de Poisson plutôt qu’une loi binomiale pour mo-
déliser le nombre de ruptures. La loi binomiale découle naturellement de l’hypothèse selon laquelle
la position des ruptures est déterminée par un processus de Bernoulli, donc discret. On peut, en
pratique, supposer que la loi du nombre de ruptures est binomiale tout en laissant la position des
ruptures évoluer de façon continue. Cependant, il est plus naturel de modéliser la position des rup-
tures comme un processus de Poisson, et donc la loi du nombre de ruptures par une loi de Poisson,
lorsque la position des ruptures évolue de façon continue.
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Densité a priori des ordres des sous-modèles

La loi a priori des ordres des sous-modèles Q est, comme pour le nombre de rupturesK, choisie
parmi la famille des lois de Poisson.

p(Qk|µQ) =
µQkQ e−µQ

Qk!
∀k = 1, . . . ,K + 1, (3.20)

où µQ est la valeur moyenne a priori de l’ordre des sous modèles. En fixant µQ à une valeur faible,
ce type de loi favorise alors les valeurs faibles des Qk et permet de générer des représentations
parcimonieuses du signal observé.

Densité a priori des paramètres des sous-modèles

Pour modéliser les paramètres des sous-modèles β et la variance du bruit σ2, nous choisissons
des familles de loi conjuguées par rapport à la vraisemblance du modèle. Ainsi, une loi a priori de
type g-prior [Zellner 1986] est choisie pour β, soit :

β|δ2, σ2, τ ,η,Q ∼ N
(
0, δ2σ2

[
Z (τ ,η,Q )

T
Z (τ ,η,Q )

]−1
)
, (3.21)

où δ2 ∈ R+ est un paramètre dont nous verrons par la suite qu’il est homogène à un rapport signal-
à-bruit.

Notons qu’un choix alternatif plus classique de distribution a priori consisterait à celui de la
régression ridge où

β|δ2, σ2 ∼ N
(
0, δ2σ2I∑K+1

k=1 Qk

)
,

où I∑K+1
k=1 Qk

est la matrice identité de rang
∑K+1
k=1 Qk. Ce choix qui correspond à effectuer une

régularisation au sens de Tikhonov [Tikhonov 1977] permettrait d’obtenir une estimation plus ro-
buste lorsque la matrice Z (τ ,η,Q ) est mal conditionnée. Cependant, par construction de la ma-
trice Z (τ ,η,Q ), ce cas de figure n’est pas critique dans notre modèle où la contrainte de convexité
(3.10) et la forme des fonctions de transition utilisées imposent que les colonnes de Z (τ ,η,Q ) ne
peuvent pas être liées. A l’inverse, le choix spécifique du g-prior (3.21) utilisé par la suite présente
plusieurs avantages pour notre modèle, exposés ci-après.

Proposition 3.4.1. La densité de probabilité (3.21) engendre un modèle (c-à-d la fonction de ré-
gression m(t)) dont la loi a posteriori est invariante par rapport à toute transformation linéaire de
la base de régression choisie pour les sous-modèles.

Démonstration. Nous avons besoin pour cette preuve de l’expression de la densité marginale a
posteriori que l’on obtiendra plus tard dans ce manuscrit (voir les équations (3.33) et (3.34)). On
admettra pour le moment que :

β|θ/{β},x ∼ N (µβ,Σβ), (3.22)

avec µβ = δ2

1+δ2 [ZTZ]−1ZTx, et Σβ = δ2

1+δ2 [ZTZ]−1.
Soit A une matrice carrée inversible définissant un changement de base. On note

Z ′(τ ,η,Q) = Z(τ ,η,Q)A, (3.23)
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la matrice de régression associée à cette nouvelle base. Alors la moyenne de β′ évaluée dans la
nouvelle base est :

µβ′ =
δ2

1 + δ2

[
Z ′TZ ′

]−1
Z ′Tx,

=
δ2

1 + δ2

[
ATZTZA

]−1
ATZTx,

=
δ2

1 + δ2
A−1

[
ZTZ

]−1
ZTx,

= A−1µβ, (3.24)

et la matrice de covariance de β′ est :

Σβ′ =
δ2

1 + δ2
(Z ′TZ ′)−1 =

δ2

1 + δ2
A−1(ZTZ)−1A−T ,

= A−1ΣβA
−T . (3.25)

Ces deux équations (3.24) et (3.25) montrent que la distribution a posteriori de Aβ′ et β sont des
lois normales dont les moyennes et matrices de covariance sont identiques. Ces distributions sont
donc identiques, et il en est de même pour la distribution de m′ = Z ′β′ et de m = Zβ, car
Z ′ = ZA. L’estimée de la fonction de régression est donc invariante par rapport à un changement
linéaire de la base de régression des sous-modèles. �

En particulier, si l’on choisit par exemple des sous-modèles polynomiaux, l’inférence réalisée
sera indépendante de la base utilisée pour la régression des polynômes (polynômes d’Hermite, de
Legendre, choix arbitraire de l’origine des temps, etc).

Proposition 3.4.2. Le paramètre δ2 associé au g-prior peut être interprété comme le rapport signal
à bruit a priori entre le modèle m(t) et le bruit résiduel ε(t), c-à-d que δ2 peut s’exprimer a priori
comme :

δ2 =
E
[
mTm

]
E [εT ε]

=
E
[
mTm

]
nσ2

, (3.26)

où m = Z (τ ,η,Q )β est le vecteur de la fonction de régression.

Démonstration. Cette propriété découle directement de l’expression du g-prior (3.21) :

E
[
mTm

]
= E

[
tr
(
mTm

)]
= E

[
tr
(
βTZTZβ

)]
= tr

(
ZTZE

[
ββT

])
= tr

(
ZTZσ2δ2(ZTZ)−1

)
= tr

(
σ2δ2In

)
= nσ2δ2.

�

Densité a priori de la variance du bruit

Pour la variance du bruit résiduel, nous choisissons une loi vague non-informative de Jeffreys
[Jeffreys 1946] :

p(σ2) ∝ 1

σ2
IR+(σ2). (3.27)

Ce choix de loi est standard pour la variance d’une loi normale, et assure une invariance de la
distribution a posteriori par rapport à toute reparamétrisation du type s = g(σ2). Bien que la loi
soit impropre, la densité a posteriori qui en résulte sera dans notre modèle bien définie.
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Densité a priori des paramètres des fonctions de transition

La définition de la loi a priori des paramètres des fonctions de transition f(ηk) dépend bien
entendu de la forme choisie pour ces fonctions. Cependant quelque soit la famille des fonctions de
transition, il n’est pas possible de choisir une loi conjuguée pour ses paramètres par rapport à la
vraisemblance du modèle. En effet le modèle dépend des paramètres des fonctions de transition de
manière non-linéaire et non-standard via la matrice Z (τ ,η,Q ) dans (3.14).

Si les fonctions de transition sont choisies sigmoïdales, il faut définir une loi a priori sur les
paramètres d’échelle λk. Nous utilisons une loi a priori inverse-gamma telle que :

λk|(νk, ρk) ∼ IG(νk, ρk) ∀k = 1, . . . ,K, (3.28)

où νk ∈ R+ et ρk ∈ R+ sont respectivement le paramètre de forme et le paramètre d’échelle dans
la paramétrisation standard de la loi inverse-gamma.

3.4.2 Densité de probabilité a priori des hyperparamètres

Nous avons défini des lois a priori pour l’ensemble des paramètres du modèle. La forme de
ces lois a priori dépendent pour certaines d’autres paramètres. Nous appellerons les paramètres
de ces lois a priori « hyperparamètres » pour les différencier des paramètres du modèle θ. Le ré-
glage de ces hyperparamètres est important puisqu’ils influent sur les valeurs estimés finales des
paramètres. Il existe plusieurs stratégies permettant de fixer ces hyperparamètres. Dans un cadre
bayésien classique, ces paramètres sont fixés en fonction de connaissances a priori extérieures au
modèle. Lorsqu’on ne dispose pas de telle connaissances, il existe d’autres approches, comme les
approches bayésiennes empiriques [Carlin 1997], qui utilisent les données pour estimer les hyperpa-
ramètres. Dans la continuité de [Punskaya 2002, Dobigeon 2007a], nous utilisons ici une approche
bayésienne hiérarchique. Dans ce cadre, les hyperparamètres sont considérés comme des variables
aléatoires et sont estimés en fonction des données au sein d’un second niveau d’estimation bayé-
sienne. Cette approche a l’avantage de conférer une grande versatilité au modèle et de fournir une
estimation robuste des paramètres dans le sens où aucun réglage de ces paramètres n’est nécessaire
pour ajuster le modèle à un signal donné.

Les hyperparamètres que nous devons évaluer sont {µK , µQ, δ2, {νk, ρk}k=1,...,K}. Nous al-
lons fixer νk = 1 pour tout k ∈ [1,K]. Une raison pour laquelle nous fixons ces hyperparamètres
est qu’il n’est pas possible de choisir une loi conjuguée conjointement pour νk et ρk qui sont respec-
tivement les paramètres de forme et d’échelle classiques de la loi inverse-gamma. En fixant νk = 1,
il est possible de choisir une loi a priori conjuguée pour ρk. D’autre part nous fixons µQ = 2.

Nous notons φ le vecteur des hyperparamètres qui ne sont pas fixés de manière déterministe, c-
à-d φ = {µK , δ2, {ρk}k=1,...,K}. Ces paramètres sont supposés aléatoires avec une loi a priori
connue. Ces loi a priori sont choisies non-informatives ou au moins considérées suffisamment
vagues car nous ne disposons d’aucune information a priori sur les valeurs probables de ces hy-
perparamètres.

Pour µK nous choisissons une loi a priori impropre non informative de Jeffrey :

p(µK) ∝ 1
√
µK

IR+(µK). (3.29)

Pour δ2 une loi a priori conjuguée inverse-gamma est choisie :

δ2 ∼ IG(Ξ,∆). (3.30)
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k = 1, . . . ,K

FIGURE 3.2: Graphe des paramètres du modèle : paramètres (cercles bleus), hyperparamètres (car-
rés gris). Chaque arc correspond à une dépendance conditionnelle entre les deux variables. L’éti-
quette des arcs correspond à l’équation qui souligne cette dépendance.

Les paramètres Ξ et ∆ sont fixés de façon à ce que la loi soit suffisamment vague, Ξ = 1 et
∆ = 100.

Enfin pour les paramètres ρk une loi conjuguée gamma est définie :

ρk ∼ G(χ, ψ) ∀k = 1, . . . ,K. (3.31)

Là encore, χ et ψ sont choisis de manière à ce que la loi a priori soit vague, χ = 1 et ψ = 100.
Le schéma 3.2 résume les relations entre les différents paramètres et hyperparamètres de la

modélisation bayésienne. Les hyperparamètres fixés sont omis par souci de simplification. Les pa-
ramètres sont représentés dans des cercles bleus et les hyperparamètres sont représentés dans des
carrés gris. Chaque arc du graphe représente une dépendance conditionnelle entre les deux variables
connectées. La référence de l’équation soulignant cette dépendance est représentée sur l’arc.

Compromis nombre de ruptures / ordre des sous-modèles Nous avons choisi de fixer l’ordre
moyen des sous modèles à la valeur µQ = 2, mais de laisser le nombre moyen de ruptures µK
variable. Ces deux lois a priori permettent de gérer le compromis qui existe entre le nombre de
ruptures K et les ordres de chacun des sous-modèles {Qk}k=1,...,K+1. L’intérêt de ce compromis
peut être mis en valeur eu égard à deux cas extrêmes dégénérés : Dans un cas, on peut représenter
le signal observé de manière exacte par des sous-modèles très simples Qk = 0 en multipliant le
nombre de ruptures K → n − 1 où n est le nombre de points observés. Dans l’autre cas, on ne
représente le signal qu’avec un seul segment K = 0 mais on augmente l’ordre du sous-modèle jus-
qu’à obtenir une erreur de modélisation arbitrairement petite. Évidemment aucune de ces situations
n’est souhaitée. Le choix des densités a priori permet de régler ce compromis. Dans cette thèse,
nous avons choisi de favoriser les sous-modèles d’ordre faible en fixant l’ordre moyen à une valeur
relativement faible µQ = 2 tout en pénalisant peu les grandes valeurs du nombre de ruptures K. Ce
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choix est pertinent en particulier pour des applications de lissage de courbes puisque les polynômes
d’ordre élevé présentent des inconvénients notables (phénomène de Runge). Pour d’autres applica-
tions, des choix différents de loi a priori sont tout à fait valables pour K et {Qk}k=1,...,K+1 afin de
régler ce compromis différemment.

3.4.3 Marginalisation de la densité conjointe a posteriori

La densité conjointe a posteriori des paramètres θ et des hyperparamètres φ du modèle bayésien
hiérarchique s’exprime à un facteur multiplicatif près comme :

p(θ, φ|x) ∝ L(x|θ)p(θ|φ)p(φ). (3.32)

Elle est composée du produit de la vraisemblance, des densités a priori des paramètres et des den-
sités a priori des hyperparamètres.

Pour simplifier l’estimation du modèle, nous marginalisons la densité conjointe (3.32) par rap-
port aux paramètres/hyperparamètres (θ, φ) pour lesquels cette opération est réalisable analytique-
ment. Ceci revient à considérer ces paramètres comme des paramètres de nuisance, et à s’en affran-
chir dans la distribution a posteriori marginalisée. Remarquons que le choix de densités a priori
conjuguées (tout au moins conditionnellement) s’avère crucial pour permettre l’expression analy-
tique de cette loi marginale dans notre problème d’estimation.

Intégration de µK

L’hyperparamètre µK n’intervient dans la densité a posteriori conjointe (3.32) que par l’inter-
médiaire de la densité a priori de K (3.17) et sa propre loi a priori (3.29). La marginalisation de
µK revient donc au calcul de la densité marginale a priori de K :

p(K) =

∫
p(K|µK)p(µK)dµK

=

∫
µ
K− 1

2

K e−µK

K!
IR+(µK)dµK

=
Γ(K + 1

2 )

K!
=

Γ(K + 1
2 )

Γ(K + 1)
,

pour toutK ≥ 0. Cette expression montre que la loi a priori deK est une loi impropre pour laquelle
les grandes valeurs de K ne sont que faiblement pénalisées. Finalement, après marginalisation par
rapport à l’hyperparamètre µK , la loi jointe a priori du nombre de ruptures et de leur positions
devient d’après l’expression précédente et l’expression (3.18)

p(τ ,K) = p(τ |K)p(K) =

(
1

L

)K Γ(K + 1
2 )

Γ(K + 1)
,

pour tout K ≥ 0 et pour tout τ1, . . . , τK ∈ [τ0, τK+1].

Intégration de {ρk}k=1,...,K−1

Pour tout k ∈ [1,K], l’hyperparamètre ρk n’intervient que via la loi a priori de λk (3.28) et
sa propre loi a priori (3.31) dans la densité a posteriori conjointe (3.32). La marginalisation de ρk
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revient au calcul de la densité marginale a priori de λk :

p(λk) =

∫
p(λk|νk, ρk)p(ρk)dρk

=
1

λνk+1
k Γ(νk)Γ(χ)ψχ

∫
ρk
νk+χ−1e

−ρk( 1
λk

+ 1
ψ )IR+(λk)dρk

=
Γ(νk + χ)

Γ(νk)Γ(χ)

ψνk+χ

χψ
λχ−1
k

(λk + ψ)νk+χ
IR+(λk).

Intégration de β et σ2

Les paramètres β et σ2 interviennent dans la loi a posteriori conjointe (3.32) via la vraisem-
blance (3.14) et leur loi a priori respective (3.21),(3.27). L’intégration de β et σ2 revient donc à :∫ ∫

L(x|θ)p(β|δ2, σ2, τ ,η,Q)p(σ2)dβdσ2

∝
∫ ∫

|ZTZ| 12 e−
1

2σ2 ‖x−Zβ‖
2

e−
1

2σ2δ2
βTZTZβ

(σ2)
n
2 +1(σ2δ2)

1
2

∑K+1
k=1 (Qk+1)

IR+(σ2)dβdσ2

∝
∫

e−
1

2σ2 (xTx−µβ
TΣβ

−1µβ)

(σ2)
n
2 +1(1 + δ2)

1
2

∑K+1
k=1 (Qk+1)

IR+(σ2)dσ2

∝ (δ2 + 1)−
1
2

∑K+1
k=1 (Qk+1)(

xTx− µβTΣβ
−1µβ

)n
2
,

où µβ et Σβ sont les paramètres de la distribution a posteriori conditionnelle de β qui est une loi
normale de moyenne µβ et de matrice de covariance Σβ tels que :

µβ =
δ2

1 + δ2

[
ZTZ

]−1
ZTx, (3.33)

Σβ =
δ2

1 + δ2
(ZTZ)−1. (3.34)

Finalement des expressions obtenues précédemment découle la densité marginale a posteriori
suivante :

p(τ ,η,Q, δ2|x) ∝ p(K, τ )

(
K+1∏
k=1

p(Qk)

)(
K∏
k=1

p(λk)

)
(δ2 + 1)−

1
2

∑K+1
k=1 (Qk+1)(

xTx− µβTΣβ
−1µβ

)n
2
p(δ2)

(3.35)

A ce stade, il n’est plus possible ni de marginaliser les paramètres et hyperparamètres restants
(τ ,η,Q, δ2), ni d’obtenir analytiquement l’expression de leurs estimateurs bayésiens classiques.
En effet, leur influence sur la densité marginale a posteriori (3.35) s’avère non standard et trop
complexe.

De manière très classique, nous proposons donc l’utilisation d’un algorithme d’échantillonnage
MCMC (« Markov-Chain Monte-Carlo » ) pour obtenir la distribution empirique de la densité
marginale a posteriori (3.35).
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3.5 Estimation par méthode MCMC à sauts réversibles
Les méthodes d’échantillonnage MCMC [Robert 2004] sont un moyen standard d’obtenir des

échantillons asymptotiquement distribués selon une loi de probabilité, connue seulement à une
constante multiplicative près, comme c’est le cas pour la densité marginale a posteriori de notre mo-
dèle (3.35). La particularité de notre modèle est que le vecteur des paramètres de la loi (τ ,η,Q, δ2)

possède une dimension variable. Pour un nombre de transitions K ∈ N? fixé, on a

(δ2, τ ,η,Q) ∈ R+ × Rk−1 ×Υk−1 × Rk, (3.36)

où Υ est l’espace de définition des paramètres de la fonction de transition ηk (par exemple Υ = R+

pour la fonction sigmoïde paramétrée par un paramètre d’échelle λk). Dans le cas général où K
n’est pas fixé, l’espace de définition de ce vecteur de paramètres E est la réunion de tous les espaces
précédents :

E = R+ ×
⋃
k∈N?

(
Rk−1 ×Υk−1 × Rk

)
. (3.37)

La méthodologie proposée dans [Green 1995] permet de développer des algorithmes MCMC
spécifiquement conçus pour échantillonner ce type d’espace trans-dimensionnel, appelés algorithmes
MCMC à sauts réversibles (« Reversible-Jump Markov-Chain Monte-Carlo » , RJMCMC). Nous
avons choisi dans cette thèse de développer un algorithme de ce type. Il existe cependant d’autres
méthodes pour gérer ce type de problèmes.

Citons par exemple les travaux de [Fearnhead 2005] qui proposent une méthode d’échantillon-
nage « parfait » (« Perfect Sampling » , c’est-à-dire que l’échantillonnage est réalisé directement
selon la loi cible) pour simuler la densité a posteriori d’un modèle de régression par morceaux.
Malheureusement ces travaux semblent difficilement généralisables au cas des modèles à transi-
tions régulières car ils nécessitent une hypothèse d’indépendance entre les fonctions de régression
sur chaque segment, ce qui n’est pas le cas du modèle à transitions régulières.

Une autre méthode, alternative aux algorithmes RJMCMC, est l’utilisation du modèle Bernoulli-
Gaussien [Lavielle 1998, Dobigeon 2007a, Dobigeon 2007b]. Dans ce cas, un vecteur de variables
indicatrices binaires de la même taille que le signal observé est défini, chaque variable prenant
la valeur 1 si une transition est présente à l’instant correspondant, la valeur 0 sinon. L’avantage
considérable de cette approche est que la dimension de l’espace à échantillonner est alors fixée : on
inclut en fait l’espace original E de dimension variable dans un espace plus grand mais de dimension
fixe. On peut alors appliquer des méthodes MCMC classiques et simples à mettre en œuvre, tel
que l’algorithme de Gibbs [Gelfand 1990], pour échantillonner la loi voulue. Nous avions dans un
premier temps évalué les performances de cette méthode pour le modèle. Elle présente cependant
plusieurs inconvénients :

– D’une part, il faut alors ajouter, non pas une variable indicatrice par échantillon du signal
x comme pour les modèles de régression par morceaux, mais une variable indicatrice par
échantillon et par paramètre de la fonction de transition. De plus la position des transitions
évoluant de manière continue et non discrète, il nous faut encore ajouter une variable par
échantillon pour modéliser la position d’une transition entre deux instants d’échantillonnage.
Le nombre de variables additionnelles est donc considérable, ce qui conduit à un algorithme
d’échantillonnage particulièrement couteux d’un point de vue calculatoire.

– D’autre part, nous nous sommes heurtés à des problèmes majeurs de mélange de l’algo-
rithme, c’est-à-dire des difficultés à explorer certaines zones de l’espace échantillonné. La
raison majeure est que l’algorithme de Gibbs ne propose que des changements élémentaires
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du vecteur de paramètre pour explorer l’espace, ce qui s’avère insuffisant pour explorer les
modes de notre modèle à transitions régulières. Notons que des méthodes, développées afin
de s’affranchir de ce problème, on été récemment publiées [Kail 2012].

3.5.1 Vue d’ensemble de l’algorithme RJMCMC

L’algorithme RJMCMC développé pour l’estimation de nos signaux consiste en une boucle
principale répétée un nombre d’itérations Niter donné. On définit (τ (i),η(i),Q(i), δ2(i)

) la valeur
des paramètres à l’itération i. A chaque itération un mouvement, c’est-à-dire une perturbation de
la valeur courante des paramètres (τ (i),η(i),Q(i), δ2(i)

), est proposé. Les valeurs des paramètres
proposés lors du mouvement sont notés (τ̃ , η̃, Q̃, δ̃2). Ce mouvement est ensuite accepté ou re-
jeté selon une certaine probabilité qui dépend du modèle, du mouvement et des valeurs courante
et proposée des paramètres. En cas d’acceptation, la valeur proposée devient la valeur courante,
sinon la valeur courante est conservée pour la prochaine itération. Ci-dessous l’algorithme est
présenté sous forme de peudo-code. Les différents mouvements sont présentés individuellement
dans la suite de ce chapitre. Les probabilités p(i)

naiss, p
(i)
mort, p

(i)
divi, p

(i)
fusion et p(i)

maj sont respective-
ment les probabilités qu’un mouvement de naissance, de mort, de division, de fusion ou de mise à
jour des paramètres des fonctions de transition soit tenté à l’itération i. La valeur complémentaire
p

(i)
majQ = 1 − p(i)

naiss + p
(i)
mort + p

(i)
divi + p

(i)
fusion + p

(i)
maj est donc la probabilité qu’un mouvement de

mise à jour de l’ordre des sous-modèles soit tenté à l’itération i. Par la suite, nous considérerons
que ces probabilités sont toutes égales entre elles.

Initialisation : K(0) = 0, τ (0) = λ(0) = ∅, δ2(0)
= var(x), Q1 = 0 ;

for i = 1 : Niter do
Échantillonner u ∼ U[0 1] ;

if u < p
(i)
naiss then

Exécuter un mouvement de naissance d’une transition (voir 3.5.3);

else if u < p
(i)
naiss + p

(i)
mort then

Exécuter un mouvement de mort d’une transition (voir 3.5.3);

else if u < p
(i)
naiss + p

(i)
mort + p

(i)
divi then

Exécuter un mouvement de division d’une transition (voir 3.5.4);

else if u < p
(i)
naiss + p

(i)
mort + p

(i)
divi + p

(i)
fusion then

Exécuter un mouvement de fusion de deux transitions (voir 3.5.4);

else if u < p
(i)
naiss + p

(i)
mort + p

(i)
divi + p

(i)
fusion + p

(i)
maj then

Exécuter un mouvement de mise à jour d’une transition (voir 3.5.5);
else

Exécuter un mouvement de mise à jour de l’ordre d’un sous-modèle (voir 3.5.6);
end
Mettre à jour δ2 (voir 3.5.7) ;

end
Algorithme 1: Algorithme RJMCMC pour l’estimation des paramètres du modèle à transi-
tions régulières
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3.5.2 Expression générale du rapport de Green
Dans les travaux de Green [Green 1995], l’auteur définit une méthode pour construire la pro-

babilité qu’un mouvement soit accepté. L’auteur montre que cette méthode garantit la réversibilité
de la chaine ainsi générée se qui assure la convergence de la chaine vers la loi cible π(x). Pour
construire la probabilité d’acceptation de passer d’un état x à un état x̃, on définit dans un premier
temps deux variables auxiliaires, notées u et ũ telle que la transformation (x, u) → (x̃, ũ) soit un
difféomorphisme. Le rapport de Green s’exprime alors, pour chaque mouvement m du noyau de
proposition conformément à [Green 1995] :

rm =
π(x̃)pm(x̃)q̃m(ũ)

π(x)pm(x)qm(u)

∣∣∣∣∂(x̃, ũ)

∂(x, u)

∣∣∣∣ (3.38)

où π(x) est la loi cible, pm(x) est la probabilité de tenter le mouvement m depuis l’état x, qm(u)

est la loi instrumentale qui permet de générer la variable auxiliaire u et
∣∣∣∂(x̃,ũ)
∂(x,u)

∣∣∣ est le Jacobien
de la transformation (x, u) → (x̃, ũ). La probabilité que le mouvement m soit accepté est alors
min(1, rm). Notons que cette probabilité fait intervenir conjointement des grandeurs liées au mou-
vement m et au mouvement inverse pour garantir la réversibilité de la chaîne.

Dans cette thèse, pour chaque mouvement, les variables auxiliaires u, ũ ne dépendent pas de la
configuration des paramètres x, x̃. De fait, le Jacobien de la transformation (x, u) → (x̃, ũ) sera
toujours égal à l’unité. De fait l’approche proposée est proche de la méthodologie proposée par les
auteurs de [Geyer 1994]. La loi cible dans ce chapitre est la loi marginale a posteriori définie par
(3.35). Sous ces hypothèses, on peut réécrire le rapport de Green comme :

rm =
p(θ̃|x)

p(θ|x)

pm(θ̃)q̃m(ũ)

pm(θ)qm(u)
(3.39)

3.5.3 Mouvement de naissance/mort d’une transition
Un mouvement de naissance consiste à échantillonner une nouvelle transition et à l’ajouter à

la configuration courante des paramètres. La position de la nouvelle transition τ̃ , les paramètres
de la fonction de transition associée η̃ et l’ordre du sous-modèle ajouté Q̃ sont tirés suivant la loi
instrumentale q0,

τ̃ , η̃, Q̃ ∼ q0(τ, η,Q) = q0(τ)q0(η)q0(Q). (3.40)

Les différentes composantes de cette loi instrumentale sont exposées ci-après.

Proposition de la position des ruptures On tire la position τ̃ des nouvelles transitions selon

q0(τ) = g(τ), (3.41)

où g(τ) est une fonction d’intensité proportionnelle à la valeur absolue du gradient de x. Pour
obtenir g, on calcule x̄ en filtrant les observations x à l’aide d’une fenêtre gaussienne d’écart-type s
(par la suite, s = 4 échantillons). Puis une approximation discrète du gradient de x(t) est calculée :

∇x(ti) =
x̄(ti+1)− x̄(ti−1)

2te
,

où te est la fréquence d’échantillonnage du signal. Enfin la fonction d’intensité g est définie comme :

g(t) =

∑n
i=1 |∇x(ti)|I[ti− te2 ,ti+ te

2 [(t)

C
.
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(a) Signal transitoire d’aspirateur.
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(b) Signal transitoire d’aspirateur.

FIGURE 3.3: Exemple de loi instrumentale basée sur le gradient pour la position des ruptures. Signal
réel (bleu) Densité de probabilité de la loi instrumentale (vert).

Où C est une constante de normalisation qui vaut :

C =

∫ n∑
i=1

(
|∇x(ti)|I[ti− te2 ,ti+ te

2 [(t)
)
dt =

n∑
i=1

(
|∇x(ti)|

∫
I[ti− te2 ,ti+ te

2 [(t)dt

)

=

n∑
i=1

(|∇x(ti)|te)

= te

n∑
i=1

(|∇x(ti)|) .

Cette loi instrumentale permet de proposer la position des ruptures avec une plus grande probabilité
aux instants où le gradient prends des valeurs importantes (positives ou négatives). Cela correspond
à l’hypothèse que les transitions devraient se trouver à proximité des instants où le signal varie
le plus. Cette stratégie améliore significativement l’efficacité de l’algorithme par rapport à une loi
instrumentale uniforme sur [τ0, τK ] par exemple. La figure 3.3 montre la densité de probabilité
de cette loi instrumentale, pour deux exemples de signaux transitoires tirés de la base de donnée
SISED, un signal d’aspirateur 3.3(a), et un signal de réfrigérateur 3.3(b).

Nous avons choisi ici de modéliser g par une fonction étagée changeant de valeur en chaque
instant d’échantillonnage. Il serait également possible de réaliser un échantillonnage non uniforme
de cette densité. Cela pourrait permettre d’améliorer la rapidité et la précision avec laquelle les
valeurs τ̃ sont tirées.

Proposition du paramètre d’échelle des ruptures Le paramètre d’échelle λ̃ des nouvelles fonc-
tions transitions est tiré selon une loi exponentielle :

q0(λ) =
1

λm
e−

λ
λm IR+(λ),

où λm = 2. Cette loi instrumentale favorise l’apparition de transitions abruptes tout en pouvant
générer des valeurs arbitrairement larges.
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Proposition de l’ordre du sous-modèle L’ordre du nouveau sous-modèle Q̃ est tiré selon sa loi
a priori (3.20),

q0(Q) = p(Q) =
µQkQ e−µQ

Qk!
. (3.42)

Ratio d’acceptation du mouvement de naissance/mort La loi instrumentale q0(τ, η,Q) pour
les mouvements de naissance d’une rupture est donc assez générique, permettant d’échantillonner
la totalité de l’espace des paramètres. La nouvelle transition générée selon la loi instrumentale est
alors ajoutée à la configuration courante des transitions θ̃ = θ(i)∪{(τ̃ , η̃, Q̃)}. La variable auxiliaire
u correspond donc à (τ̃ , η̃, Q̃) et la variable auxiliaire ũ = ∅. Le taux d’acceptation de Metropolis-
Hastings-Green s’exprime donc

rnaiss =
p(θ̃|x)

p(θ|x)

pmort(θ̃)

pnaiss(θ)

1

q0(τ̃ , η̃, Q̃)
. (3.43)

Le mouvement inverse de la naissance d’une transition est le mouvement de mort d’une transi-
tion qui consiste à sélectionner au hasard une transition parmi celles existantes k ∼ U[1,K(i)−1] et
à l’en retirer θ̃ = {θ(i)\(τk, ηk, Qk)}. Le taux d’acceptation de Metropolis-Hastings-Green s’ex-
prime de manière symétrique à celui de naissance :

rmort =
p(θ̃|x)

p(θ|x)

pnaiss(θ̃)

pmort(θ)
q0(τk, ηk, Qk). (3.44)

Puisque la transition supprimée est selectionnée au hasard, on a pmort(θ) = 1
K .

Les paramètres ne dépendant pas de la transition ajoutée ou supprimée sont inchangés lors d’un
mouvement de naissance ou mort. Les taux d’acceptations se simplifient donc :

rnaiss =

xTx− µ(i)
β

T
Σ

(i)
β

−1
µ

(i)
β

xTx− µ̃Tβ Σ̃−1
β µ̃β


n
2

p(λ̃)p(Q̃)

q0(τ̃ , λ̃, Q̃)

K(i) + 1
2

K(i) + 1

(1 + δ2)−
1
2 (Q̃+1)

(K(i) + 1)L
(3.45)

rmort =

xTx− µ(i)
β

T
Σ

(i)
β

−1
µ

(i)
β

xTx− µ̃Tβ Σ̃−1
β µ̃β


n
2

q0(τk, λk, Qk)

p(λk)p(Qk)

K(i)

K(i) − 1
2

K(i)L

(1 + δ2)−
1
2 (Qk+1)

(3.46)

où µ̃β et Σ̃β sont respectivement la moyenne et la matrice de covariance de la loi a posteriori de β
conditionnellement à la configuration proposée θ̃.

3.5.4 Mouvement de fusion/division d’une transition
Le mouvement de division consiste à sélectionner une transition aléatoirement dans la confi-

guration courante k ∼ U[1,K] puis à tirer deux nouvelles transitions selon la loi instrumentale q0

tronquée aux valeurs de τ comprises entre τk−1 et τk+1 :

τ̃1, η̃1, Q̃1 ∼ q0(τ, η,Q)I[τk−1τk+2](τ),

τ̃2, η̃2, Q̃2 ∼ q0(τ, η,Q)I[τk−1τk+2](τ).

La transition sélectionnée est alors remplacée dans la nouvelle configuration par les deux transitions
tirées θ̃ = {θ(i)∪(τ̃1, η̃1, Q̃1∪(τ̃2, η̃2, Q̃2)/{(τk, ηk, Qk)}}. Le mouvement de division correspond
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donc à réaliser conjointement un mouvement de mort et deux mouvements de naissance. On peut
donc déduire le taux d’acceptation de Metropolis-Hastings-Green du mouvement de division des
taux d’acceptation de naissance (3.45) et de mort (3.46) :

rdivision =

xTx− µ(i)
β

T
Σ

(i)
β

−1
µ

(i)
β

xTx− µ̃Tβ Σ̃−1
β µ̃β


n
2

p(λ̃1)p(Q̃1)p(λ̃2)p(Q̃2)q0(τk, λk, Qk)

q0(τ̃1, λ̃1, Q̃1)q0(τ̃2, λ̃2, Q̃2)p(λk)p(Qk))

×
K(i) + 1

2

K(i) + 1

(1 + δ2)−
1
2 (Q̃+1)

K(i)L
. (3.47)

Un mouvement de fusion consiste à sélectionner aléatoirement une paire de transitions voisines.
C’est-à-dire que l’on tire k ∼ U[1,K−1] et on sélectionne les transitions {τk, τk+1}. On tire une
nouvelle transition selon la loi instrumentale q0 tronquée aux valeurs de τ comprises entre τk−1 et
τk+2 :

τ̃ , η̃, Q̃ ∼ q0(τ, η,Q)I[τk−1τk+2](τ). (3.48)

Les deux transitions sélectionnées sont retirées de la configuration des ruptures tandis que la nou-
velle transition y est ajoutée θ̃ = {θ(i) ∪ (τ̃ , η̃, Q̃)\{(τk, ηk, Qk)∪ (τk+1, ηk+1, Qk+1)}}. Le mou-
vement de fusion correspond donc à réaliser conjointement deux mouvements de mort et un mou-
vement de naissance. Le taux d’acceptation de Metropolis-Hastings-Green est alors :

rfusion =

xTx− µ(i)
β

T
Σ

(i)
β

−1
µ

(i)
β

xTx− µ̃Tβ Σ̃−1
β µ̃β


n
2

q0(τk, λk, Qk)q0(τk+1, λk+1, Qk+1)p(λ̃)p(Q̃k))

p(λk)p(Qk)p(λk+1)p(Qk+1)q0(τ̃ , λ̃k, Q̃k)

× K(i)

K(i) − 1
2

(K(i) − 1)L

(1 + δ2)−
1
2 (Qk+1)

. (3.49)

3.5.5 Mouvement de mise à jour des transitions
Ce mouvement consiste à sélectionner une transition aléatoirement dans la configuration cou-

rante k ∼ U[1,K] et à proposer une actualisation de (τk, ηk). Les valeurs proposées sont tirées selon
la loi instrumentale q1(τ, η) = q1(τ)q1(η). La loi instrumentale se divise donc en deux parties.

Proposition de la position des ruptures La nouvelle position de la rupture τ̃ est échantillonnée
selon la loi instrumentale

q1(τ) = wq0(τ) +
1− w√

2πσ2
τ

exp{− 1

2σ2
τ

[
τ − τ (i−1)

]2
}, (3.50)

oùw = 0.2, σ2
τ = 0.1 et τ (i−1) est la valeur courante de τ . Cette loi instrumentale est un mélange de

la loi basée sur le gradient q0(τ) utilisée pour les naissance de transitions et d’une marche aléatoire
gaussienne autour de la valeur courante de τ .

Proposition du paramètre d’échelle Le nouveau paramètre d’échelle λ̃ est échantillonné selon
la loi instrumentale

q1(λ) = wq0(λ) +
1− w√

2πσ2
λ

e
− 1

2σ2
λ

(λ−λ(i−1))2

IR+(λ),
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oùw = 0.2, σ2
λ = 0.1 et λ(i−1) est la valeur courante de λ. Là encore, la loi instrumentale q1(λ) mé-

lange la loi q0(λ) utilisée pour les mouvements de naissance de transitions et une marche aléatoire
gaussienne autour de la valeur courante de λ.

Ce type de loi instrumentale (q1(τ) et q1(λ)) offre un bon compromis entre la capacité de q0

à explorer l’intégralité de l’espace des paramètres et la marche aléatoire qui permet d’explorer les
modes locaux de la distribution a posteriori .

La nouvelle transition est ajoutée tandis que l’ancienne est retirée de la configuration courante
θ̃ = {{θ(i) ∪ (τ̃ , η̃, Q̃)}\{(τk, ηk, Qk)}.

Le taux d’acceptation de Metropolis-Hastings est alors :

rmaj =

xTx− µ(i)
β

T
Σ

(i)
β

−1
µ

(i)
β

xTx− µ̃Tβ Σ̃−1
β µ̃β


n
2

p(λ̃)q1(τ (i), η(i))

p(λ
(i)
k )q1(τ̃ , η̃)

. (3.51)

3.5.6 Mouvement de mise à jour de l’ordre d’un sous-modèle

Ce mouvement consiste à choisir aléatoirement l’un des sous-modèles k ∼ U[1,K+1] et à propo-
ser une nouvelle valeur Q̃ de l’ordre du sous-modèle Qk selon la loi instrumentale q(Q) :

Q̃ ∼ q(Q) =


1/2 if Q = Q(i−1) − 1,

1/2 if Q = Q(i−1) + 1,

0 sinon.

L’ordre du sous-modèle est donc soit augmenté soit diminué de 1 avec une probabilité égale. Évi-
demment, dans le cas où Qk est nul, seul le mouvement Q = Q(i−1) + 1 est proposé. Le taux
d’acceptation de Metropolis-Hastings-Green est alors :

rmajQ =

xTx− µ(i)
β

T
Σ

(i)
β

−1
µ

(i)
β

xTx− µ̃Tβ Σ̃−1
β µ̃β


n
2

× p(Q̃)q(Qk)

p(Qk)q(Q̃)
(1 + δ2)−

1
2 (Q̃−Qk). (3.52)

3.5.7 Mise à jour de δ2

La densité conditionnelle a posteriori de δ2 obtenue à partir de la densité marginale a poste-
riori (3.35) n’est pas standard. Cependant la distribution conditionnelle de δ2, étant donnée σ2 et
β, déduite de la densité conjointe a posteriori (3.32) est parfaitement connue et facile à simuler.
Une stratégie d’échantillonnage de Gibbs avec augmentation (voir à ce propos [DYK , Park 2009])
des données est donc utilisée pour échantillonner conjointement δ2, σ2 et β à partir de la densité
conjointe a posteriori (3.32) :

1. La variance du bruit σ2 est échantillonnée selon sa densité conditionnelle :

σ2|(x, τ ,η,Q, δ2) ∼ IG
(
n

2
,

1

2

(
xTx− µTβΣ−1

β µβ

))
, (3.53)

2. Les paramètres des sous-modèles β sont échantillonnés selon :

β|(x, τ ,η,Q, σ2, δ2) ∼ N
(

δ2

1 + δ2

[
ZTZ

]−1
ZTx, σ2 δ2

1 + δ2
(ZTZ)−1

)
, (3.54)
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3. Finalement, le paramètre δ2 est échantillonné selon :

δ2|(τ ,η,β, σ2,Q) ∼ IG

(
Ξ +

1

2

K∑
k=1

(Qk + 1),∆ +
1

2σ2
βTZTZβ

)
(3.55)

Les paramètres étant échantillonnés selon leur loi conditionnelle a posteriori , la loi cible et la loi
instrumentale sont les mêmes, et le taux d’acceptation de ce mouvement est donc toujours égal à
un.

3.6 Évaluation des performances du modèle pour la représen-
tation de signaux tests

Afin de valider l’algorithme d’estimation et de comparer les performances du modèle à transi-
tion régulières à d’autres algorithmes de la littérature, nous avons réalisé plusieurs simulations sur
des signaux synthétiques. Ces signaux se divisent en deux classes : les signaux réguliers d’une part,
les signaux non-réguliers d’autre part.

3.6.1 Conditions de simulation
Pour tous les signaux tests, les fonctions de transitions sont sigmoïdales et les sous-modèles sont

polynomiaux. L’algorithme RJMCMC 1 est utilisé pour générer une chaîne de Markov d’échan-
tillons des paramètres θ(1), . . . , θ(Niter) distribués asymptotiquement selon la loi marginale a poste-
riori (3.35). Pour toutes ces simulations, nous fixons Niter = 5× 105. De plus, les Nchauffe = 105

premiers échantillons correspondant à la période de chauffe (« burn-in » ) ne sont pas utilisés pour
estimer la fonction de régression.

Nous estimons la fonction de régression f̂(t) pour chaque signal f(t) en effectuant un moyen-
nage point par point des fonctions de régression fθ(i)(t) générées à partir des paramètres θ(i) de la
chaîne :

f̂(t) =
1

Niter −Nchauffe

Niter∑
i=Nchauffe+1

fθ(i)(t). (3.56)

Dans certains cas, nous présentons également l’estimateur au sens du maximum a posteriori
(MAP) de la fonction de régression défini par :

f̂map(t) = fθ(imap)(t), (3.57)

avec imap défini par :

imap = arg max
i

f(θ(i)|x). (3.58)

L’estimateur MAP (3.57) de la fonction de régression sera généralement moins satisfaisant au sens
de l’erreur quadratique moyenne que l’estimateur bayésien (3.56), il est donc moins approprié pour
des applications de lissage de courbe. Cependant, l’estimateur MAP à l’avantage de correspondre
effectivement à un modèle à transition régulière, dans le sens ou cet estimateur est déterminé par une
unique valeur des paramètres θmap = θ(imap) alors que l’estimateur (3.56) nécessite de connaître
toute la chaîne de valeur θ(i) pour être construit. L’estimateur MAP est donc plus approprié à des
applications de réduction de dimension.

Pour mesurer la qualité de ces estimateurs et la parcimonie du modèle associé, nous utilisons
deux indicateurs :
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1. L’erreur quadratique moyenne entre la fonction f(t) (non-bruitée) et son estimée f̂(t) :

eqm =
1

n

n∑
i=1

[
f̂(ti)− f(ti)

]2
. (3.59)

2. Le nombre de paramètres du modèle associé à l’estimateur MAP. C’est à dire la valeur

Np = card(β(imap)) + card(τ (imap)) + card(λ(imap)),

=

K(imap)+1∑
k=1

(Q
(imap)
k + 1) + 2K(imap), (3.60)

3.6.2 Signaux tests réguliers

Nous utilisons, pour valider la méthode sur des signaux réguliers, deux signaux tests f1 et f2

issus de [Denison 1998] et qui s’expriment respectivement comme :

f1(t) =t+ 2 exp(−16t2) t ∈ [−2, 2], (3.61)

f2(t) = sin(2t) + 2 exp(−16t2) t ∈ [−2, 2]. (3.62)

Conformément à [Denison 1998], ces fonctions sont ré-échelonnées sur un intervalle unité t ∈
[0, 1], et sont évaluées selon une grille d’échantillonnage uniforme de n = 200 points. Un bruit
blanc gaussien de variance σ2 est ajouté à chaque fonction f1(t) et f2(t) de sorte que le rapport
signal à bruit soit égal à 3 ( C’est-à-dire σ = 0.4 pour la fonction f1(t) et σ = 0.3 pour la fonction
f2(t)).

La figure 3.4 présente pour la première fonction test f1(t), le tracé de la fonction synthétique,
sur la Fig. 3.4(a), un exemple de réalisation de la fonction bruitée, sur la Fig. 3.4(c), et la fonc-
tion de régression estimée f̂(t) par l’estimateur point par point (3.56) superposée aux estimateurs
MAP de la position des transitions et de l’ordre des polynômes de chaque sous-modèle, sur la Fig.
3.4(e). Les figures 3.4(b), 3.4(d) et 3.4(f) présentent les même tracés pour la deuxième fonction test
f2(t). On peut apprécier visuellement la qualité de la reconstruction malgré la présence de quelques
artefacts attribuables au bruit. Notons bien que la courbe tracée est estimée par moyennage point
par point, alors que la position des ruptures correspond à l’estimateur MAP. La figure 3.5 permet,
pour la fonction f1, de comparer la fonction de régression estimée f̂map(t) par l’estimateur MAP
avec des fonctions de transitions sigmoïdales, sur la Fig. 3.5(a) et la fonction de régression estimée
f̂map(t) par l’estimateur MAP avec des fonctions de transitions échelons, sur la Fig. 3.5(b). Les
figures 3.5(b) et 3.5(d) présentent les mêmes tracés pour la fonction f2(t). Dans chacun des cas,
l’erreur quadratique moyenne, dénotée eqm, est reportée dans la légende. La fonction de transition
échelon réduit le modèle à transition régulière à un modèle de régression par morceaux classique
(voir (3.6)). Ces simulations permettent de mettre en valeur l’intérêt du modèle à transition régu-
lière par rapport à un modèle de régression par morceaux classique. En effet dans les deux cas,
et plus particulièrement pour la première fonction, la fonction de régression à transition régulière
reproduit mieux le comportement de la fonction test se qui se traduit par une erreur quadratique
plus importante pour le modèle de régression par morceaux. Cette constatation est moins valable
pour l’estimateur point par point car il produit un lissage statistique de la courbe, même si le modèle
sous-jacent n’est pas régulier.

Nous avons appliqué l’algorithme RJMCMC 1 à ces deux fonctions synthétique bruitées pour 30

réalisations différentes du bruit. Les moyennes des résultats obtenus en terme d’erreur quadratique
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XXXXXXXXXXXfonction
méthode

N̂p [MTR] N̂p[Denison 1998] eqm [MTR] eqm [Denison 1998]

f1 9 12 0.0078 0.0097
f2 11 15 0.0065 0.0087

TABLE 3.1: Erreur quadratique moyenne et nombre de paramètres pour les deux fonctions tests
régulières. Ces indicateurs sont donnés pour le modèle à transition régulière [MTR] et pour le
modèle polynômial par morceaux présenté dans [Denison 1998]

moyenne et en terme de nombres de paramètres N̂p sont reportées dans la table 3.1. Les résul-
tats obtenus avec le modèle à transition régulière (MTR) sont comparés avec ceux obtenus dans
[Denison 1998]. Dans cette référence, le modèle utilisé est un modèle polynômial par morceaux, où
l’ordre des polynômes est fixé à 2 et des contraintes de continuité de la fonction de régression sont
imposées aux niveau des transitions. Le modèle à transition régulière obtient de meilleurs résultats
pour les deux fonctions tests, aussi bien en terme de qualité de la reconstruction caractérisée par l’er-
reur quadratique moyenne notée eqm, qu’en terme de parcimonie de la représentation caractérisée
par le nombre de paramètres Np.

Ces résultats sont donc très satisfaisants quant à la capacité du modèle à transitions régulières
à représenter des fonctions régulières. Nous nous intéressons donc maintenant à la modélisation de
fonctions non-régulières.

3.6.3 Signaux tests non réguliers

Pour valider le modèle sur des signaux tests non-réguliers nous utilisons quatre fonctions défi-
nies dans [Donoho 1994] : « blocks » , « bumps » , « doppler » et « heavisine » . Leur expression
analytique avant remise à échelle est :

– Pour la fonction « blocks » ,

fblocks =

11∑
j=1

hjH(t− τj),

avec

{
τj = {0.1, 0.13, 0.15, 0.23, 0.25, 0.40, 0.44, 0.65, 0.76, 0.78, 0.81},
hj = {4,−5, 3,−4, 5,−4.2, 2.1, 4.3,−3.1, 2.1,−4.2}.

– Pour la fonction « bumps » ,

fbumps =

11∑
j=1

h′j

(
1 +

∣∣∣∣ t− τjwj

∣∣∣∣)−4

,

avec

{
wj = {0.005, 0.005, 0.006, 0.01, 0.01, 0.03, 0.01, 0.01, 0.005, 0.008, 0.005},
h′j = {4, 5, 3, 4, 5, 4.2, 2.1, 4.3, 3.1, 5.1, 4.2}

– Pour la fonction « heavisine »

fheavisine = 4 sin(4πt)− sgn(t− 0.3)− sgn(0.72− t).
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(a) fonction synthétique régulière f1(t)
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(b) fonction synthétique régulière f2(t)
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(d) fonction f2(t) bruitée
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(e) fonction f̂1(t) estimée point par point, position des tran-
sitions τ (ligne pointillée verticale) et ordre des sous-modèles
Q estimés au sens du MAP
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(f) fonction f̂2(t) estimée point par point, position des transi-
tions τ (ligne pointillée verticale) et ordre des sous-modèles
Q estimés au sens du MAP

FIGURE 3.4: Estimation de fonctions tests régulières.



74 Chapitre 3. Modèle de régression à transitions régulières

0 0.2 0.4 0.6 0.8 1
−5

0

5

Q
1
=6 Q

2
=4

(a) Signal f1 : fonction réelle (bleu) - fonction estimée
au sens du MAP pour des fonctions de transitions sigmoï-
dales (pointillés rouges). Position des transitions τ (poin-
tillés verticaux) et ordre des sous-modèles Q. eqm =
1.303
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(b) Signal f2 : fonction réelle (bleu) - fonction estimée
au sens du MAP pour des fonctions de transitions sigmoï-
dales (pointillés rouges). Position des transitions τ (poin-
tillés verticaux) et ordre des sous-modèles Q. eqm =
1.470
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(c) Signal f1 : fonction réelle (bleu) - fonction estimée au
sens du MAP pour des fonctions de transitions échelon
(pointillés rouges). Position des transitions τ (pointillés
verticaux) et ordre des sous-modèles Q. eqm = 4.075
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(d) Signal f2 : fonction réelle (bleu) - fonction estimée au
sens du MAP pour des fonctions de transitions échelon
(pointillés rouges). Position des transitions τ (pointillés
verticaux) et ordre des sous-modèles Q. eqm = 1.704

Comparaison entre le modèle à transition régulière et le modèle de régression par morceaux.

FIGURE 3.5
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– Pour la fonction « doppler » ,

fdoppler = (t(1− t))
1
2 sin

(
2π

1 + ε

t+ ε

)
,

avec ε = 0.05.
Conformément à [Donoho 1994], ces signaux sont échantillonnés avec n = 2048 points et subissent
un changement d’échelle de manière à conserver un rapport signal à bruit constant égal à 7 pour
tous les signaux.

La figure 3.6(a) représente la fonction « blocks » après changement d’échelle. La figure 3.6(c)
représente la fonction « blocks » additionnée d’un bruit blanc gaussien. La figure 3.6(e) représente
l’estimation point par point de la fonction « blocks » , ainsi que les positions des transitions estimées
au sens du MAP. Les mêmes tracés sont réalisées respectivement pour la fonction « bumps » sur
les figures 3.6(b), 3.6(d) et 3.6(f), pour la fonction « doppler » sur les figures 3.7(a), 3.7(c) et 3.7(e)
et pour la fonction « heavisine » sur les figures 3.7(b), 3.7(d) et 3.7(f).

Comme pour les signaux tests réguliers, nous avons répété l’estimation de chacune des fonc-
tions tests sur 30 réalisations différentes du bruit. Les résultats obtenus en terme d’erreur quadra-
tique moyenne, moyennés sur les 30 réalisations sont reportés dans la table 3.2. Pour comparaison,
nous avons reporté dans cette table les résultats obtenus sur ces même signaux dans d’autres tra-
vaux. Dans [Denison 1998], le modèle de régression est polynômial par morceaux avec un ordre
fixé à 2 et des contraintes de continuité au niveau des transitions. Dans [Punskaya 2002], le mo-
dèle de régression est polynomial par morceaux également, mais sans contraintes et les ordres des
polynômes sont estimés. Dans [Baladan. 2005], des splines cubiques sont utilisées conjointement
à un terme de pénalisation variable en fonction du temps, permettant de limiter les phénomènes de
sur-apprentissage des données.

Pour deux des signaux tests, « blocks » et « heavisine » , le modèle à transitions régulières offre
de très bonnes performances en atteignant une erreur quadratique plus faible que toutes les autres
méthodes. Pour le signal « bumps » les performances du modèle sont plus mitigées. Il s’avère que
la valeur élevée de l’erreur quadratique obtenue pour ce signal est due au fait que les maximas de la
fonction estimée sont légèrement tronqués. Ce phénomène découle directement de la propriété de
régularité de la fonction de régression (voir la proposition 3.3.1). Les maximas du signal « bumps »
sont en effet des points singuliers de la fonction. Or, muni de fonctions de transition sigmoïdales,
le modèle ne peut pas prendre en compte de manière exacte de telles singularités. Notons que
malgré cette incapacité inhérente à reproduire exactement la fonction « bumps » , le reste du signal,
incluant le voisinage des points singuliers, est bien reconstitué par le modèle à transitions régulières.
Finalement, pour le signal « doppler » , le modèle à transitions régulières atteint des performances
dans la moyenne des autres méthodes. Le début du signal en particulier, correspondant aux hautes
fréquences, n’est pas du tout reconstitué par le modèle à transitions régulières. Cela est attribuable,
non pas au modèle lui-même, mais au cadre bayésien servant à l’estimation : le début du signal est
considéré comme du bruit, ce qui est la conséquence des loi a priori sur les paramètres du modèle.

3.7 Conclusions

Dans ce chapitre, nous avons défini un modèle de régression à transitions régulières. Ce type
de modèle généralise les modèles de régression par morceaux en modélisant les changements de
sous-modèles par une fonction de transition paramétrique. Nous avons défini un cadre bayésien
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FIGURE 3.6: Estimation de fonctions tests non-régulières.
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FIGURE 3.7: Estimation de fonctions tests non-régulières.
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XXXXXXXXXXXfonction
méthode

[MTR] [Denison 1998] [Punskaya 2002] [Baladan. 2005]

blocks 0.012 0.17 0.021 0.137
bumps 0.247 0.167 0.121 0.098
doppler 0.119 0.135 0.098 0.024
heavisine 0.014 0.033 0.019 0.028

TABLE 3.2: Erreur quadratique moyenne pour les différentes fonctions tests non-régulières. L’erreur
est indiquée pour le modèle à transition régulières [MTR] ainsi que pour différents modèles de
référence.

hiérarchique permettant d’estimer conjointement les paramètres de ce modèle et le nombre adé-
quat de paramètres pour représenter un signal donné. Un algorithme RJMCMC a été proposé pour
échantillonner la loi a posteriori de ce modèle bayésien. Finalement, nous avons montré que cette
méthodologie pouvait se positionner favorablement par rapport à quelques méthodes standard pour
des problèmes de lissage de courbe. En effet, le modèle à transitions régulières présente de bonnes
propriétés de régularité tout en gardant la possibilité de modéliser de façon satisfaisante les points
singuliers d’un signal observé.

Nous avons également pu constater que ce modèle avait de bonnes propriétés de parcimonie,
propriété qui nous intéresse le plus pour l’application de modélisation de signaux transitoires élec-
triques. Le prochain chapitre nous conduit donc à exploiter ce modèle pour les signaux de la base
de données SISED.



CHAPITRE 4

Segmentation des signaux
transitoires électro-domestiques

Dans le précédent chapitre, nous avons présenté les outils méthodologiques nécessaires à l’esti-
mation d’un modèle à transitions régulières. Naturellement nous souhaitons utiliser ce modèle pour
la représentation des signaux transitoires électriques de la base de données SISED. Dans ce cha-
pitre, nous précisons les sous-modèles et les fonctions de transition adaptées à la modélisation de
ces signaux. Nous présentons enfin les résultats obtenus en appliquant ce modèle aux signaux de la
base de données.

4.1 Spécification du modèle à transitions régulières pour la mo-
délisation de signaux transitoires électriques

4.1.1 Objectifs

Avant d’exposer les modifications apportées à la méthode présentée au chapitre 3, il est im-
portant de préciser dans quel but ces modifications sont apportées et pourquoi nous n’utilisons pas
directement le modèle présenté au chapitre précédent. Pour notre modèle de régression, toute la
difficulté liée à la classification repose sur l’extraction de paramètres pertinents afin de caractéri-
ser convenablement chaque classe de signaux. Utiliser une approche trop générique peut ne pas
être approprié. Ainsi, les approches étudiées dans le chapitre précédent sont destinées à obtenir
une bonne approximation de la fonction de régression. Le risque est alors de sur-ajuster et donc de
sur-apprendre les observations en modélisant, pour une classe donnée, des détails trop peu ou pas si-
gnificatifs. Dans un contexte de classification, l’objectif doit se limiter à l’extraction des paramètres
pertinents.

C’est pourquoi, d’une part, nous choisissons avec précaution les deux composantes essentielles
du modèle à transitions régulières (la famille des sous-modèles et la famille des fonctions de régres-
sion) afin de capturer les caractéristiques essentielles des signaux observés. D’autre part, nous ap-
portons une modification à l’estimation du paramètre δ2 introduit au paragraphe 4.1.4 qui modélise
le RSB a priori des signaux. Cette modification vise à améliorer la parcimonie de la représentation
de nos signaux, c’est-à-dire à favoriser des représentations qui font intervenir peu de paramètres,
quitte à dégrader légèrement la qualité de l’ajustement des données observées. Cette parcimonie
vise à éviter le sur-ajustement, i.e, à garantir que les paramètres estimés seront les plus signifi-
catifs de notre modèle. Dans le cas contraire, i.e., si un trop grand nombre de paramètres devait
représenter chaque signal, alors une large partie des paramètres estimés ne serait probablement pas
caractéristiques de la classe considérée ; ils caractériseraient uniquement une réalisation bien parti-
culière d’un signal de cette classe. Cet écueil correspond au phénomène de “sur-apprentissage” des
données.
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4.1.2 Sous-modèles

Dans le cadre de la modélisation des signaux transitoires de la base de données SISED, nous
choisissons d’utiliser des sous-modèles constants :

mk(t) = βk, ∀t ∈ [τ0, τK+1]. (4.1)

où βk est la puissance active associée au segment [τk−1, τk].
Ce choix s’explique par la présence de nombreuses plages temporelles où la puissance active

est constante dans nos signaux. Ces zones « paliers » correspondent aux régimes permanents mais
également à des phases intermédiaires comme ceux apparaissant sur les signaux de réfrigérateur
micro-ondes.

Notons que, contrairement au cadre plus général exposé au chapitre 3, ces sous-modèles sont,
par nature, d’ordre fixe. De fait, les ordres des sous-modèles Q n’auront pas à être estimés dans la
suite de ce chapitre. L’intérêt de ce choix a priori est d’exploiter au mieux les propriétés physiques
de ces signaux transitoires, et donc de se concentrer uniquement sur les paramètres significatifs du
modèle.

4.1.3 Paramétrisation des transitions : la fonction exponentielle étendue

Introduction

Le choix d’une fonction de transition adaptée à notre application de modélisation de signaux
transitoires est très important. En effet, choisir une fonction de transition représentant mal nos si-
gnaux conduirait à une sur-segmentation des signaux, c’est-à-dire à l’accumulation de plusieurs
fonctions de transitions pour représenter une seule transition du signal observé. De plus une fonc-
tion de transition appropriée nous permettrait d’obtenir une segmentation plus représentative des
phénomènes physiques sous-jacents.

Comme nous l’avons vu, dans la littérature scientifique, les fonctions de transitions sont couram-
ment choisies parmi la famille des fonctions sigmoïdes. Ce type de fonctions pourrait également être
approprié à la modélisation de certain de nos signaux transitoires, en particulier ceux générés par les
réfrigérateurs voir Fig. 2.9. Cependant, cette adéquation ne se généralise pas à tous les signaux de
la base de données SISED. Les signaux d’aspirateur, Fig. 2.5, présentent plutôt des décroissances
qui semblent exponentielles.

La fonction exponentielle est par ailleurs une candidate tout à fait valable à la représentation de
nos fonctions de transition pour les transitoires électriques :

πλ(t) =

{
1− exp(− t

λ ) si t > 0,

0 sinon.
(4.2)

En dehors de coller visuellement à bon nombre de nos signaux, les relaxations exponentielles appa-
raissent fréquemment en tant que solution théorique de circuits électriques simples (circuits de type
RLC, résistance, inductance, condensateur).

Cependant, deux raisons nous poussent à rechercher une famille de fonctions plus appropriée.
D’une part, ce type de fonction asymétrique ne convient à la représentation de transitions comme
celles des signaux de réfrigérateur. D’autre part, nos première expérimentations ont montré que les
relaxations exponentielles simples ne suffisent pas à représenter de façon satisfaisante les signaux
transitoires d’aspirateur.
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(a) Fonction exponentielle étendue, λ = 1, influence du
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(b) Fonction exponentielle étendue complémentaire,
λ = 1, influence du paramètre de forme α.

FIGURE 4.1: Fonction de transition pour la modélisation des signaux transitoires de la base de
données SISED.

Définition

Nous nous tournons donc vers une forme généralisée de la fonction exponentielle :

πλ,α(t) =

{
0 si t < 0

1− exp
[
−( tλ )α

]
si t > 0

(4.3)

Cette famille de fonction dépend donc de 2 paramètres : un paramètre d’échelle λ et un paramètre
de forme α. La figure 4.1(a) montre le tracé de cette fonction pour λ = 1 et différentes valeur de α.
On peut constater que cette famille de fonction permet de représenter une large variétés de formes :
pour α = 1, on retrouve la fonction exponentielle définie précédemment (4.2), pour α = 2 on
obtient une forme relativement proche de la fonction sigmoidale (3.7).

Motivations et interprétation

Il existe plusieurs arguments théoriques renforçant ce choix. Ce type de fonction a été utilisé la
première fois dans [Kohlrausch 1854] pour modéliser la décharge d’un condensateur pour une pro-
blématique qui n’était donc pas si éloignée de la notre. Par la suite, ce type de fonction a largement
été utilisé pour la modélisation de différents phénomènes physiques de relaxation [Phillips 1996].

Notons que cette fonction peut être interprétée comme une somme intégrale de relaxation expo-
nentielles « simples » :

e−t
α

=

∫ +∞

0

fα(u)e−
t
u du, (4.4)

où fα(u) est une distribution sur les temps de relaxation u qui peut être calculée pour tout 0 < α < 1

[Pollard 1946, Anderssen 2004]. Cette dernière interprétation est intéressante dans le sens où les
relaxations exponentielles simples constituent la réponse de certains circuits de base des systèmes
électriques : charge et décharge d’un condensateur dans une résistance (circuit RC), charge et dé-
charge d’une bobine dans une résistance (circuit RL). La fonction exponentielle généralisée s’inter-
préterait donc comme la réponse d’un système électrique complexe constitué de la combinaison de
plusieurs système simples.
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Cette interprétation physique reste cependant sujette à caution car elle n’est pas valable pour
α > 1. De manière plus générale, notre objectif n’est pas de modéliser le fonctionnement physique
des systèmes électriques étudiés, mais juste de définir une fonction de transition la plus adaptée.

Fonction de transition complémentaire

La fonction exponentielle généralisée permet de représenter la plupart des formes observées sur
les signaux de la base de données SISED. Cependant, elle ne permet pas directement de représenter
les formes observées sur certains signaux de micro-ondes par exemple sur la figure 2.8. Le premier
appel de courant se caractérise par une décroissance exponentielle mais le deuxième serait plutôt
une croissance exponentielle jusqu’à une valeur de saturation soit atteinte. Pour représenter ce type
de transition, nous proposons d’utiliser la fonction complémentaire de la fonction exponentielle
généralisée (4.5). La fonction exponentielle généralisée complémentaire s’écrit :

πλ,α(t) =

{
exp

[
−(−tλ )α

]
si t < 0,

0 si t > 0.
(4.5)

La figure 4.1(b) montre le tracé de cette fonction pour λ = 1 et différentes valeurs de α.
Pour pouvoir utiliser simultanément les deux versions de la fonction exponentielle généralisée

définies précédemment, nous définissons un paramètre binaire c ∈ {0, 1} et la fonction de transition
π

(0)
λ,α,c(t) définie par :

π
(0)
λ,α,c(t) =


1− exp

[
−( tλ )α

]
si t > 0, c = 0,

exp
[
−(−tλ )α

]
si t < 0, c = 1,

0 sinon.

(4.6)

Cette fonction de transition est celle qui sera utilisée par la suite dans cette thèse pour la modélisa-
tion des signaux transitoires électriques de la base de données SISED.

Propriétés

Nous examinons ci-après quelques-unes des propriétés de la fonction π(0)
λ,α,c(t) (4.6). Ces pro-

priétés nous seront utiles par la suite pour ajuster les paramètres de cette fonction.

Proposition 4.1.1. L’argument du maximum du gradient de la fonction de transition Tπ(0)(α, λ)

est donné par

Tπ(0)(α, λ) = argmax
t

dπ
(0)
λ,α,c

dt
(t) =


0 si α < 1,

λ
(
α−1
α

) 1
α si α > 1, c = 0,

−λ
(
α−1
α

) 1
α si α > 1, c = 1.

(4.7)

Dans le cas où α > 1, ce maximum correspond à un point d’inflexion de la fonction.

Démonstration. cf annexe A.3. �

Proposition 4.1.2. SoitAπ(0)(λ, α), la somme de l’aire sous la courbe avant l’instant t = Tπ(0)(α, λ)

et l’aire au dessus de la courbe après l’instant t = Tπ(0)(α, λ), définie par :

Aπ(0)(λ, α) =

∫ T
π(0) (α,λ)

−∞

[
π

(0)
λ,α,c(t)

]
dt+

∫ +∞

T
π(0) (α,λ)

[
1− π(0)

λ,α,c(t)
]
dt. (4.8)
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FIGURE 4.2: Fonction de transition π
(0)
λ,α,c(t) pour λ = 1, α = 2 et c = 0, la surface grisée

représente l’aire Aπ(0)(λ, α).

L’aire Aπ(0)(λ, α) est proportionnelle à λ et vaut

Aπ(0)(λ, α) =

λ
[

1
αΓ( 1

α )
]

si α < 0

λ
α

[
1
α

(
α−1
α

) 1
α + Γ( 1

α )− 2γ
(

1
α ,

α−1
α

)]
si α > 0,

(4.9)

où Γ est la fonction gamma telle que Γ :

∣∣∣∣ R+ −→ R+

(z) 7−→
∫ +∞

0
tz−1e−tdt

et γ est la fonction gamma

incomplète telle que γ :

∣∣∣∣ R+ × R+ −→ R+

(z, x) 7−→
∫ x

0
tz−1e−tdt

.

On note Lπ(0)(α) = 1
λAπ(0)(λ, α) le facteur de proportionnalité entre Aπ(0)(λ, α) et λ, qui ne

dépend donc que de α.

Démonstration. cf annexe A.4. �

La figure 4.2 permet de visualiser l’aire Aπ(0)(λ, α) pour λ = 1, α = 2 et c = 0.

Reparamétrisation de la fonction exponentielle étendue

Pour faciliter son utilisation dans nos algorithmes nous allons procéder à trois changements de
paramètres par rapport à la fonction π(0)

λ,α,c. L’objectif de ces changements de paramètres est de
pouvoir relier directement les paramètres de la fonction à des caractéristiques géométriques de sa
courbe, ainsi que de mieux découpler les relations entre ces paramètres.

D’une part, nous souhaitons que la position des fonctions de transitions τk coïncide avec les
maxima du gradient des poids pk(t), c’est-à-dire que le maximum du gradient des fonctions de
transitions soit atteint pour t = 0. La raison est à la fois de faciliter l’interprétation des paramètres
τk et de nous fournir un moyen simple pour obtenir des valeurs judicieuses de τk, ce qui nous servira
dans la suite de ces travaux.

Nous exprimons donc la fonction de transition π(1)
λ,α,c définie par :

π
(1)
λ,α,c(t) = π

(0)
λ,α,c(t− Tπ(0)(α, λ)), (4.10)
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qui vérifie bien la propriété Tπ(1)(α, λ) = 0.
De la même façon, nous souhaitons faire coïncider le paramètre d’échelle λ avec l’aireAπ(0)(λ, α)

définie par (4.8). Cette propriété est à rapprocher de la propriété du temps caractéristique d’une dé-
croissance exponentielle simple qui correspond à l’aire sous la courbe. Dans notre cas, on souhaite
pouvoir relier le paramètre d’échelle λ à la durée d’une transition, c’est-à-dire le temps nécessaire
pour passer d’un palier de puissance constante à un autre. Or on se rend compte facilement à l’ob-
servation de la figure 4.1 que, malgré le fait que le paramètre λ soit constant, certaines courbes
croissent beaucoup plus rapidement que d’autre de 0 à 1.

On définit donc la fonction de transition π(2)
λ,α,c(t) telle que :

π
(2)
λ,α,c(t) = π

(1)
λ

L
π(0) (α)

,α,c
(t), (4.11)

qui vérifie bien Aπ(2)(λ, α) = λ.
Enfin, l’un des inconvénients de la paramétrisation initiale de la fonction exponentielle généra-

lisée est que la forme de la fonction n’évolue pas régulièrement avec α. En effet pour 0 < α < 1 la
fonction évolue très vite de la fonction échelon vers une relaxation exponentielle. Puis pour α > 1

la fonction converge très rapidement vers une fonction échelon localisée en t = λ qui correspond
au cas limite α → +∞. Ce comportement n’est pas forcément gênant, cependant, pour faciliter la
manipulation de cette fonction de transition nous proposons d’utiliser la fonction π(3)

λ,α,τ,c telle que :

π
(3)
λ,α,c = π

(2)
λ,ln(α),c. (4.12)

Ce changement de paramètre α → ln(α) fournit ainsi une évolution de le forme de la fonction de
transition plus régulière en fonction de α. Par la suite dans ce manuscrit, nous désignerons π(3)

λ,α,c(t)

par πλ,α,c(t) = πη(t), avec η = {λ, α, c}, afin de simplifier les notations.

Fonction de transition reparamétrée

Finalement, la forme finale de la fonction de transition après reparamétrisation est :

πη(t) =


1− exp

[
−
(
t−T

π(0) (α,λ)

λ/L
π(0) (α)

)ln(α)
]

si t > 0, c = 0

exp

[
−
(
−t+T

π(0) (α,λ)

λ/L
π(0) (α)

)ln(α)
]

si t < 0, c = 1

0 sinon

(4.13)

avec η = {λ, α, c} et :

Tπ(0)(α, λ) = argmax
t

dπ
(0)
λ,α,c

dt
(t) =


0 si α < 1

λ
(
α−1
α

) 1
α si α > 1, c = 0

−λ
(
α−1
α

) 1
α si α > 1, c = 1

(4.14)

et :

Lπ(0)(α) =


1
αΓ( 1

α ) si α < 0

1
α

[
1
α

(
α−1
α

) 1
α + Γ( 1

α )− 2γ
(

1
α ,

α−1
α

)]
si α > 0

. (4.15)

La figure 4.3 présente l’évolution de la fonction de transition π(3)
λ,α,τ,c(t) pour λ = 0 et c = 0

(figure 4.3(a)) et c = 1 (figure 4.3(b)). Chaque tracé correspond à une valeur différente de α.
On peut constater que les contraintes imposées (point d’inflexion en t = 0 et aire sous la courbe
constante pour λ constant) sont bien respectés pour la fonction de transition ainsi définie.
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FIGURE 4.3: Fonction de transition pour la modélisation des signaux transitoires de la base de
données SISED.

4.1.4 Modèle bayésien hiérarchique pour l’estimation des signaux transi-
toires

Le cadre bayésien hiérarchique exprimé de manière générale dans la partie 3.4 s’applique qua-
siment directement à la modélisation des signaux transitoires de la base de données SISED. Évi-
demment, comme l’ordre des sous-modèles n’a pas a être estimé ici, la loi a priori de Q disparaît
du problème. D’autre part, les fonctions de transition étant ici plus complexes que de simples sig-
moïdes, il convient de définir p(η) = p(λ, α, c) la loi a priori des paramètres des fonctions de
transitions. Nous choisissons une densité a priori indépendante pour chaque paramètre :

p(η) = p(λ)p(α)p(c). (4.16)

Chacune de ces lois a priori est choisie suffisamment vague, reflétant ainsi le fait que nous ne
disposons pas d’information a priori sur la distribution de ces paramètres.

Loi a priori de λ

La loi a priori du paramètre d’échelle des fonctions exponentielles étendues est choisie iden-
tique à celle des paramètres d’échelle des fonctions de transitions sigmoïdales, c-à-d :

λk|(νk, ρk) ∼ IG(νk, ρk) ∀k ∈ [1,K], (4.17)

où l’hyperparamètre de forme est fixé νk = 1 et l’hyperparamètre d’échelle ρk ∈ R+ suit une loi a
priori telle que :

ρk ∼ G(χ, ψ) ∀k ∈ [1,K]. (4.18)

Avec χ et ψ choisis de manière à ce que la loi a priori soit vague (χ = 1 et ψ = 100). On peut
marginaliser l’hyperparamètre ρk pour en déduire la loi marginale a priori de λk :

p(λk) =
Γ(νk + χ)

Γ(νk)Γ(χ)

ψνk+χ

χψ
λχ−1
k

(λk + ψ)νk+χ
IR+(λk) ∀k ∈ [1,K]. (4.19)
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FIGURE 4.4: Modélisation d’un transitoire de lampe halogène : signal réel (bleu) signal estimé MAP
(rouge) position estimées MAP des transitions (pointillés)

Loi a priori de α

La loi a priori du paramètre de forme α est choisie normale et centrée :

α ∼ N
(
0, σ2

α

)
, (4.20)

où σ2
α est distribué selon une loi conjuguée inverse-gamma suffisamment vague :

σ2
α ∼ IG(χ, ψ). (4.21)

On peut intégrer l’hyperparamètre σ2
α pour obtenir la densité marginale a priori de α :

p(α) =
Γ(χ+ 1

2 )ψχ

Γ(χ)
√

2π
(
α2

2 + ψ
)χ+ 1

2

. (4.22)

Loi a priori de c

La loi a priori du paramètre étiquette c est choisie uniforme, telle que

p(c) =
1

2
U{0,1}(c). (4.23)

Estimation de δ2

Afin de permettre au lecteur de mieux appréhender les modifications apportées à l’estimation de
δ2, nous présentons ici un résultat intermédiaire, obtenu sur un signal transitoire de lampe halogène
en estimant δ2 tel qu’exposé au chapitre 3. La figure 4.4 montre la puissance active d’un signal
transitoire de lampe halogène et son estimation au sens du MAP ainsi que la position estimée au
sens du MAP des transitions.
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Le nombre de transitions estimé est très élevé (K̂map = 14). En effet chaque détail de la puis-
sance active est pris en compte par le modèle par une transition. Bien que le signal observé soit
correctement estimé par le modèle, ce résultat ne répond pas de manière satisfaisante à notre pro-
blème. Nous souhaitons obtenir une représentation beaucoup plus parcimonieuse des signaux en ne
caractérisant que les variations les plus significatives de la puissance. Dans le cas présent, carac-
tériser l’appel initial de puissance (entre 0.1 − 0.15s) et la variation finale de la puissance vers le
régime permanent (entre 0.35− 0.4s).

Cette sur-segmentation s’explique par le fait qu’il existe un écart entre le modèle que l’on sou-
haite obtenir et le signal observé, qui se matérialise par un bruit de modélisation non stationnaire.
Le modèle de régression s’adapte donc à ces écarts en augmentant le nombre de transitions. Ce
phénomène est exacerbé par le fait que, par ailleurs, le signal observé est très peu bruité (voir par
exemple pendant le régime permanent, pour t > 0.4 sur la Fig. 4.4).

Pour résoudre ce problème, il existe plusieurs possibilités. Une solution pourrait être d’aban-
donner l’hypothèse d’un bruit stationnaire pour choisir une hypothèse plus réaliste. Par exemple,
en utilisant un modèle de régression hétéroscédastique, ou encore en modélisant le bruit par un
processus gaussien [Rasmussen 2006] ou un autre processus non-stationnaire. Cependant, ce serait
sacrifier la simplicité de notre hypothèse, ce qui ne nous semble pas souhaitable dans le cadre de
l’estimation d’un modèle déjà complexe.

Pour obtenir une représentation parcimonieuse des signaux observés, nous proposons de fixer
une valeur a priori au paramètre δ2, plutôt que de l’estimer. En effet comme établi par la proposition
3.4.2, ce paramètre est homogène au rapport signal à bruit a priori entre la fonction de régression
m(t) et le bruit résiduel ε(t). Par conséquent, fixer ce paramètre à une valeur déterministe permet de
déterminer la précision de la reconstruction recherchée. Lorsque δ2 est estimé pour les signaux de
la base de données SISED, le paramètre tend à prendre des valeurs très importantes (δ2 = 4.4e+04

soit environ 46dB pour la simulation présenté sur la figure 4.4). Cela concorde avec le fait que les
signaux observés sont très peu bruités. En fixant maintenant δ2 à une valeur inférieure à la puissance
des variations peu significatives, nous forçons le modèle à sur-évaluer la variance du bruit et donc à
incorporer ces variations parasites représentées sur la figure 4.4 dans le bruit résiduel.

4.1.5 Algorithme RJMCMC pour l’estimation des paramètres

L’algorithme RJMCMC présenté dans le cas général au chapitre 3.5 ne nécessite que quelques
ajustements mineurs pour être appliqué aux signaux de la base de données SISED en tenant compte
des modifications apportées au cadre bayésien.

Les mouvements du noyau de proposition sont les mêmes, à l’exception du mouvement de mise
à jour des ordres des sous-modèles qui n’est plus nécessaire dans ce cas. Pour le reste, seules les
lois de proposition d’une rupture (i.e., sa position τ et les paramètres η de la transition) doivent
être redéfinies pour s’adapter aux fonctions de transition définies par (4.13). Ces nouvelles lois
de propositions sont maintenant notées q?0(τ,η) (proposition d’une nouvelle rupture) et q?1(τ,η)

(modification d’une rupture).

Loi de proposition q?0(τ,η)

La loi de proposition q?0(τ,η) utilisée pour les mouvements de naissance/mort et de fusion/division
des ruptures, est définie par :

q?0(τ,η) = q?0(τ)q?0(λ|τ)q?0(α)q?0(c), (4.24)
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c’est à dire que chaque paramètre est proposé de manière indépendante aux autres à l’exception de
λ qui dépend de τ . La loi de proposition de τ reste inchangée : q?0(τ) = q0(τ) définie à l’équation
(3.41).

Proposition du paramètre d’échelle λ Pour construire une loi de proposition pour le paramètre
λ, nous nous basons sur la propriété que l’aire Aπ , définie à la proposition 4.1.2, est égale à λ pour
la fonction de transition reparamétrée (4.13). Supposons que τ ∼ q?0(τ) soit la k-ième transition du
modèle, soit τ = τk. Soit

τ (−) =
τk + τk−1

2
, et τ (+) =

τk + τk−1

2
,

respectivement le centre du segment [τk−1, τk] et le centre de [τk, τk+1]. On normalise x(t) entre
ces deux points de sorte à produire une estimation de la fonction de transition :

π̂k(t) =
x(t)− x(τ (−))

x(τ (+))− x(τ (−))
∈ [0, 1], (4.25)

pour tout t ∈ [τ (−), τ (+)], où π̂k(0) = 0 et π̂k(1) = 1. On estime alors λ en approximant l’aire
définie en 4.1.2 :

λ̂ =
∑

t∈[τ(−),τk]

π̂k(t) +
∑

t∈[τk,τ(+)]

1− π̂k(t). (4.26)

Finalement on propose λ selon une loi gamma de variance σ2
λ = 0.1 et de moyenne λ̂ :

λ ∼ G

(
λ̂2

σ2
λ

,
σ2
λ

λ̂

)
. (4.27)

Proposition du paramètre de forme α Le paramètre de forme α est tiré selon une loi normale :

α ∼ N
(
µα, σ

2
α

)
, (4.28)

de moyenne µα = 0 et de variance σ2
α = 1.

Proposition de l’étiquette c L’étiquette c est tirée uniformément sur {0, 1} selon sa loi a priori :

q?0(c) = p(c). (4.29)

Loi de proposition q?1(τ, η)

A l’instar de q1(τ, η) définie en (3.50), q?1(τ, η) est définie comme une loi de mélange entre
la loi de proposition q?0(τ, η) et une marche aléatoire gaussienne autour des valeurs courantes des
paramètres τ, η. Les équations présentées au paragraphe 3.5.5 s’appliquent donc directement en
remplaçant q0(τ, η) par q?0(τ, η) :

q?1(τ, η) = q?1(τ)q?1(λ)q?1(α)q?1(c),
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avec :

q?1(τ) = wq?0(τ) +
1− w√

2πσ2
τ

e
− 1

2σ2
τ

(τ−τ(i−1))2

,

q?1(λ) = wq?0(λ) +
1− w√

2πσ2
λ

e
− 1

2σ2
λ

(λ−λ(i−1))2

IR+(λ),

q?1(α) = wq?0(α) +
1− w√

2πσ2
α

e
− 1

2σ2
α

(α−α(i−1))2

,

où w = 0.2 et σ2
τ = σ2

λ = σ2
α = 0.1. Enfin on définit la loi de proposition du paramètre c :

q?1(c) = wq?0(c) + (1− w)Ic=c(i−1)(c).

4.2 Résultats de modélisation des signaux transitoires de la base
de données SISED

L’algorithme défini au chapitre 3, complété des modifications présentées dans le présent cha-
pitre, est utilisé pour estimer les paramètres du modèle à transitions régulières pour chacun des
signaux transitoires de la base de données SISED. Le paramètre δ2 est fixé à 15dB soit δ2 = 31.6

environ. Nous simulons Niter = 1e4 vecteurs des paramètres (θ(i))i=1,...,Niter . Les Nchauffe = 2e3

premiers vecteurs, correspondant à la période de chauffe, ne sont pas utilisés pour l’analyse. Nous
estimons alors les paramètres du modèle au sens du maximum a posteriori marginal (MMAP).
C’est-à-dire que nous calculons dans un premier temps le mode du nombre de sous-modèles K̂, en
prenant la valeur la plus fréquente de K parmi les échantillons générés (θ(i))i=1,...,Niter

. Puis, dans
un second temps, on estime les paramètres du modèle θ̂ au sens du MMAP :

θ̂ = θ(̂i), (4.30)

avec î défini par :

î = arg maxi = Nchauffe + 1, . . . , Niter

K(i) = K̂

f(θ(i)|x). (4.31)

La fonction de régression est obtenue à partir de l’estimation des paramètre θ̂ = {τ̂ , η̂, σ̂2} :

m̂ = Z(τ̂ , η̂)β̂, (4.32)

où β̂ est la moyenne de la loi a posteriori conditionnelle de β (3.33) :

β̂ =
δ2

1 + δ2

[
ZTZ

]−1
ZTx. (4.33)

Notons que l’estimé obtenu par moyennage point par point de la fonction de régression (3.56), n’est
pas pertinent si l’on cherche à extraire des paramètres significatifs pour chaque signal. Nous ne
l’utiliserons donc pas ici.

La figure 4.5 présente la puissance active de différents transitoires d’aspirateur (en bleu) et la
fonction de régression estimée pour chacun d’eux (en rouge). La position des transitions τ̂ est re-
présentée par des lignes pointillées verticales. Les figures 4.6, 4.7, 4.8 et 4.9 présentent des résultats
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Usage Ne R̂SBdB (dB) σ̂ε (W) K̂

Aspirateur 16 39.2 18.5 2.8
Bouilloire 12 52.5 3.73 2
Lampe halogene 5 36.5 3.97 3
Réfrigérateur 36 30.1 17.9 3.8
Four micro-ondes 35 32.3 57.4 3.2

TABLE 4.1: Pour chaque usage : nombre d’exemples dans la base de données SISED (Ne). Rapport
signal à bruit en décibels entre la fonction de régression estimée et le bruit résiduel (R̂SBdB).
Ecart-type du bruit σ̂ en Watts. Nombre estimé de sous-modèles (K̂). Toutes les indicateurs sont
moyennés sur l’ensemble de la base de données.

analogues pour, respectivement, les transitoires de bouilloire, de lampe halogène, de réfrigérateur
et de four micro-ondes.

Pour mesurer la qualité de la modélisation de chaque transitoire, on calcule le rapport signal à
bruit entre la fonction de régression et le bruit résiduel :

R̂SB =
E
[
m̂T m̂

]
E [(x− m̂)T (x− m̂)]

,

que l’on exprime en décibels :

R̂SBdB = 10 log10(RSB).

ainsi que l’écart-type du bruit résiduel :

σ̂ε =
√
E [(x− m̂)T (x− m̂)].

Le tableau 4.1 présente le rapport signal à bruit en décibels R̂SBdB, l’écart type du bruit σ̂ε et
le nombre de sous-modèle K̂, moyennés sur chaque classe de signaux étudiée, ainsi que le nombre
d’exemples au sein de chaque classe Ne.

4.3 Conclusions
Les résultats de la modélisation des signaux transitoires de la base de données SISED s’avèrent

très satisfaisants, aussi bien en terme de qualité de la représentation des signaux qu’en terme de
parcimonie. Le modèle à transitions régulières, muni de sous-modèles constants et de fonctions
de transitions exponentielles étendues, fourni une très bonne approximation des classes de signaux
étudiés. L’approche consistant à fixer la valeur du rapport signal à bruit δ2 a priori dans notre modèle
bayésien permet de réaliser le compromis précision/parcimonie pour la reconstruction, le nombre de
rupturesK s’ajustant afin de ne représenter que les variations principales des signaux observés. Ces
résultats, même s’ils sont prometteurs, doivent maintenant être analysés plus globalement, classe par
classe, afin de chercher à caractériser les types d’usage. Cela nécessite d’exploiter judicieusement
les distributions a posteriori des paramètres estimés pour apprendre le comportement de chaque
classe de signaux. Cette phase d’apprentissage fait l’objet du chapitre suivant.
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FIGURE 4.5: Transitoires d’aspirateurs : puissance active mesurée (points bleus) - estimateur
MMAP du modèle à transition régulière (trait rouge) - positions estimées MMAP de ruptures (poin-
tillés verticaux).
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FIGURE 4.6: Transitoires de bouilloires : puissance active mesurée (points bleus) - estimateur
MMAP du modèle à transition régulière (trait rouge) - positions estimées MMAP de ruptures (poin-
tillés verticaux).
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FIGURE 4.7: Transitoires de lampes halogènes : puissance active mesurée (points bleus) - estima-
teur MMAP du modèle à transition régulière (trait rouge) - positions estimées MMAP de ruptures
(pointillés verticaux).
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FIGURE 4.8: Transitoires de réfrigérateurs : puissance active mesurée (points bleus) - estimateur
MMAP du modèle à transition régulière (trait rouge) - positions estimées MMAP de ruptures (poin-
tillés verticaux).
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FIGURE 4.9: Transitoires de fours micro-ondes : puissance active mesurée (points bleus) - estima-
teur MMAP du modèle à transition régulière (trait rouge) - positions estimées MMAP de ruptures
(pointillés verticaux).





CHAPITRE 5

Apprentissage de transitoires
électro-domestiques

Lors des chapitres précédents, nous avons présenté un modèle de régression (chapitre 3) et nous
avons constaté son efficacité pour modéliser les signaux de la base de données SISED (chapitre
4). Dans ce chapitre, nous mettons en œuvre une méthode d’apprentissage statistique afin, dans un
premier temps, d’apprendre les caractéristiques des signaux au sein de chaque classe d’usage, et,
dans un second temps, de déterminer automatiquement la classe de signaux extérieurs à cette base
de données. Les classes de signaux que l’on cherche à caractériser sont les 5 classes d’usages sé-
lectionnée dans la partie 2.1.2, c’est à dire la classe des signaux d’aspirateur, de réfrigérateur, de
bouilloire, de lampe halogène et de four micro-ondes. La méthodologie proposée s’appuie naturel-
lement sur l’estimation des paramètres du modèle de régression à transitions régulières.

5.1 Apprentissage statistique : enjeux et méthodes

5.1.1 Définitions
L’apprentissage statistique est le champ d’étude qui consiste à apprendre une fonction de pré-

diction à partir de données empiriques observées. Les données d’entrée appartiennent à l’espace des
entrées, noté X . Cet espace peut prendre des formes très diverses en fonction des applications (e.g.,
un ensemble de documents ou un ensemble de signaux que l’on cherche à classifier, les symptômes
d’un patient que l’on souhaite diagnostiquer, etc.). La fonction de prédiction prend ses valeurs dans
l’espace des sorties, noté Y , qui constitue la grandeur d’intérêt (e.g., la classe du document ou du
signal d’entrée, le diagnostic du patient). On supposera, dans le cadre de cette thèse, que Y est un
espace discret, que l’on notera C, auquel cas on parle de classification (par opposition à la régression
lorsque Y est un espace continu).

Pour construire la fonction de prédiction, les méthodes d’apprentissage se fondent sur une base
de données d’exemples, c’est-à-dire un ensemble de données d’entrées appartenant à X . Ces mé-
thodes d’apprentissage statistique se développent alors en deux phases :

1. Une phase d’apprentissage, consistant à identifier la structure des données observées, c’est-
à-dire à construire la fonction de prédiction. On distingue ici l’apprentissage supervisé, où
la classe (la valeur de la fonction de prédiction) de chaque donnée observée est connue,
et l’apprentissage non-supervisé, où les classes doivent être identifiées simultanément à la
fonction de prédiction, à partir des données observées.

2. Une phase de prédiction, consistant à déterminer la classe de nouvelles données d’entrées,
c’est-à-dire à calculer la fonction de prédiction pour des points de X qui n’appartiennent pas
à l’ensemble d’apprentissage.

Il en résulte un algorithme permettant de généraliser le comportement analysé sur les données ob-
servées à de nouvelles données.
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Notons que pour une majorité des problèmes concrets de classification, la fonction de prédic-
tion n’est pas construite à partir des données d’entrées brutes, mais une phase d’extraction de ca-
ractéristiques est préalablement réalisée. Cette phase correspond à une transformation des données
d’entrées afin dans extraire les caractéristiques significatives pour la classification. Chaque élément
de X est donc associé à un élément de l’espace des caractéristiques Θ. La fonction de prédiction est
alors construite à partir des caractéristiques des données d’entrées.

5.1.2 Enjeux

Il y a deux enjeux majeurs, sous-jacents à cette méthodologie. D’une part la construction de la
fonction de prédiction et son calcul pour toute nouvelle donnée présentée constitue un problème
algorithmique pratique. D’autre part, les méthodes d’apprentissage statistique soulèvent un pro-
blème théorique : comment contrôler la capacité d’une méthode à généraliser le comportement
appris sur quelques exemples à d’autres données. Plus précisément, une méthode d’apprentissage
doit nécessairement répondre à un compromis entre deux phénomènes, le sous-apprentissage et le
sur-apprentissage. Le sous-apprentissage se manifeste lorsque la fonction de prédiction ne prédit
pas correctement la classe des données de la base d’apprentissage. Cela se produit dans le cas où
la fonction de prédiction n’est pas suffisamment flexible pour s’adapter aux données d’entraîne-
ment. A l’opposé, le sur-apprentissage se manifeste par une prédiction correcte pour les données
d’apprentissage, mais un taux d’erreur élevé pour la prédiction de nouvelles données. Cela se pro-
duit lorsque la fonction de prédiction est suffisamment complexe pour s’adapter exagérément aux
données d’apprentissage qui peuvent être bruitées ou présenter une vision partielle de la réalité.
Le compromis entre sous-apprentissage et sur-apprentissage est donc équivalent à un compromis
entre capacité d’ajustement et complexité de la fonction de prédiction, qui est classique dans le do-
maine de la sélection de modèle. Pour une définition plus précise des notions présentées ci-dessus,
le lecteur peut se rapporter à la théorie de Vapnik–Chervonenkis [Vapnik 2000].

5.1.3 Choix d’une méthode d’apprentissage

Dans la littérature, il existe de nombreuses méthodes pour la construction de la fonction de
prédiction (voir par exemple [Bishop 2006, Hastie 2009] pour une vue d’ensemble de ces métho-
des). On citera en particulier, les méthodes de partitionnement de données, tel que l’algorithme des
k-moyennes qui permet de réaliser un apprentissage non-supervisé d’un ensemble de données en
les regroupant par « paquets » homogènes par rapport à une distance donnée. Pour l’apprentissage
supervisé, on peut considérer une méthode très simple : attribuer à toute nouvelle donnée la classe
la plus fréquente parmi ses k plus proches voisins parmi les données d’apprentissage (algorithme
KNN pour « k-nearest-neighbor » ). Les méthodes basées sur les réseaux de neurones ont connues
un important succès depuis les années 80. Enfin, depuis les années 90, les séparateurs à vastes
marges (SVM, voir [Steinwart 2008]) ont fait l’objet de nombreux développements. Ces méthodes
combinent deux éléments. D’une part, le coup du noyau (« kernel-trick » ) permet, en transformant
les données d’entrées, de remplacer un problème non-linéaire par un problème linéaire. D’autre
part, les SVM recherchent un classifieur sous la contrainte de marge maximale pour limiter les
problèmes de sur-apprentissage.

Cependant, ces méthodes ne peuvent être appliquées directement au problème de classifica-
tion utilisant un modèle à transitions régulières. En effet, une difficulté spécifique à la démarche
proposée est que le nombre de paramètres estimé est variable d’un signal à l’autre. Le nombre de
caractéristiques utilisé pour classifier chaque signal est donc variable. Plus précisément, l’espace
des caractéristiques est la réunion de plusieurs sous-espaces de dimension différentes (cf. équation
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(3.37)). Or les méthodes standard de classification, ne permettent pas de manipuler directement ce
type d’espaces.

Les méthodes citées jusqu’à présent appartiennent à la catégorie des méthodes discriminatives,
dans le sens où elles visent à calculer directement la règle de classification p(c|θ),∀c ∈ C,∀θ ∈
Θ. Par opposition, les méthodes génératives visent à modéliser la densité de probabilité jointe
p(c,θ),∀c ∈ C,∀θ ∈ Θ. La modélisation de cette loi jointe permet ensuite de calculer la règle
de classification en utilisant la loi de Bayes. Bien que considérées comme sous-optimales par rap-
port aux méthodes discriminatives, les méthodes génératives proposent une modélisation globale
du problème et permettent d’introduire facilement des connaissances a priori sur la structure des
données d’entrée dans la règle de classification.

Nous proposons donc l’utilisation d’une méthode générative pour la classification, basée sur une
approche bayésienne, dans la continuité méthodologique de la démarche adoptée pour l’estimation
des paramètres du modèles. En plus de fournir un cadre théorique pour manipuler les éléments de
l’espace des caractéristiques, nous pourrons alors combiner l’étape d’extraction des caractéristiques
avec l’étape d’apprentissage au sein d’une unique structure bayésienne hiérarchique.

Dans un premier temps, ce chapitre décrit schématiquement la mise en œuvre d’un classifieur
bayésien standard. Puis nous proposons de réaliser conjointement l’estimation des paramètres de
chaque exemple de la base de données et l’apprentissage des paramètres par le moyen d’une ap-
proche bayésienne hiérarchique. Enfin, nous exposons les résultats obtenus pour l’apprentissage et
la classification des signaux de la base de données SISED.

5.2 Apprentissage bayésien

5.2.1 Apprentissage bayésien standard

Notations

Dans le cadre de l’application de classification des signaux de la base SISED, l’espace des en-
trées, X , correspond à l’espace des séries temporelles des échantillons de la puissance active d’un
signal transitoire. Notons XBDD ⊂ X l’ensemble des signaux de la base de données d’appren-
tissage. Chaque élément x ∈ XBDD correspond donc à la série temporelle des échantillons de la
puissance active d’un signal transitoire. Pour chaque signal x ∈ XBDD on dispose d’une étiquette
de la classe du signal c(x) ∈ C où C est l’ensemble des étiquettes possibles C = {1, . . . , Nclass} et
Nclass est le nombre de classes (Nclass = 5 dans cette thèse). Enfin, notons XBDDc l’ensemble des
signaux d’apprentissage appartenant à la classe c, XBDDc = {x ∈ XBDD : c(x) = c}, ∀c ∈ C.

Dans un cadre bayésien, le problème de la classification supervisée d’un signal quelconque
x ∈ X , se résume à calculer la densité a posteriori de l’étiquette du nouveau signal c = c(x)

connaissant la base de donnée étiquetée p(c|x,XBDD). Si l’on choisit une fonction de coût, on peut
alors déterminer l’estimateur de c. Par exemple, pour une fonction de coût 0 − 1, l’estimateur de c
sera :

ĉ = arg max
c∈C

p(c|x,XBDD). (5.1)

Par ailleurs, la densité a posteriori p(c|x,XBDD) s’exprime d’après la loi de Bayes

p(c|x,XBDD) ∝ p(x|c,XBDD)p(c), (5.2)

où p(c) désigne l’a priori dont on dispose sur la classe c des signaux.
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(a) Apprentissage bayésien standard : Distribution du
paramètre d’échelle λ2 pour la classe « Lampe Halo-
gène, conditionnellement à K = 3. »
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(b) Apprentissage bayésien hiérarchique : Distribution
du paramètre d’échelle λ2 pour la classe « Lampe Ha-
logène, conditionnellement à K = 3. »

FIGURE 5.1: Exemple de régularisation de la distribution apprise des caractéristiques.

Extraction de caractéristiques

Pour les raisons discutées au paragraphe 2.4, nous ne souhaitons pas utiliser directement les
échantillons du signal temporel x pour identifier chaque classe de signaux. Nous cherchons à obte-
nir à partir des signaux étudiés un ensemble de caractéristiques θ pertinentes pour la classification.
Cette étape permet de réduire la dimension des objets à classifier (les signaux temporels x) pour
en extraire l’information la plus pertinente possible. Ces caractéristiques θ correspondent aux para-
mètres du modèle à transitions régulières présenté précédemment. Dans un cadre bayésien, il existe
plusieurs approches pour mettre en relation l’extraction de caractéristiques et l’apprentissage.

Dans une approche de classification standard, l’étape d’extraction de caractéristiques est réalisée
lors d’une étape préliminaire à l’apprentissage, de façon entièrement indépendante. Chaque signal
x se voit associé un vecteur de caractéristiques θ le représentant et l’apprentissage est réalisé à
partir de ces caractéristiques. Il suffit alors d’appliquer l’apprentissage bayésien présenté ci-dessus
en remplaçant les signaux d’apprentissage et les signaux test par leur vecteur de caractéristiques.
Il faut alors construire la densité de probabilité p(θ|c,XBDD) pour chaque classe. Cette première
approche est adaptée si l’étape d’extraction de caractéristique est directe, c’est-à-dire si l’estimation
des caractéristiques d’un signal quelconque ne pose aucun problème.

Dans le cas présent, l’estimation des caractéristiques présente à elle seule une difficulté, que
nous avons résolue à l’aide d’une méthode bayésienne dédiée (cf chapitre 3). Il serait envisageable
dans ce cas de recourir à un estimateur bayésien standard des caractéristiques, par exemple l’esti-
mateur du maximum a posteriori θ̂map, et de l’utiliser comme entrée du classifieur en lieu et place
des signaux x. Cependant cette approche s’avère peu satisfaisante car l’ensemble de la distribution
a posteriori f(θ|x) des paramètres θ est alors réduite à la seule valeur ponctuelle d’un estimateur.

Afin d’exploiter toute la distribution a posteriori des paramètres, une solution alternative consis-
terait à combiner les distributions a posteriori des paramètres estimés pour chacun des signaux d’en-
traînement d’une même classe afin de former une unique distribution représentative de la classe.
Cette approche est relativement simple à mettre en œuvre, puisqu’il suffit, par exemple, de consi-
dérer que la loi p(θ|c,XBDDc) est constituée du mélange de chacune des lois a posteriori p(θ|x)

pour x ∈ XBDDc.
A ce stade, le problème rencontré est que la loi ainsi obtenue ne se généralise pas forcément aux
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φ

FIGURE 5.2: Graphe orienté acyclique des dépendances conditionnelles entre les observations xi,
les paramètres θi et les hyperparamètres φ et c pour le modèle d’apprentissage bayésien hiérar-
chique.

signaux n’appartenant pas aux signaux d’apprentissage. Par exemple, dans le cas des signaux transi-
toires électriques, la figure 5.1(a) représente la loi obtenue en mélangeant la loi a posteriori du para-
mètre d’échelle de la deuxième transition de chacun des exemples de la classe « Lampe Halogène ».
Cette loi, peu régulière, présente deux modes principaux. Cela est dû au petit nombre d’exemples
dont nous disposons pour la construire. Naturellement, en augmentant le nombre d’exemples, les
« vides » de cette loi devraient probablement se combler et la loi apprise se régulariserait. Cepen-
dant, en l’absence de données supplémentaires, il faut forcer la régularisation de la loi apprise afin
d’assurer la capacité de la méthode à généraliser le comportement appris sur un nombre réduit
d’exemples.

Dans le cadre de méthodes bayésiennes standard, cette loi peut-être régularisée a posteriori
en réalisant un lissage de la distribution des caractéristiques des exemples de le base de données.
Dans cette thèse nous proposons d’utiliser une méthode d’apprentissage bayésien hiérarchique qui
permet de contrôler a priori la forme de la distribution apprises des caractéristiques et de réaliser
conjointement l’estimation des paramètres θ et le calcul de la loi p(θ|c,XBDD). Ce type de méthode
à l’avantage sur les méthodes classiques de permettre d’aboutir directement à des distributions ré-
gulières pour les caractéristiques classifées (cf la Fig. 5.1(b)).

5.2.2 Modèle bayésien hiérarchique pour l’apprentissage

L’apprentissage bayésien hiérarchique [Davy 2002] consiste à combiner l’étape d’extraction
des caractéristiques des signaux tests (i.e., l’estimation des paramètres du modèle à transitions ré-
gulières pour chaque signal) avec l’étape d’apprentissage (i.e., l’estimation de la distribution des
caractéristiques au sein d’une classe). Ces deux étapes, habituellement traitées de manière séquen-
tielle, sont réalisées conjointement au sein d’un modèle bayésien hiérarchique. Supposons que la
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classe c contienne Nc signaux d’apprentissage Nc = card(XBDDc), que l’on numérote arbitraire-
ment de 1 à Nc. Pour chaque signal xi tel que i = 1, . . . , Nc, on considère le modèle génératif
suivant :

xi ∼p(xi|θi), (5.3)

θi ∼p(θi|φ), (5.4)

φ ∼p(φ|c). (5.5)

Les dépendances conditionnelles engendrées par les équations ci-dessus se traduisent par le graphe
orienté acyclique de la figure 5.2. Ce modèle hiérarchique présente deux niveaux d’abstraction
principaux. D’une part, chaque signal xi est contrôlé par un vecteur de caractéristiques θi qui lui est
propre. Cela permet au modèle de prendre en compte la variabilité des signaux au sein d’une classe :
bien que les signaux d’une même classe possèdent des caractéristiques semblables, ils ne sont pas
strictement identiques. D’autre part, la distribution f(·|φ) de chacune de ces caractéristiques θi
obtenue pour chacun des signaux xi est la même pour tous les signaux x1, . . . ,xNc d’une même
classe c. C’est ce second niveau d’abstraction qui permet au modèle de regrouper les signaux au sein
d’une même classe en considérant les caractéristiques suffisamment proches pour être modélisées
selon la même loi. Ces deux niveaux d’abstraction correspondent en fait à des sur-hypothèses (en
anglais « overhypothesis » ) au sens ou l’entend l’auteur de [Kemp 2007]. Chaque niveau du modèle
bayésien hiérarchique proposé correspond donc à une étape standard de l’apprentissage supervisé :

1. estimer θi à partir du signal xi et des hyperparamètres φ correspond à l’extraction du vecteur
de caractéristiques,

2. estimer la loi de φ à partir de {θi}i=1,...,Nc , étant donné une classe c, correspond à l’appren-
tissage de la distribution des caractéristiques au sein d’une classe,

ces étapes étant maintenant réalisées conjointement.
Pour pouvoir par la suite obtenir une règle de classification pour de nouveaux signaux, nous

devons donc, pour chaque classe, estimer la loi des paramètres φ à partir des signaux de la base
d’apprentissage XBDDc = {x1, . . . ,xNc}. D’après la loi de Bayes, la loi a posteriori des hyperpa-
ramètres φ vaut :

p(φ|x1, . . . ,xNc , c) ∝ p(x1, . . . ,xNc |φ)p(φ|c), (5.6)

Les signaux xi étant supposés indépendants conditionnellement à φ, il vient :

p(φ|x1, . . . ,xNc , c) ∝ p(φ|c)
Nc∏
i=1

p(xi|φ). (5.7)

∝ p(φ|c)
Nc∏
i=1

∫
p(xi,θi|φ)dθi. (5.8)

∝ p(φ|c)
Nc∏
i=1

∫
p(xi|θi)p(θi|φ)dθi. (5.9)

En pratique, la marginalisation par rapport aux vecteurs de caractéristiques θi de chaque signal
est rarement réalisable analytiquement. C’est pourquoi on s’intéresse à la distribution jointe des
hyperparamètres φ et des vecteurs de caractéristiques θ1, . . . ,θNc :

p(φ,θ1, . . . ,θNc |x1, . . . ,xNc , c) ∝ p(φ|c)
Nc∏
i=1

p(xi|θi)p(θi|φ). (5.10)
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Cette dernière équation est centrale puisqu’elle permet d’estimer conjointement le vecteur de carac-
téristiques de chaque signal et le vecteur des hyperparamètres qui détermine la distribution de ces
vecteurs au sein d’une classe. Notons que le modèle hiérarchique proposé peut être identifié à un
modèle à variables latentes (cf [Bishop 1999]), où on cherche à inférer la classe, à partir des signaux
observés, les caractéristiques θ étant des variables latentes.

Jusqu’ici nous sommes restés dans un cadre général sans préciser les densités de probabilités
(5.3), (5.4) et (5.5) qui déterminent le modèle hiérarchique. Dans le cadre de cette thèse, la densité
de probabilité (5.3) correspond simplement à la vraisemblance du modèle à transitions régulières
(3.14), telle qu’exposée au chapitre 3. La suite de ce chapitre est donc consacrée à préciser la densité
de probabilité a priori des vecteurs de caractéristiques (5.4) et des hyperparamètres (5.5).

5.2.3 Densité a priori des vecteurs de caractéristiques

Comme nous l’avons vu, la densité de probabilité (5.4) spécifie, pour le modèle hiérarchique
présenté, la distribution des vecteurs de caractéristiques pour une classe donnée. C’est donc cette
densité de probabilité qui est garante du compromis entre sous-apprentissage et sur-apprentissage
des signaux de la base de données. Le choix d’une densité de probabilité trop rigide (avec trop peu de
paramètres) empêcherait le modèle de capturer la variabilité entre deux signaux de la même classe.
Inversement, une densité de probabilité trop flexible (avec trop de degrés de liberté) provoquerait
certainement des problèmes de sur-apprentissage.

Classification et modèles à dimension variables : hypothèses sur la loi a priori

La difficulté principale, liée à l’utilisation du modèle à transitions régulières, est que l’espace des
caractéristiques est la réunion de sous-espaces de différentes dimensions (voir (3.37)). On rappelle
que le jeu des paramètres associé au signal xi s’exprime comme θi = (τ i,ηi,βi,Ki, σ

2
i ) pour le

modèle à transitions régulières. τ i est le vecteur contenant les positions des transitions, βi est le
vecteur des coefficients des sous-modèles, σ2

i est la variance du bruit et ηi = (λi,αi, ci) est le
jeu des paramètres des fonctions de transitions présentées précédemment (voir paragraphe 4.1.3)
et associées à chacune des transitions. λi est le vecteur des paramètres d’échelle, αi le vecteur
des paramètres de forme et ci le vecteur des variables indicatrices de la fonction exponentielle
généralisée ou de la fonction complémentaire. Il est important de remarquer que la dimension des
vecteurs τ i,ηi et βi est une fonction du nombre de ruptures Ki.

Afin d’appréhender plus facilement les lois de ces paramètres qui prennent leurs valeurs dans
des espaces de dimensions variables, les hypothèses suivantes sont supposées satisfaites. Condition-
nellement au nombre de ruptures Ki = k :

– les lois a priori des vecteurs de paramètres (τ i,ηi,βi) sont gouvernées par des jeux d’hy-
perparamètres distincts notés φk ⊂ φ : (τ i,ηi,βi)|(Ki = k) ∼ p(·|φk) pour tout k ≥ 0,

– les vecteurs de paramètres ((τ i,ηi,βi)|φk)k≥0 sont mutuellement a priori indépendants.
Par conséquent, en supposant de plus que les paramètresKi et σ2

i sont a priori indépendants sachant
φ, la densité de probabilité a priori jointe s’exprime comme

p(θi|φ) = p(σ2
i |φ)

+∞∑
k=0

p(Ki = k|φ)p(τ i,ηi,βi|φk, σ2
i ). (5.11)

Le choix fait dans cette thèse de différencier les hyperparamètres associés à chaque valeur du
nombre de ruptures K présente l’avantage de la simplicité en subdivisant les signaux d’apprentis-
sage en sous-ensembles associés aux différentes valeurs deK. L’inconvénient est qu’en subdivisant
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ainsi la base de données, le risque existe d’appauvrir l’information disponible dans une base de
donnée déjà réduite. D’autre part, le nombre d’hyperparamètres permettant de représenter la distri-
bution des caractéristiques des signaux au sein d’une classe, est alors conséquent.

Faire un choix différent pour la structure de la densité de probabilité p(θi|φ) soulèverait immé-
diatement un problème d’identification des fonctions de transitions entre deux modèles ne possédant
pas le même nombre de sous-modèles. Par exemple, admettons qu’un premier signal x1 soit mo-
délisé par une fonction de transition (K1 = 1) alors qu’un second signal x2 est modélisé par deux
fonctions de transition (K2 = 2). Il est possible que les deux signaux soient très similaires, mais
que l’une des deux fonctions de transition du signal x2 corresponde à un niveau de détail supplé-
mentaire par rapport à la représentation du signal x1. Dans ce cas, l’autre fonction de transition de
x2 doit posséder des caractéristiques similaires à la fonction de transition de x1, et il pourrait être
utile de considérer ces corrélations dans le cadre de l’apprentissage de ces signaux. Cependant, le
problème consistant à identifier la fonction de transition du signal x2 correspondant à la fonction
de transition de x1 n’est pas trivial, même si des travaux récents [Roodaki 2012] visent à interpréter
les échantillons générés par un algorithme RJMCMC afin d’identifier ce type de corrélations dans
des espaces trans-dimensionnels. Dans cette thèse nous ne tiendrons pas compte de ces corrélations
possibles entre les représentations de dimension différentes.

Nous détaillons ci-après la distribution des jeux de paramètres qui caractérisent les signaux
au sein d’une classe. Notons que le choix de chacune de ces lois est guidé par les mêmes prin-
cipes généraux. D’une part, nous choisissons aussi souvent que possible des lois conjuguées par
rapport à la vraisemblance du modèle. Mais contrairement aux chapitres précédents où les lois a
priori étaient choisies afin d’être si possible non-informatives et de faire intervenir peu d’hyperpa-
ramètres, il peut être intéressant d’introduire des hyperparamètres supplémentaires. Ces hyperpa-
ramètres supplémentaires peuvent en effet capturer directement les différentes caractéristiques des
lois des paramètres selon chaque classe. Néanmoins, les lois a priori choisies doivent également
rester unimodales et, à l’inverse, ne pas dépendre de trop d’hyperparamètres. Il s’agit de limiter le
phénomène de sur-apprentissage, notamment au vu de la taille réduite de la base de données SISED.

Loi du nombre de transitions Ki

Pour la loi du nombre de transitions, nous choisissons une loi de Poisson, paramétrée par sa
moyenne µK :

p(Ki|µK) = e−µK
µKiK
Ki!

, (5.12)

pour tout Ki ∈ N. Ce choix est similaire à celui effectué au chapitre 3 pour l’estimation des para-
mètres d’un seul transitoire, voir paragraphe 3.4.1.

Loi de la variance du bruit σ2
i

La variance du bruit σ2
i est supposée distribuée selon une loi inverse-gamma, de paramètre

d’échelle ρσ :

σ2
i |ρσ ∼ IG (1, ρσ) . (5.13)

Cette loi est marginalement conjuguée par rapport à la vraisemblance du modèle, et permet d’in-
troduire un nouvel hyperparamètre ρσ par rapport au modèle (3.27) présenté lors du chapitre 3.
Ce degré de liberté supplémentaire vise à capturer les principales tendances de la variance au sein
d’une classe donnée.
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Loi des paramètres des sous-modèles βi

Dans le cadre de l’apprentissage, nous supposerons que le premier sous-modèle est une fonction
constante connue. Cela correspond à l’hypothèse de régime permanent de la consommation élec-
trique avant l’appel de courant initial. Nous avons pu vérifier la validité de cette hypothèse lors de
la phase de modélisation des signaux de la base de données SISED. De plus, on peut supposer, sans
perte de généralité, que cette consommation initiale est nulle et est donc modélisée par la fonction
nulle. Les paramètres des sous-modèles βi sont alors supposés distribués selon une loi de type g-
prior identique à la loi a priori utilisée pour l’estimation des paramètres du modèle (cf paragraphe
3.4.1) :

βi|σ2
i , Zi ∼ N

(
0, σ2

i δ
2[(Zi)

TZi]
−1
)
, (5.14)

où δ2 est un hyperparamètre et où Z?i est la matrice de régression du signal i, i.e., la matrice
Z (τ i,ηi), dont la première colonne a été retirée en accord avec l’hypothèse que le premier sous-
modèle est nul en tout point.

Les avantages de ce choix pour la loi a priori des paramètres des sous-modèles β sont les
mêmes que ceux exposés en 3.4.1. D’une part, l’estimation des paramètres est alors invariante par
rapport à un changement de base de régression des sous-modèles (cf proposition 3.4.1). D’autre
part, l’hyperparamètre δ2 est alors identifiable à un rapport signal à bruit (cf proposition 3.4.2), ce
qui nous permet de fixer a priori le niveau de reconstruction attendu de la modélisation à transition
régulière (cf paragraphe 4.1.4). Par la suite, δ2 est fixé à un niveau de 15dB, soit δ2 = 31.6.

Loi de la position τ i des ruptures

La loi a priori de la position des ruptures ne porte en fait pas directement sur ces grandeurs. En
effet, la position absolue des ruptures n’est pas significative, puisque la fenêtre d’observation des
signaux de la base de données est arbitraire. La position de la première rupture représente en fait
l’instant d’enclenchement de l’usage et n’est donc pas utile pour la classification de l’usage. On la
modélise selon une loi uniforme sur une fenêtre de recherche donnée. Les grandeurs d’intérêt pour
la classification sont donc plutôt la longueur des intervalles entre les transitions dτk,i = τk+1,i−τk,i,
pour tout 1 ≤ k ≤ Ki, où la configuration des ruptures est supposée ordonnée : τ1,i < τ2,i . . . <

τKi,i. Les longueurs de ces intervalles sont supposées a priori indépendantes et distribuées selon
les lois exponentielles suivantes :

dτk,i|ρτk,Ki ∼ G(ντk,Ki , ρτk,Ki ) ∀k = 1, . . . ,Ki − 1. (5.15)

où ντk,Ki est un paramètre de forme fixé à ντk,Ki = 1 (i.e., une loi exponentielle) et ρτk,Ki est
alors le paramètre d’échelle modélisant la moyenne du k-ième intervalle dτk,i. Il est intéressant de
souligner les similitudes avec le processus de Poisson homogène (3.17) choisi comme a priori au
chapitre 3. En effet, une propriété classique dans le cas du processus de Poisson homogène est que
les longueurs inter-occurrences sont indépendantes et distribuées selon des lois exponentielles. Ce-
pendant, ces lois exponentielles sont toutes identiques avec un paramètre qui dépend de l’intensité
du processus. Avec ce nouvel a priori , un paramètre ρτk,Ki spécifique à chaque configuration ayant
un nombre de segments Ki et à chaque segment k, pour 1 ≤ k ≤ Ki, de cette configuration, est
introduit afin de caractériser ces lois.

On note

ρτKi =
(
ρτ1,Ki , . . . , ρτKi−1,Ki

)
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l’ensemble de ces paramètres d’échelle pour une valeur K = Ki. La loi a priori du vecteur τ est
alors

p(τ i|ρτKi ) =
1

L
I[ti0,ti0+L](τ1,i)

Ki−1∏
k=1

1

ρτk,Ki
exp

(
−τk+1,i − τk,i

ρτk,Ki

)
IR+

(τk+1,i − τk,i), (5.16)

où [ti0, t
i
0 + L] désigne l’intervalle des valeurs possibles pour la première rupture τ1,i, la longueur

L étant un paramètre déterministe fixé à la moitié de la fenêtre d’observation L =
ti0+tin

2 . Notons
que les hyperparamètres ρτKi sont donc liés à la moyenne des longeurs des intervalles entre les
positions des transitions.

Loi des paramètres d’échelle λi des fonctions de transition

Les paramètres d’échelle des fonctions de transition sont distribués selon une loi gamma au sein
de chaque classe :

λk,i|ρλk,Ki ∼ G
(
νλ, ρλk,Ki

)
∀k = 1, . . . ,Ki, (5.17)

où νλk,Ki est un paramètre de forme fixé à νλk,Ki = 1 et ρλk,Ki est un paramètre d’échelle lié à la
valeur moyenne du paramètre λi. On note

ρλKi =
(
ρλ1,Ki

, . . . , ρλKi,Ki
)

(5.18)

l’ensemble de ses paramètres d’échelle pour une valeur donnée de Ki.

Loi des paramètres de forme αi des fonctions de transition

Les paramètres de forme des fonctions de transition sont distribués selon une loi normale de
moyenne µαk,Ki et de variance σ2

αk,Ki
:

αk|µαk,Ki , σ
2
αk,Ki

∼ N
(
µαk,Ki , σ

2
αk,Ki

)
∀k = 1, . . . ,Ki. (5.19)

On note µαKi =
(
µα1,Ki

, . . . , µαKi,Ki
)

et σ2
αKi

=
(
σ2
α1,Ki

, . . . , σ2
αKi,Ki

)
, respectivement les

hyperparamètres de moyenne et de variance des lois de probabilité des paramètres de forme des
fonctions de transition, pour une valeur donnée du nombre de ruptures Ki.

Loi du type c des fonctions de transition

Le type de chaque fonction de transition c = {c1, . . . , cKi} est supposé distribué selon une loi
de Bernoulli de paramètre pk,Ki :{

p(ck = 0|pk,Ki ,Ki) = pk,Ki ,

p(ck = 1|pk,Ki ,K) = 1− pk,Ki
(5.20)

pour tout 1 ≤ k ≤ Ki. On note pcKi =
(
pc1,Ki , . . . , pcKi,Ki

)
le vecteur des paramètres associés.
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Indépendance conditionnelle des lois a priori des paramètres θi

Finalement les différents jeux paramètres présentés ci-avant sont supposés être a priori mu-
tuellement indépendants conditionnellement à φ et donc à la classe c considérée (voir le graphe
de dépendances décrit fig. 5.2). C’est l’hypothèse classique de la classification bayésienne naïve.
Bien que simplificatrice, elle s’avère optimale dans de nombreux cas [Domingos 1997]. De plus elle
permet de limiter le nombre d’hyperparamètres, puisque les dépendances entre les caractéristiques
n’ont pas à être apprises.

De plus, pour une classe c donnée, les seuls paramètres dont les lois a priori font apparaître des
dépendances sont le vecteur des positions des ruptures τ (ce sont en fait la longueur des intervalles
entre les transitions qui sont indépendantes), et le vecteur des paramètres des sous-modèles β (car
le g-prior induit une corrélation entre les éléments de β).

Loi a priori des hyperparamètres

Le vecteur des hyperparamètres φ s’écrit finalement

φ = (µK , ρσ,φ0, . . . ,φk, . . .) , (5.21)

où φk =
(
ρτk , µβk , ρλk , µαk , σ

2
αk
, pck

)
est le jeu des hyperparamètres associés à une configu-

ration de K = k ruptures. Il faut remarquer que ce vecteur φ prend ces valeurs dans un es-
pace de dimension infinie. C’est en effet une conséquence de notre modélisation bayésienne non-
paramétrique : la configuration des transitions est modélisée comme la réalisation d’un processus
à valeurs dans l’espace exponentiel de toutes les configurations finies de transitions, qui est de
dimension infinie.

Le dernier niveau (5.5) du modèle hiérarchique reste maintenant à spécifier. Cela correspond à
déterminer la loi a priori de tous les hyperparamètres φ conditionnellement à la classe c.

Pour les hyperparamètres µK et ρσ , nous choisissons des loi a priori non informatives impropres
de Jeffrey :

p(µK |c) ∝
1
√
µK

IR+
(µK), (5.22)

p(ρσ|c) ∝
1

ρσ
IR+

(ρσ). (5.23)

Pour les hyperparamètres φk = {ρτk , µβk , ρλk , µαk , σ
2
αk
, pck}, nous choisissons des lois a

priori conjuguées par rapport à la loi conditionnelle des paramètres p(θ|φ). Ceci conduit à intro-
duire des lois inverse-gamma pour les paramètres d’échelle, ou conditionnellement normales pour
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les paramètres µαK :

p(ρτK |c) =

K−1∏
l=1

∆
e
− ∆
ρτl,K

ρ2
τl,K

IR+
(ρτl,K ), ∀K > 1, (5.24)

p(ρλK |c) =

K∏
l=1

∆
e
− ∆
ρλl,K

ρ2
λl,K

IR+
(ρλl,K ), ∀K > 0, (5.25)

p(µαK , σ
2
αK |c) =

K∏
l=1

∆
e
− ∆
σ2
αl,K

(σ2
αl,K

)2

e
−

µ2
αl,K

2Ψσ2
αl,K

(2πΨσ2
αl,K

)
1
2

IR×R+
(µαl,K , σ

2
αl,K

), ∀K > 0, (5.26)

p(pcK |c) =

K∏
l=1

I[0,1](cl,K) ∀K > 0, (5.27)

avec ∆ et Ψ deux paramètres déterministes, suffisamment grands pour que les lois a priori des hy-
perparamètres soient vagues. Par la suite, on fixe ∆ = 100 et Ψ = 100. Il est important de noter que
les lois a priori des hyperparamètres φK ne sont pas impropres. En effet, ces hyperparamètres défi-
nissent la loi des paramètres du modèle pour une valeur donnée du nombre de sous-modèles k. Pour
une configuration donnée des paramètres des signaux de la base d’apprentissage (θ1, . . . ,θNc),
les valeurs de k ne sont évidemment pas toutes représentées. En conséquence, il arrive qu’aucune
observation ne vienne appuyer l’estimation de ces hyperparamètres. Dans cette situation, la loi a
posteriori des hyperparamètres doit tout de même être définie, ce qui n’est pas le cas si leur loi a
priori est impropre. Au contraire, pour les hyperparamètres µK et ρσ , qui sont communs à toutes
les configurations de transition, nous pouvons choisir des lois a priori impropres car leur estimation
implique les paramètres de tous les signaux de la base d’apprentissage et s’appuie donc sur autant
d’observations.

Les relations entres les différentes variables du modèle hiérarchique proposé sont finalement
synthétisées et décrites par le graphe orienté acyclique sur la figure 5.3.

5.2.4 Loi a posteriori marginalisée

La loi a posteriori qui résulte de cette modélisation dépend d’un grand nombre de paramètres
et s’avère trop complexe pour être étudiée analytiquement. De manière classique, les paramètres
sont donc échantillonnés à l’aide de méthodes MCMC. Afin d’obtenir un échantillonneur plus ef-
ficace pour simuler la configuration des transitions, il est intéressant de réduire la dimension de
l’espace des paramètres. Ceci peut être fait en marginalisant par rapport à certains paramètres et
hyperparamètres, ce qui permet de définir un échantillonneur de Gibbs partiellement marginalisé.

Lorsque c’est possible, nous intégrons donc les paramètres θ et les hyperparamètresφ pour mar-
ginaliser la densité de probabilité jointe a posteriori (5.10). Il faut noter que même si ces paramètres
sont marginalisés, ils pourront toujours être simulés selon leur loi a posteriori conditionnelle. Les
détails des calculs qui suivent sont présentés dans l’annexe A.5.

Intégration de l’hyperparamètre µK

L’hyperparamètre µK influence la loi de probabilité jointe par l’intermédiaire des lois a priori
des paramètres Ki (5.12) et de sa propre loi a priori (5.22). A partir de ces deux équations, on
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c

ρσ µK ρτK ρλK µαK σ2
αK pcK

σ2
i τ i λi αi ci

βi Ki

xi

i = 1, . . . , Nc

K ∈ N

FIGURE 5.3: Graphe orienté acyclique des dépendances conditionnelles du modèle d’apprentissage
bayésien hiérarchique. Les nœuds du graphe correspondent aux paramètres (ronds bleus), aux hy-
perparamètres (rectangles gris), aux signaux d’apprentissage (losange rouge) et à la classe étudiée
(losange gris). Chaque arc correspond à une dépendance conditionnelle entre les deux variables.
Les rectangles correspondent à une duplication des variables qu’ils contiennent.
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exprime la loi marginale a priori des Ki :

p(K1, . . . ,KNc) =

∫
p(µK)

Nc∏
i=1

p(Ki|µK)dµK

∝ Γ

(
1

2
+

Nc∑
i=1

Ki

)
Nc
−( 1

2 +
∑Nc
i=1 Ki)

Nc∏
i=1

1

Ki!
(5.28)

Intégration des paramètres des sous-modèles β et de la variance du bruit σ2

Les paramètres βi et σ2
i interviennent dans la loi a posteriori conjointe (5.10) via la vraisem-

blance du modèle à transitions régulières (3.14) et leur loi a priori respective (5.14),(5.13). L’inté-
gration de βi et σ2

i est donc, pour chaque signal i = 1, . . . , Nc :∫ ∫
L(xi|θi)p(βi|σ2

i , τ i,ηi)p(σ
2
i |ρσ)dβidσ

2
i

∝ (δ2 + 1)−
Ki
2(

ρσ + 1
2

(
xTi xi − µβTi Σβ

−1
i µβi

))ni
2 +1

,

où µβi et Σβi sont les paramètres de la distribution a posteriori conditionnelle de βi qui est une loi
normale de moyenne µβi et de matrice de covariance σ2

iΣβi tels que :

µβi =
δ2

1 + δ2

[
ZTi Zi

]−1
ZTi xi, (5.29)

Σβi =
δ2

1 + δ2
(ZTi Zi)

−1. (5.30)

Intégration des hyperparamètres ρτK

Ces hyperparamètres interviennent dans la loi a priori de la position des ruptures τ (5.16)
ainsi que dans leur propre loi a priori (5.24). Comme nous l’avons précisé précédemment, la forme
particulière de la densité de probabilité des paramètres a priori (5.11) implique que les signaux dont
le nombre de ruptures K ne sont pas identiques possèdent des paramètres τ ,η,β indépendants. On
peut en fait former des sous-classes de signaux en fonction de la valeur de K. On note ainsi

IK
c = {i = 1, . . . , Nc : xi ∈ XBDDc, Ki = K}, (5.31)

l’ensemble des indices des signaux xi d’une classe c donnée modélisés à l’aide d’un nombre Ki =

K ruptures. Le nombre total de ces signaux est noté NK
c = card (IK

c ). On calcule donc la loi
marginale a priori de la position des ruptures sur chaque sous-ensemble IK

c :

p
[
(τ i)i∈IKc

]
=

∫
p(ρτK )

∏
i∈IKc

p(τ i|ρτK )dρτK ,

=

K−1∏
k=1

∆Γ(1 + NK
c )(

∆ +
∑
i∈IKc

(τk+1,i − τk,i)
)1+NK

c

, ∀K > 1. (5.32)
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Intégration des hyperparamètres ρλK

L’intégration des hyperparamètres ρλK est similaire à l’intégration des hyperparamètres ρτK
puisque les loi a priori des paramètres d’échelle et des paramètres de position des transitions sont
de même nature. A partir des équations (5.17) et (5.25), on calcule la loi marginale a priori des
paramètres d’échelle des ruptures :

p
[
(λi)i∈IKc

]
=

∫
p(ρλK )

∏
i∈IKc

p(λi|ρλK )dρλK ,

=

K∏
k=1

∆Γ(1 + NK
c )(

∆ +
∑
i∈IKc

λk,i

)1+NK
c

, ∀K > 0. (5.33)

Intégration des hyperparamètres µαK , σ2
α

Ici encore, les hyperparamètres µαK et σ2
α interviennent dans la loi a priori des paramètres

de forme des transitions (5.19), ainsi que dans leur propre loi a priori (5.26). L’intégration de ces
hyperparamètres correspond donc au calcul de la densité marginale a priori des paramètres α :

p
[
(αi)i∈IKc

]
=

∫ ∫
p(µαK , σ

2
αK )

∏
i∈IKc

p(αi|µαK , σ2
αK )dµαKdσ

2
αK ,

=

K∏
k=1

∆Γ(
NK

c

2 + 1)

Ψ
1
2 (NK

c + 1
Ψ )

1
2 (2π)

NK
c
2

∆ +
1

2

∑
i∈IKc

α2
k,i −

 1

NK
c + 1

Ψ

∑
i∈IKc

αk,i

2


−NK

c
2 −1

,

(5.34)

pour tout K > 0.

Intégration des hyperparamètres pcK

Finalement, on peut déduire de (5.20) et (5.27) la loi marginale a priori des paramètres c :

p
[
(ci)i∈IKc

]
=

∫
p(pcK )

∏
i∈IKc

p(ci|pcK )dpcK ,

=

K∏
k=1

B

1 +
∑
i∈IKc

ck,i , 1 + NK
c −

∑
i∈IKc

ck,i

 , ∀K > 0. (5.35)

où B(·, ·) représente la fonction Bêta.
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5.2.5 Loi a posteriori marginale
Après intégration des différents paramètres et hyperparamètres, on peut exprimer la loi margi-

nale a posteriori qui en résulte :

p
[
(Ki, τ i,ηi)i=1,...,N , ρσ, (µβK )K∈N|XBDDc, c

]
∝ 1

ρσ
IR+

(ρσ)
∑
K∈N

p
[
(Ki)i∈IKc

]
p
[
(ηi)i∈IKc

]
p
[
(τ i)i∈IKc

]
×
∏
i∈IKc

 (δ2 + 1)−
Ki+1

2(
ρσ + 1

2

(
xTi xi − µβTi Σβ

−1
i µβi

))ni
2 +1

 .

(5.36)

Il n’est pas possible d’intégrer analytiquement les paramètres et les hyperparamètres restants. Par
conséquent, nous adoptons une démarche identique à celle du chapitre 3, consistant à développer
un algorithme RJMCMC pour échantillonner la loi marginale a posteriori (5.36).

5.2.6 Algorithme RJMCMC pour l’apprentissage des signaux de la base de
données

L’algorithme RJMCMC utilisé pour échantillonner la loi (5.36) reprend en grande partie les
mouvements de l’algorithme développés pour l’estimation des paramètres du modèle (cf Algo-
rithme 1, p. 64). En fait, à chaque itération de l’algorithme, une modification des paramètres est
proposée successivement pour chaque signal (xi)i=1,...,Nc de la classe étudiée. Le noyau de pro-
position pour modifier les paramètres d’un signal pris individuellement est exactement le même
que les mouvements proposés dans l’algorithme 1 (mouvement de naissance/mort, mouvement de
fusion/division, mise à jour des paramètres d’une transition). Par contre, le calcul du taux d’ac-
ceptation est évidemment réalisé à partir de la loi marginale a posteriori du modèle hiérarchique
(5.36).

Après avoir proposé un mouvement pour chacun des signaux (xi)i=1,...,Nc , les hyperparamètres
du modèle sont mis à jour. Pour cela, nous utilisons une stratégie d’échantillonnage de Gibbs iden-
tique à celle exposée pour l’estimation de l’hyperparamètre δ2 dans le cadre de l’évaluation des
paramètres du modèle à transitions régulières (cf 3.5.7). C’est-à-dire, que nous échantillonnons les
hyperparamètres selon leur loi conditionnelle, dérivée de la loi jointe a posteriori (5.10). Notons
que nous échantillonnons de cette manière, aussi bien l’hyperparamètre ρσ que nous n’avons pas pu
intégrer analytiquement, que le reste des hyperparamètres. En effet, ces derniers nous sont utiles,
soit, dans le cas des (σ2

i )i=1,...,Nc car ils interviennent dans la stratégie d’échantillonnage de Gibbs
de ρσ , soit, simplement pour caractériser la loi des signaux de la base de données.

L’algorithme est présentée ci-dessous (Algorithme 2) sous forme de pseudo-code et les mouve-
ments de mise à jour des hyperparamètres sont détaillés ci-après. Comme pour l’algorithme 1, les
probabilités de tenter chacun des mouvements sont identiques (p(n)

naiss = p
(n)
mort = p

(n)
divi = p

(n)
fusion =

p
(n)
maj), quelque soit l’itération n considérée).

Mise à jour des hyperparamètres Une stratégie de Gibbs est donc utilisée pour mettre à jour les
paramètres (βi)i=1,...,Nc , (σ2

i )i=1,...,Nc et pour échantillonner les hyperparamètres φ.
1. Les paramètres (σ2

i )i=1,...,Nc sont échantillonnés selon leur loi conditionnelle :

σ2
i |xi,ηi, ρσ, µβK ∼ IG

[
ni
2

+ 1, ρσ +
1

2

(
xTi xi − µβTi Σβ

−1
i µβi

)]
, ∀i = 1, . . . , Nc.

(5.37)



5.2. Apprentissage bayésien 111

Initialisation ρσ = 1, Ki = 0, τ i = ηi = ∅,
for n = 1 : Niter do

for i = 1 : Nc do
Échantillonner u ∼ U[0 1]

if u < p
(n)
naiss then

Exécuter un mouvement de naissance d’une transition pour le signal xi (voir
3.5.3)

else if u < p
(n)
naiss + p

(n)
mort then

Exécuter un mouvement de mort d’une transition pour le signal xi (voir 3.5.3)
else if u < p

(n)
naiss + p

(n)
mort + p

(n)
divi then

Exécuter un mouvement de division d’une transition pour le signal xi (voir 3.5.4)
else if u < p

(n)
naiss + p

(n)
mort + p

(n)
divi + p

(n)
fusion then

Exécuter un mouvement de fusion de deux transitions pour le signal xi (voir
3.5.4)

else
Exécuter un mouvement de mise à jour d’une transition pour le signal xi (voir
3.5.5)

end
end
Mettre à jour ρσ (voir 5.2.6)
Échantillonner les hyperparamètres φk (voir 5.2.6)

end
Algorithme 2: Algorithme RJMCMC pour l’apprentissage des signaux de la base de données
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2. Les paramètres (βi)i=1,...,Nc sont échantillonnés selon leur loi conditionnelle :

βi|xi, σ2
i , τ i,ηi ∼ N

(
µβi, σiΣβi

)
, ∀i = 1, . . . , Nc. (5.38)

3. L’hyperparamètre ρσ est échantillonné selon sa loi conditionnelle :

ρσ|(σi)i=1,...,Nc ∼ G

Nc,[ Nc∑
i=1

1

σ2
i

]−1
 . (5.39)

4. Les hyperparamètres ρτK sont échantillonnés selon leur loi conditionnelle :

ρτk,K |(τk,i)i∈IKc
∼ IG

1 + NK
c ,∆ +

∑
i∈IKc

1

τk+1,i − τk,i

 , ∀k = 1, . . . ,K − 1, ∀K ∈ N

(5.40)

5. Les hyperparamètres ρλK sont échantillonnés selon leur loi conditionnelle :

ρλk,K |(λk,i)i∈IKc
∼ IG

1 + NK
c ,∆ +

∑
i∈IKc

1

λk,i

 , ∀k = 1, . . . ,K, ∀K ∈ N (5.41)

6. Les hyperparamètres µαK , σ
2
αK sont échantillonnés selon leur loi conditionnelle après com-

plétion des données :

σ2
αk,K
|(αk,i)i∈IKc

∼ IG

NK
c

2
+ 1,∆ +

1

2

∑
i∈IKc

α2
k,i −

1

NK
c +1

∑
i∈IKc

αk,i

2

 ,

(5.42)

µαk,K |σ2
αk,K

, (αk,i)i∈IKc
∼ N

 1

NK
c + 1

Ψ

∑
i∈IKc

αk,i,
σ2
αk,K

NK
c + 1

Ψ

 , (5.43)

∀k = 1, . . . ,K, ∀K ∈ N.

7. Les hyperparamètres pcK sont échantillonnés selon leur loi conditionnelle :

pck,K |(ck,i)i∈IKc
∼ B

1 +
∑
i∈IKc

ck,i , 1 + NK
c −

∑
i∈IKc

ck,i

 , (5.44)

où B(·, ·) désigne la loi Bêta avec la paramétrisation standard.

5.2.7 Résultats : apprentissage des signaux transitoires
Pour chacune des 5 classes de signaux c présentes dans la base de données, nous avons divisé

en deux parties égales l’ensemble des signaux, afin de former un ensemble d’apprentissage et un
ensemble de test. Nous avons simulé Niter = 1e6 itérations de l’algorithme 2 afin de générer autant
d’échantillons des hyperparamètres (et également des paramètres de chaque signal). LesNchauffe =

1e5 premiers échantillons correspondant à la phase de chauffe sont mis de coté. L’hyperparamètre
δ2 représentant le rapport signal sur bruit a priori est fixé à 15dB soit δ2 = 31.6.
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Apprentissage des hyperparamètres φ

Pour chaque classe c, la distribution des paramètres de position des ruptures et des paramètres
des fonctions de transitions est apprise au travers de la loi a posteriori des hyperparamètres φ
obtenue sur les signaux tests de la classe c :

papp(φ|XBDD, c) = p(φ|XBDD, c).

Par la suite, on omet pour des raisons de brièveté la dépendance par rapport à la base de données
XBDD dans les notations des lois apprises :

papp(φ|c) ≡ papp(φ|XBDD, c).

Afin d’illustrer les résultats obtenus, nous représentons ci-après les densités a posteriori empi-
riques des hyperparamètres obtenues après échantillonnage sur les figures 5.4, 5.5, 5.6, 5.7, et 5.8.
Pour chaque classe, nous y représentons ainsi les densités a posteriori marginales du nombre de
transitions K et et de l’hyperparamètre ρσ (la moyenne du paramètre de variance du bruit au sein
d’une classe). De plus, étant donné la valeur de K présentant la plus forte probabilité marginale,
nous présentons la distribution a posteriori des hyperparamètres φK , c’est-à-dire :

– µαK : la moyenne des paramètres de forme des fonctions de transitions,
– σ2

αK : la variance des paramètres de forme des fonctions de transitions,
– ρλK : la moyenne des paramètres d’échelle des fonctions de transitions,
– pcK : la probabilité des paramètres déterminant le type des fonctions de transitions.

Notons que ces hyperparamètres sont définis pour chaque valeur possible de K. Nous ne les re-
présentons que pour la valeur de K qui maximise sa loi a posteriori marginale, i.e., la valeur de
l’estimateur du maximum a posteriori marginal, par souci de clarté.

Apprentissage du nombre des ruptures K

Le modèle hiérarchique proposé modélise la distribution du nombre de ruptures au sein de
chaque classe par une loi de Poisson de paramètre µK . Nous pourrions apprendre la distribution du
nombre de ruptures par l’intermédiaire de la distribution de cet hyperparamètre µK , comme nous
le faisons pour les paramètres de position des ruptures et les paramètres des fonctions de transi-
tions. Cependant cette approche impliquerait que la loi du nombre de ruptures soit positive pour
tous les nombres entiers positifs. En pratique, lors de l’échantillonnage des paramètres de chaque
signal, toutes les valeurs de K ne sont bien évidemment pas représentées. Or, à chaque valeur de K
est associée un sous-ensemble des hyperparamètres φK . Ainsi, aucune information n’est apportée
par l’apprentissage quant à la valeur de la plupart des sous-ensembles d’hyperparamètres φK , qui
correspondent à des valeurs de K non représentées dans la base de données.

Plutôt que d’apprendre la loi de K par le biais des hyperparamètres introduits dans le modèle
bayésien hiérarchique comme ceci est fait pour les autres paramètres du modèle, nous choisissons
donc d’apprendre la loi de K grâce à sa loi empirique obtenue après échantillonnage. La loi du
nombre de ruptures K au sein de chaque classe est donc modélisée par une loi dont le support fini
correspond aux valeurs de K échantillonnées par l’algorithme 2, et dont les masses de probabilité
sont les fréquences d’apparition de cette valeur pendant l’échantillonnage :

papp(K|c) = pemp(K|XBDDc, c) ≡
card

{
n = Nchauffe + 1, . . . , Niter : K(n) = K

}
Niter −Nchauffe

.
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Apprentissage des paramètres β

Le modèle hiérarchique proposé ne permet pas d’évaluer la distribution des paramètres des sous-
modèles βi via un ou plusieurs hyperparamètres spécifiques comme pour les autres caractéristiques
des signaux. En effet, nous avons choisi de conserver pour les β une loi a priori semblable à celle
proposée pour l’estimation des paramètres aux chapitres précédents.

La raison de ce choix est que les paramètres des sous-modèles jouent, via leur distribution a
priori , un rôle de première importance pour la régularisation du problème d’estimation des para-
mètres et du nombre de ruptures Ki. Nous avons vu (cf 4.1.4), que le fait de fixer a priori l’hyper-
paramètre δ2 permettait de fixer a priori la qualité de reconstruction attendue du modèle, et donc de
régler l’estimation du nombre de sous-modèles Ki en évitant la sur-segmentation des signaux ob-
servés. Puisque cette structure permet de gérer simplement le compromis précision/régularisation,
nous la conservons pour la loi apprise.

Cependant, il peut être intéressant d’extraire un minimum d’information sur les sous-modèles
associés aux différents segments des signaux. Plutôt que de la prendre en compte à travers la distri-
bution des paramètres β, il est possible d’intégrer cette information dans la loi des positions τ des
transitions. En effet, dans le cadre du modèle à transitions régulières, les fonctions de transitions
sont toujours croissantes de 0 à 1, et ce sont les paramètres des sous-modèles βi qui déterminent le
sens dans lequel varie le signal aux instants de transition. Nous utilisons le sens de ces changements
pour apprendre et caractériser les classes de signaux. Pour déterminer le sens de ces changements,
nous exploitons le signe du gradient du vecteur des observations x aux instants de ruptures. Ainsi,
le gradient des observations∇x est approché par :

∇x(tj) =
x̄(tj+1)− x̄(tj−1)

2te
,

en chaque instant d’échantillonnage (tj)j=1,...,n où te est la période d’échantillonnage du signal.
Puis le signe du gradient Sk,i associé à la transition τk du signal xi de la base d’apprentissage est
calculé :

Sk,i = sign [∇xi(τk)] . (5.45)

Pour chaque classe et pour chaque valeur du nombre de ruptures Ki, nous calculons Sk,i pour
chaque échantillon des paramètres θ(n) généré par l’algorithme 2. Si, pour un signal donné, un
nombre de ruptures donné et une rupture donnée, la grandeur Sk,i est toujours égal à 1 (respec-
tivement, toujours égal à −1), alors nous apprenons une contrainte déterministe sur le sens de ce
changement de régime. Lors de la classification des signaux tests, tout mouvement proposé amenant
à violer l’une de ces contraintes sera systématiquement refusé.

Ceci conduit à rajouter une contrainte dure dans la loi apprise pour chaque classe c :

happ(τ |c) =

{
1 si toutes les contraintes identifiées sont respectées,

0 sinon.
(5.46)

Loi apprise sur la base de données

La loi des paramètres et des hyperparamètres apprise sur la base de données peut finalement
s’exprimer comme

papp(θ,φ|c) ∝ p(θǨ |φ,K)papp(K|c)happ(τ |c)papp(φ|c), (5.47)
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où θ = (τ ,η,β, σ2,K) est le vecteur des paramètres alors que θǨ = (τ ,η,β, σ2) est le vecteur
des paramètres hormis K, et où p(θǨ |φ,K) dérive de la loi a priori du modèle de régression à
transitions régulières détaillée au paragraphe 5.2.3.

Par conséquent, suite à l’apprentissage effectué, la loi a posteriori de tout signal test x s’exprime
comme :

papp(θ,φ|x, c) ∝ p(x|θ)papp(θ,φ|c), (5.48)

où p(x|θ) est la vraisemblance du modèle de régression à transitions régulières (3.14).

Simulation de signaux synthétiques

A ce stade de la méthode, il est difficile de juger de la qualité des distributions apprises sur cha-
cune des classes. En effet, seules des simulations sur l’ensemble de signaux test nous permettrons de
valider la méthode de classification proposée. Cependant, nous pouvons facilement simuler des si-
gnaux synthétiques à partir de la distribution des hyperparamètres apprise sur chacune des classes.
Il suffit pour cela, de sélectionner aléatoirement l’un des échantillons des hyperparamètres φ et
d’échantillonner une valeur des paramètres θ selon la loi de densité p(θ|φ). Comme c’est expli-
qué dans le paragraphe consacré à l’apprentissage des paramètres β, cette méthode ne permet pas
de simuler de manière précise les paramètres des sous-modèles βi. Pour pouvoir cependant repré-
senter les signaux simulés, nous leur attribuons arbitrairement une valeur pour les paramètres des
sous-modèle, en tirant aléatoirement l’une des valeurs de βi échantillonnée sur les signaux tests.

Pour chaque classe, nous simulons ainsi des exemples de signaux, en tirant uniformément l’ins-
tant de la première transition τ1. Nous traçons les signaux synthétiques ainsi obtenus, figures 5.9(a),
5.9(b), 5.9(c), 5.9(d), 5.9(e). Chaque couleur correspond à une réalisation différente des paramètres.
On peut constater sur ces figures, que les signaux simulés sont, pour la plupart proches des signaux
de la base d’apprentissage. Certains signaux peuvent cependant sembler assez éloignés de la réalité
(par exemple le signal de four micro-ondes bleu). Mais ce type de réalisation est tout à fait cohérent,
considérant que l’apprentissage comporte de nombreuse approximations. En particulier, beaucoup
de paramètres sont, au moins conditionnellement, indépendants dans notre modèle d’apprentissage.

5.2.8 Estimation de la classe d’un signal

La méthode d’apprentissage présentée dans ce chapitre nous permet d’estimer conjointement
les caractéristiques θ de chaque signal de la base de donnée, et un ensemble d’hyperparamètres φ
qui définissent la distribution de ces caractéristiques au sein d’une classe. Pour tester cette méthode
dans le cadre du problème de la classification des signaux de la base SISED, il faut maintenant
établir un moyen d’attribuer une classe à un signal quelconque x qui n’appartient pas à la base de
données d’apprentissage.

Échantillonnage conjoint de la classe et des paramètres

L’idée suivie dans cette thèse afin d’estimer la classe c d’un signal x consiste à formuler le
problème de sélection de modèle à partir de la loi a posteriori marginale p(c|x). Ceci revient à
considérer que le paramètre c qui modélise la classe d’un signal x est maintenant une des variables
de la loi a posteriori . D’un point de vue algorithmique, il s’agit donc de réaliser un échantillon-
neur MCMC à la fois sur l’espace des paramètres θ et des hyperparamètres φ, mais également sur
l’espace des classes de signaux C = {1, . . . , C}.
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FIGURE 5.4: Distribution a posteriori des hyperparamètres de la classe Aspirateur conditionnelle-
ment à K = K̂map = 2.
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FIGURE 5.5: Distribution a posteriori des hyperparamètres de la classe Refrigerateur conditionnel-
lement à K = K̂map = 3.
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FIGURE 5.6: Distribution a posteriori des hyperparamètres de la classe Bouilloire conditionnelle-
ment à K = K̂map = 1
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FIGURE 5.7: Distribution a posteriori des hyperparamètres de la classe LampeHalogene condition-
nellement à K = K̂map = 2.
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FIGURE 5.8: Distribution a posteriori des hyperparamètres de la classe MicroOndes conditionnel-
lement à K = K̂map = 3.
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FIGURE 5.9: Exemples de signaux synthétiques tirés selon la distribution apprise de chaque classe.
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Une fois la convergence de l’algorithme atteinte, la proportion de fois où l’échantillonneur vi-
site une classe donnée c constitue un estimateur de la probabilité marginale p(c|x) que le signal x
appartienne à la classe c. D’une part, cette approche résout naturellement le problème de la clas-
sification multiple en évitant les inconvénients des approches de type test d’hypothèses multiples.
D’autre part, elle permet d’obtenir une information plus riche que la seule classification en fournis-
sant toute la loi p(c|x) qui modélise les probabilités des différentes classes pour un signal donné.
Cette information peut, par exemple, être utilisée afin de calculer des statistiques de comparaison
de modèles telles que les facteurs de Bayes [Han 2001] et interpréter les résultats obtenus.

Loi a priori sur les usages c

Dans le cadre de cette thèse, on supposera simplement que cet a priori est uniforme : p(c) =
1

Nclass
IC(c). Cependant, il serait aisé de prendre en compte des informations a priori sur la fré-

quence d’apparition des transitoires de chaque classe d’usage, pour fixer la densité p(c). On pour-
rait en particulier se fonder sur les propriétés macroscopiques des usages étudiés pour fixer cette
densité a priori : par exemple, les transitoires de réfrigérateurs, correspondant à l’enclenchement ré-
gulier du compresseur, apparaissent plus fréquemment dans la courbe de charge que les transitoires
d’aspirateur, correspondant uniquement au démarrage du moteur de l’appareil.

Loi cible de l’algorithme MCMC pour la sélection sélection de modèle

Pour tout signal x dont on souhaite estimer la classe c, la loi cible de l’algorithme MCMC est
donc la loi a posteriori

π(θ,φ, c|x,XBDD) ∝ p(x|θ)papp(θ,φ|c)p(c). (5.49)

où p(x|θ) est la vraisemblance de x pour le modèle de régression par transitions régulières paramé-
tré par θ (3.14), papp(θ,φ|c) est la loi des paramètres et hyperparamètres issue de l’apprentissage
sur la base de donnée (5.47), et p(c) désigne la loi a priori sur les classes d’usages c ∈ C.

Échantillonnage de papp(φ|c) Les lois des hyperparamètres papp(φ|c) ont été échantillonnées
pour chaque classe c lors de la phase d’apprentissage. Malheureusement, il n’est pas possible d’ob-
tenir une expression analytique explicite de la loi a posteriori jointe de ces hyperparamètres. Cepen-
dant, pour simuler cette loi, nous pouvons sélectionner uniformément l’un des échantillons générés
lors de la phase d’échantillonnage. Ceci revient à remplacer la loi papp(φ|c) par sa loi empirique
pemp(φ|φ(Nchauffe+1), . . . ,φ(Niter), c) déduite des échantillons générés par l’algorithme MCMC.
Cette approche permet d’éviter d’avoir à ajuster une loi paramétrique sur les échantillons générés.
Elle se justifie par les propriétés suivantes :

– la loi empirique converge vers la loi théorique papp(φ|c) lorsque le nombre d’itérations
Niter augmente. C’est une conséquence de la convergence en variation totale de l’algorithme
MCMC vers la loi cible,

– la loi du nombre de ruptures K apprise sur la base de données est à support borné supérieure-
ment. Conditionnellement aux valeurs possibles, notées IK,c, du nombre de ruptures K, les
vecteurs d’hyperparamètres (φk)k∈IK,c sont mutuellement indépendants et de dimensions
raisonnables. Il est donc possible d’obtenir une approximation empirique admissible de cette
loi à partir d’un nombre raisonnable d’échantillons,

– la loi sur les hyperparamètres papp(φ|c) se situe à un niveau d’abstraction élevé de notre
modèle hiérarchique. Par conséquent, l’approximation ainsi commise ne doit impacter que
très faiblement la loi cible.
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Par ailleurs, puisque cette loi empirique est une approximation de la loi cible, cette loi instru-
mentale peut être identifiée à la loi cible papp(φ|c) ce qui conduit à un mouvement de type Gibbs.
toujours accepté.

L’algorithme MCMC utilisé pour l’échantillonnage reprend les mouvements utilisés pour l’es-
timation des paramètres du modèle. Cependant, il convient de définir des mouvements supplémen-
taires permettant de modifier le paramètre c définissant la classe du signal. L’algorithme est pré-
senté ci-dessous sous forme de pseudo-code (Algorithme 3). Nous ne détaillons pas le mouvement
d’échantillonnage des paramètres du modèle qui correspond au même noyau de proposition que
celui définit pour l’estimation du modèle (naissance/mort d’une transition, fusion/division de deux
transitions et mise à jour simple). Nous nous intéresserons plutôt au mouvements permettant de
changer la classe du signal c. La probabilité pchgClass de tenter un changement de classe c du signal
est égale à la probabilité 1− pchgClass de simplement mettre à jour les paramètres du modèle.

Initialisation c ∼ UC , φ ∼ p(φ|c), θ ∼ p(θ|φ)

for n = 1 : Niter do
u ∼ U[0 1]

if u < pchgClass then
w ∼ U[0 1]

if w < pchgPar then
Exécuter un mouvement de mise à jour de la classe c(n)

Échantillonner les hyperparamètres φ(n) ∼ p(φ|K(n), c(n))

Échantillonner les paramètres du signal θ(n) ∼ p(θ|φ(n))
else

Exécuter un mouvement de mise à jour de la classe c(n)

Échantillonner les hyperparamètres φ(n) ∼ p(φ|K(n), c(n))
end

else
Exécuter un mouvement d’échantillonnage des paramètres du modèle θ(n)

end
end

Algorithme 3: Algorithme RJMCMC pour l’estimation de la classe d’un signal

Mouvement de mise à jour de la classe du modèle c

Le mouvement de mise à jour de la classe du modèle se décompose en deux parties. La première
possibilité consiste à échantillonner intégralement un transitoire de classe quelconque :

c̃ ∼ UC , (5.50)

φ̃ ∼ p(φ|c̃), (5.51)

θ̃ ∼ p(θ|φ̃), (5.52)

puis à tenter de remplacer les valeurs courantes des grandeurs échantillonnées c(n),φ(n),θ(n) par
les valeurs échantillonnées c̃, φ̃, θ̃.

Ce mouvement correspond en fait à la combinaison d’un mouvement de mort de chacune des
ruptures de θ(n) et d’un mouvement de naissance de chacune des ruptures de θ̃. Le ratio de Green
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d’un tel mouvement s’écrit donc :

r1 =
π(θ̃, φ̃, c̃)q(ũ)

π(θ(n),φ(n), c(n))q(u(n))
, (5.53)

où les variables auxiliaires sont respectivement ũ = (θ(n),φ(n), c(n)) et u(n) = (θ̃, φ̃, c̃). La loi de
proposition q se décline en :

q(θ,φ, c) = p(θ|φ)p(φ|c)p(c). (5.54)

Compte-tenu de l’expression de la loi cible (5.49), ce ratio se simplifie :

r1 =
p(x|θ̃)

p(x|θ(i))
. (5.55)

La seconde possibilité consiste à tenter de modifier la classe c et les hyperparamètres φ les
paramètres du signal restant inchangés θ = θ̃ = θ(n) :

c̃ ∼ UC , (5.56)

φ̃ ∼ p(φ|c̃). (5.57)

Les variables auxiliaires sont alors respectivement ũ = (φ(n), c(n)) et u(n) = (φ̃, c̃). Le ratio de
Green r2 de ce mouvement se simplifie alors en :

r2 =
p(x|θ̃)p(θ̃|φ̃)

p(x|θ(n))p(θ(n)|φ(n))
=

p(θ|φ̃)

p(θ|φ(n))
. (5.58)

L’intérêt de cette seconde possibilité apparaît dans le cas où la valeur des paramètres du signal
est proche d’un optimum (en général grâce aux mouvements d’échantillonnage des paramètres du
modèle θ) mais que la classe du signal n’a pas été modifiée en conséquence. Cela permet d’échan-
tillonner efficacement la densité de probabilité conditionnelle p(c,φ|x,θ).

5.2.9 Résultats : estimation de la classe des signaux tests
Dans cette partie nous présentons les résultats obtenus en utilisant l’algorithme 3 pour estimer

la classe des signaux tests laissé de coté durant la phase d’apprentissage. Pour chaque signal, l’algo-
rithme 3 a été utilisé pour échantillonner Niter = 1e4 valeurs des paramètres, des hyperparamètres
et de la classe du signal. Les Nchauffe = 1e3 premiers échantillons correspondant à la période
de chauffe sont mis de coté. Nous calculons alors la distribution a posteriori du paramètre c pour
chaque signal. Pour chaque classe, nous présentons ces résultats sous forme de tableau, chaque co-
lonne correspondant à un signal test, chaque ligne correspondant à une classe. Pour chaque signal
(colonne), la valeur du paramètre c ayant la plus forte probabilité a posteriori est écrite en gras. La
ligne correspondant à cette valeur correspond à l’estimateur (5.1) de la classe du signal.

De plus, pour chaque classe nous présentons respectivement le signal test x dont la probabilité
a posteriori p(x|c) associée à sa propre classe c est la plus importante (le signal le mieux classé) et
le signal test x dont la probabilité a posteriori p(x|c) associée à sa propre classe c est la plus faible
(le signal le moins bien classé). Notons que dans certains cas le signal « le moins bien classé » peut
être correctement classé si tous les signaux tests de sa classe sont également correctement classés.
Il correspond alors au signal pour lequel la classification est la plus incertaine. Avec chacun de ces
signaux, nous présentons le modèle à transitions régulières tracé pour la valeur des paramètres θ
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1 2 3 4 5 6 7 8
Aspirateur 49 42 50 33 51 28 39 46
Refrigerateur 26 23 18 32 30 3 6 23
Bouilloire 0 0 0 0 0 8 1 0
LampeHalogene 24 32 30 34 18 24 18 31
MicroOndes 0 3 2 1 2 37 35 0

TABLE 5.1: Résultats de la classification des signaux tests de la classe Aspirateur. Les lignes cor-
respondent aux classes, les colonnes aux signaux tests. L’intersection ligne/colonne donne la pro-
babilité estimée que le signal test appartienne à la classe correspondante.

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18
Aspirateur 13 14 13 19 17 14 19 13 10 10 17 13 10 11 11 11 14 13
Refrigerateur 67 72 73 66 71 70 65 69 71 71 61 67 68 74 43 40 29 66
Bouilloire 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0
LampeHalogene 16 13 12 14 11 12 13 17 16 14 20 19 19 13 45 46 54 14
MicroOndes 4 1 1 2 1 4 3 2 3 5 2 2 3 3 1 2 3 8

TABLE 5.2: Résultats de la classification des signaux tests de la classe Réfrigérateur. Les lignes
correspondent aux classes, les colonnes aux signaux tests. L’intersection ligne/colonne donne la
probabilité estimée que le signal test appartienne à la classe correspondante.

estimée au sens du maximum a posteriori , conditionnellement à sa propre classe. Ces résultats sont
présentés sur les figures 5.10, 5.11, 5.12, 5.13 et 5.14.

Les résultats obtenus sont corrects sur l’ensemble des classes. Pour la classe Aspirateur, seuls
deux signaux tests sont mal classés par l’algorithme (cf tableau 5.1). Cependant, les signaux de
cette classe présentent une probabilité importante d’appartenir à la classe Réfrigérateur et Lampe
Halogène. De la même manière, les signaux de la classe Réfrigérateur sont bien classés à l’excep-
tion de trois signaux tests (cf tableau 5.2). Là encore, la probabilité pour ces signaux d’appartenir
à la classe Aspirateur ou Lampe Halogène est non négligeable, bien que cette tendance soit moins
forte que pour les signaux de la classe Aspirateur. Les signaux de la classe Bouilloire ne présentent
pas de difficulté à être correctement reconnus (cf tableau 5.3). Les signaux tests de la classe Lampe
halogène étant très peu nombreux, il n’est pas évident de tirer des conclusions quant à la viabilité de
la méthode pour classifier ces signaux (cf tableau 5.4) Enfin les signaux de la classe Micro-Ondes
sont tous correctement classifiés avec des probabilités supérieures à 65% (cf tableau tab :classifMi-
croOndes). Ce résultat implique qu’au regard du modèle proposé pour extraire les caractéristiques
des signaux, la classe Micro-Ondes est bien distincte des autres classes de signaux.

5.2.10 Validation croisée

Afin d’estimer la fiabilité de la méthode d’apprentissage proposée, nous mettons en place une
procédure de validation croisée, de type k-fold, des modèles appris. Pour chaque classe, nous consti-
tuons une partition de k = 5 sous-ensembles de taille égale (à une unité près) des signaux de la
base de données SISED. Pour chaque sous-ensemble, l’apprentissage est réalisé en utilisant les 4

sous-ensembles restants. Puis la classe des signaux du sous-ensemble considéré est estimé. Nous
ne retenons pour chaque signal que l’estimé au sens du maximum a posteriori de sa classe. Les
résultats combinés pour chacun des sous-ensembles de test sont reportés table 5.6 sous forme de
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1 2 3 4 5 6
Aspirateur 11 14 14 14 13 11
Refrigerateur 2 2 3 4 3 2
Bouilloire 73 69 68 67 69 72
LampeHalogene 13 13 14 14 15 14
MicroOndes 1 1 1 1 1 1

TABLE 5.3: Résultats de la classification des signaux tests de la classe Bouilloire. Les lignes corres-
pondent aux classes, les colonnes aux signaux tests. L’intersection ligne/colonne donne la probabi-
lité estimée que le signal test appartienne à la classe correspondante.

1 2
Aspirateur 15 13
Refrigerateur 6 16
Bouilloire 7 1
LampeHalogene 39 24
MicroOndes 32 47

TABLE 5.4: Résultats de la classification des signaux tests de la classe Lampe halogène. Les lignes
correspondent aux classes, les colonnes aux signaux tests. L’intersection ligne/colonne donne la
probabilité estimée que le signal test appartienne à la classe correspondante.

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17
Aspirateur 15 11 11 7 7 7 6 7 7 7 8 7 9 7 12 13 9
Refrigerateur 2 2 3 0 0 0 1 0 0 2 1 2 0 1 0 0 1
Bouilloire 7 1 2 0 0 0 0 0 0 0 1 0 0 0 0 0 0
LampeHalogene 10 7 7 4 1 2 4 3 3 4 2 3 4 5 4 4 4
MicroOndes 65 80 78 90 92 91 89 91 90 88 88 88 87 87 84 82 87

TABLE 5.5: Résultats de la classification des signaux tests de la classe Four micro-ondes. Les lignes
correspondent aux classes, les colonnes aux signaux tests. L’intersection ligne/colonne donne la
probabilité estimée que le signal test appartienne à la classe correspondante.



5.2. Apprentissage bayésien 127

0 50 100 150 200 250 300 350
−500

0

500

1000

1500

2000

2500

3000

(a) Signal test no 5 de la classe Aspirateur.
P“Aspirateur” = 51%
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(b) Signal test no 6 de la classe Aspirateur.
P“Aspirateur” = 28%

FIGURE 5.10: Signaux tests le mieux classé (a), et le moins bien classé (b), de la classe Aspirateur.
Signal original (bleu) Modèle estimé conditionnement à la classe Aspirateur (rouge) Position des
transitions (pointillés verticaux).
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(a) Signal test no 14 de la classe Refrigerateur.
P“Refrigerateur” = 74%
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(b) Signal test no 17 de la classe Refrigerateur.
P“Refrigerateur” = 29%

FIGURE 5.11: Signaux tests le mieux classé (a), et le moins bien classé (b), de la classe Refri-
gerateur. Signal original (bleu) Modèle estimé conditionnement à la classe Refrigerateur (rouge)
Position des transitions (pointillés verticaux).
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(a) Signal test no 1 de la classe Bouilloire. P“Bouilloire” =
73%
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(b) Signal test no 4 de la classe Bouilloire. P“Bouilloire” =
67%

FIGURE 5.12: Signaux tests le mieux classé (a), et le moins bien classé (b), de la classe Bouilloire.
Signal original (bleu) Modèle estimé conditionnement à la classe Bouilloire (rouge) Position des
transitions (pointillés verticaux).
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(a) Signal test no 1 de la classe LampeHalogene.
P“LampeHalogene” = 39%
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(b) Signal test no 2 de la classe LampeHalogene.
P“LampeHalogene” = 24%

FIGURE 5.13: Signaux tests le mieux classé (a), et le moins bien classé (b), de la classe LampeHa-
logene. Signal original (bleu) Modèle estimé conditionnement à la classe LampeHalogene (rouge)
Position des transitions (pointillés verticaux).
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(a) Signal test no 5 de la classe MicroOndes.
P“MicroOndes” = 92%
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(b) Signal test no 1 de la classe MicroOndes.
P“MicroOndes” = 65%

FIGURE 5.14: Signaux tests le mieux classé (a), et le moins bien classé (b), de la classe MicroOndes.
Signal original (bleu) Modèle estimé conditionnement à la classe MicroOndes (rouge) Position des
transitions (pointillés verticaux).

Classe estimée
Aspirateur Réfrigérateur Bouilloire Lampe Halogène Micro-ondes

C
la

ss
e

R
ée

lle Aspirateur 10 0 0 6 0
Réfrigérateur 0 31 0 5 0
Bouilloire 0 0 11 1 0
Lampe Halogène 0 1 0 4 0
Micro-ondes 0 0 0 0 35

TABLE 5.6: Matrice de confusion de la classification des signaux transitoires obtenue lors de la
validation croisée

matrice de confusion. Chaque colonne de la matrice correspond à la classe estimée des signaux,
chaque ligne à la classe réelle.

On constate qu’une vaste majorité des signaux sont alors correctement classifié. Seuls 13 si-
gnaux sont mal classifiés, la base SISED comprenant 104 signaux. Cela représente donc un taux
de classification de 87, 5%. Ce taux s’avère très satisfaisant pour une classification réalisée dans
un espace de 5 classes. De plus les résultats se révèlent d’autant meilleurs si l’on remarque que
les erreurs de classification résultent toutes d’une confusion avec la classe « Lampe halogène ». Or
cette classe est à la fois celle pour laquelle le moins de signaux tests sont disponibles, et la classe
pour laquelle les caractéristiques de ces signaux sont les moins homogènes. La classification est
pénalisée par cette classe pour laquelle on ne dispose pas de suffisamment d’information dans la
base de données.

5.3 Conclusions
Dans ce chapitre, nous avons proposé une méthode d’apprentissage basée sur un modèle bayé-

sien hiérarchique. Cette méthode nous a permis de réaliser conjointement l’extraction des caracté-
ristiques (c-à-d l’estimation des paramètres du modèle à transitions régulières) et l’apprentissage
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de la distribution de ces caractéristiques au sein de chaque classe. A partir de cette modélisation,
nous avons développé un algorithme RJMCMC pour échantillonner, pour chaque classe, les hyper-
paramètres qui gouvernent la distribution des caractéristiques. Enfin, nous avons mis en place un
algorithme RJMCMC permettant d’estimer la classe d’un signal observé.

Par la suite, nous avons mené des simulations du fonctionnement de la méthode proposée. Dans
un premier temps, nous avons découpé en deux la base de données de signaux pour former un
ensemble d’apprentissage et un ensemble de test. Dans un second temps, nous avons découpé la
base de données en k = 5 sous-ensembles et réalisé une validation croisée de la méthode sur cette
partition. Dans les deux cas, la classe des signaux tests est correctement estimée pour une majorité
de signaux. Le taux de bonne classification total pour la validation croisée est de 87.5%.

Ces bons résultats sont à nuancer au vu de la taille réduite de la base de données et des disparités
entre le nombre d’échantillons de chaque classe. Par conséquent, cette base peut s’avérer biaisée et
n’est peut être pas suffisamment représentative. Les résultats présentés suggèrent que la méthode
proposée permet de classifier efficacement les signaux transitoires électro-domestiques de la base
SISED. Mais le travail présenté dans cette thèse doit être vu plus comme une étude de faisabilité
que comme une étude de la performance réelle de cette méthode.

Dans le cadre de cette thèse, on suppose que le signal observé est généré par un et un seul signal
transitoire. Cela constitue une limite de notre approche. Il serait utile de généraliser la méthode
proposée pour réaliser l’identification d’un mélange de signaux transitoires. On supposerait alors
que le signal observé peut-être généré par un nombre quelconque de transitoires (éventuellement
aucun). Une approche possible serait de porter les algorithmes précédents à un degré d’abstraction
supplémentaire : au lieu de manipuler des transitions, l’objet de l’algorithme serait d’échantillonner
une séquence de transitoires, eux-mêmes constitués d’une ou plusieurs transitions.



Conclusions et perspectives

L’objectif de cette thèse était de fournir des outils pour la détection et la classification de signaux
transitoires électro-domestiques. Ces signaux sont spécifiques aux usages électriques individuels qui
composent la courbe de charge globale d’un réseau électrique domestique. Ainsi, l’analyse de ce
type de signaux permet d’identifier l’usage qui en est la cause. L’intérêt d’obtenir ce type d’infor-
mations est de favoriser une gestion "intelligente" de l’énergie électrique de la part des différents
acteurs du marché de l’énergie. En particulier, cette problématique s’inscrit dans le développement
de la nouvelle génération de réseaux électriques "intelligents" (« smart-grid » ).

Dans le chapitre 1 de cette thèse, nous avons développé les tenants et aboutissants de cette
problématique, en la replaçant dans son contexte scientifique et industriel. Le chapitre fournit une
analyse détaillée des signaux transitoires électro-domestiques de la base de données SISED, qui
a servi de fondement aux travaux de cette thèse. Nos premières analyses de ces signaux nous ont
conduit à définir un modèle de régression à transitions régulières, détaillé dans le chapitre 3. Ce
modèle présente la particularité de découper le signal observé en plusieurs segments. Aussi, nous
avons employé une démarche d’inférence bayésienne combiné à un algorithme MCMC pour estimer
conjointement le nombre de segments et les paramètres du modèle. Considérant que ce modèle n’est
pas restreint à l’application pour laquelle il a été défini, nous l’avons inscrit dans un cadre plus géné-
ral de régression et lissage de signaux. Le chapitre 3 se conclut donc sur une étude comparative du
modèle développé avec d’autres méthodes pour le lissage de signaux standards. Cette étude montre
que, pour certains signaux, l’approche proposée se compare favorablement aux autres méthodes.
Le modèle de régression à transitions régulières a ensuite été employé pour la modélisation des
signaux de la base de données SISED. Les résultats obtenus, rapportés dans le chapitre 4, montrent
que le modèle proposé représente efficacement et avec un nombre réduit de paramètres, les signaux
de la base SISED. Enfin, dans le chapitre 5, nous nous sommes consacrés à utiliser les paramètres
du modèle à transitions régulières pour l’apprentissage et la classification des signaux étudiés. Dans
la continuité méthodologique des chapitres précédents, nous nous sommes intéressés aux méthodes
d’apprentissage bayésiennes. Considérant qu’il était alors nécessaire de définir un modèle bayésien
pour la distribution des paramètres au sein de chaque classe, et que nous avions déjà défini un mo-
dèle bayésien pour l’estimation des paramètres à partir des signaux observés, nous avons proposé
l’utilisation d’un modèle bayésien hiérarchique pour résoudre conjointement ces deux problèmes.
Enfin, la méthode développée est évaluée par validation croisée sur la base de données SISED. Les
résultats obtenus, qui closent le chapitre 5, atteignent un taux de bonne classification de 87.5%, les
erreurs de classification étant intégralement dues à la classe la plus disparate et la moins représentée
dans la base SISED.

Contributions

La première contribution de cette thèse est le développement d’un modèle original de régression
à transitions régulières. Bien que ce modèle a été développé initialement pour la représentation de
la puissance active des transitoires électro-domestiques, il est adaptable à d’autres applications, la
nature des fonctions de transition et des sous-modèles pouvant être modifiée en conséquence. Ce
modèle est inspiré d’approches utilisées en économétrie [van Dijk 2002] et de travaux précédents
dans le même domaine applicatif que cette thèse [Shaw 2008]. Cependant la méthode proposée
étend ces méthodes en permettant l’introduction de n’importe quel type de sous-modèles linéaires
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et de fonctions de transitions variées. De plus, l’approche bayésienne utilisée dans cette thèse permet
l’estimation jointe du nombre de sous-modèles et des paramètres du modèle.

La seconde contribution est l’utilisation d’un modèle bayésien hiérarchique afin d’estimer conjoin-
tement les paramètres du modèle à transitions régulières et réaliser l’apprentissage statistique su-
pervisé de différentes classes de signaux. Ce type d’approche est similaire à celle proposée dans
[Davy 2002], cependant la méthodologie présentée dans cette thèse permet de généraliser cette ap-
proche au cas où l’espace des caractéristiques (c’est-à-dire l’espace des paramètres du modèle de
régression) est à dimension variable.

Perspectives

Sur le plan méthodologique, cette thèse a abouti à une méthode d’extraction de caractéristiques
et d’apprentissage conjoint dans un espace de caractéristiques à dimension variable. L’approche
proposée possède deux limitations principales. La première limitation est que nous avons choisi de
représenter la distribution de chaque caractéristique au sein d’une classe par des mélanges de lois
paramétriques de dimension finie. Ce choix présente l’avantage de limiter le phénomène de sur-
apprentissage car la distribution des caractéristiques au sein de chaque classe est alors peu flexible
et ne risque pas de sur-ajuster les exemples appris. Cette stratégie est pertinente lorsque la base de
données est de taille réduite, comme dans le cadre de cette thèse. Cependant, pour des ensembles
d’apprentissage plus grand, il sera sans doute nécessaire d’augmenter la flexibilité de ces distri-
butions. Une piste intéressante serait alors l’emploi de méthodes bayésiennes non-paramétriques,
afin que le nombre de paramètres définissant la distribution des caractéristique augmente avec le
nombre d’exemples appris. Cette piste permettrait en outre de mieux exploiter le modèle de régres-
sion à transitions régulières utilisé pour représenter chaque signal, ce modèle s’inscrivant déjà dans
un cadre bayésien non-paramétrique. En effet, les paramètres des transitions, qui sont modélisés
comme les réalisations d’un processus ponctuel marqué, appartiennent à l’espace des configura-
tions finies de points, espace de dimension infinie.

La seconde limitation de notre approche est que, pour gérer l’apprentissage des caractéristiques
dans un espace à dimension variable, nous avons choisi de découpler les distributions condition-
nelles des caractéristiques sachant leur nombre. Ce choix peut s’avérer limitant car, en pratique,
il peut exister des dépendances entre chaque sous-espace au sein des exemples appris. L’exploita-
tion de ces dépendances est un problème ardu, lié aux problèmes d’interprétation des chaînes de
Markov à dimension variables. Notons que des premières approches permettant de s’affranchir de
ce problème ont été récemment proposées. Par exemple dans [Roodaki 2012], une approche a été
proposée afin d’interpréter a posteriori une chaîne de Markov déjà générée dans un espace de di-
mension variable. De telles approches pourraient maintenant être utilisées lors de l’échantillonnage
de la chaîne de Markov, conjointement à la méthodologie d’apprentissage bayésien hiérarchique.

Sur le plan industriel, cette thèse a abouti à une méthode d’apprentissage et de classification
des classes de signaux transitoires électro-domestiques présentes dans la base de données SISED.
Les résultats obtenus constituent plus une étude de faisabilité qu’une étude de performance de
la méthode proposée. D’une part, nous nous sommes limités à 5 classes de signaux, d’autre part
le nombre de signaux étudiés était trop faible pour garantir la fiabilité des résultats obtenus dans
un contexte plus large. Ainsi, il serait pertinent de tester la méthode proposée sur une base de
donnée plus grande et pour de nouvelles classes d’usages. Malheureusement, les bases de données
publiques disponibles à l’heure actuelle sont plutôt orientées vers la mise en oeuvre de méthodes
macroscopiques alors que la méthode développée dans cette thèse est résolument microscopique.

Il est également important de noter qu’une problématique laissée ouverte par cette thèse est
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l’identification d’un mélange de signaux transitoires. Nous nous sommes en effet limités à l’analyse
d’un et un seul transitoire à la fois. Tant sur le plan méthodologique qu’industriel, il est intéressant
de pouvoir identifier un mélange de signaux transitoires ainsi que d’identifier les cas où aucun
transitoire n’est présent. Les outils méthodologiques développés dans cette thèse nous semblent
pertinents pour répondre à cette problématique. En effet, les méthodes développées dans cette thèse
permettent l’identification et la classification d’une séquence de fonctions de transitions. Il serait
donc possible de porter ces méthodes à un degré d’abstraction supplémentaire pour identifier une
séquence de transitoires, eux-même constitués de séquence de fonctions de transitions.

Notons finalement que la démarche proposée s’intéresse uniquement à l’identification des usages
et non à la problématique de leur consommation individuelle. Or cette question est primordiale pour
le développement des compteurs et plus largement des réseaux électriques intelligents. Cette ques-
tion ne peut être résolue qu’en passant à l’analyse macroscopique des courbes de charges. De plus,
il est certain que certaines caractéristiques du fonctionnement des usages, utiles à l’identification de
ces appareils, ne peuvent être perçues que par une analyse macroscopique. Par exemple, les cycles
de fonctionnement d’un réfrigérateur ou d’un micro-ondes ne peuvent être analysés qu’en observant
les signaux à des échelles plus grandes que celles utilisées dans cette thèse. En conséquence la mé-
thode proposée devrait s’inscrire en complément de méthodes macroscopiques afin de fournir une
identification complète des usages et une évaluation de la consommation individuelle de chacun.
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ANNEXE A

Annexes

A.1 Définition et paramétrisation des fonctions spéciales et des
lois de probabilité standards

A.1.1 Fonctions spéciales

Fonction Gamma

La fonction Gamma, notée Γ(·) dans ce manuscrit, est la fonction définie de (0,+∞) −→ R,
telle que :

Γ : x 7−→
∫ +∞

0

tx−1e−tdt.

Fonction Bêta

La foncton Bêta, notée B(·, ·) dans ce manuscrit, est la fonction définie de (0,+∞)2 −→ R,
telle que :

B : (x, y) 7−→
∫ 1

0

tx−1(1− t)y−1dt.

A.1.2 Lois de probabilité standards

Loi normale

La loi normale de moyenne µ ∈ R et de variance σ2 ∈ R+, notée N (µ, σ2), est la loi de
probabilité de densité :

p(x) =
1√

2πσ2
e−

1
2σ2 (x−µ)2

IR(x).

Loi normale multivariée

La loi normale multivariée de moyenne µ ∈ RN et de matrice de covariance Σ, notéeN (µ,Σ),
est la loi de probabilité de densité :

p(x) =
1

(2π)
N
2 |Σ| 12

e−
1
2 (x−µ)TΣ−1(x−µ)IRN (x).

Par abus de notation, les lois normales univariée et multivariée sont notées de la même manière.
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Loi gamma

La loi Gamma de paramètre de forme ν > 0 et de paramètre d’échelle θ > 0, notée G(ν, θ), est
la loi de probabilité de densité :

p(x) =
xν−1e−

x
θ

Γ(ν)θν
IR+

(x).

Loi inverse-gamma

La loi inverse-gamma de paramètre de forme ν > 0 et de paramètre d’échelle θ > 0, notée
IG(ν, θ), est la loi de probabilité de densité :

p(x) =
θν

Γ(ν)

1

xν+1
e−

θ
x IR+

(x).

Loi bêta

La loi bêta de paramètres de forme α > 0 et β > 0, notée B(α, β), est la loi de probabilité de
densité :

p(x) =
Γ(α+ β)

Γ(α)Γ(β)
xα−1(1− x)β−1I[0,1](x).

A.2 Absence d’harmoniques pairs dans la forme d’onde du cou-
rant

On peut constater expérimentalement que, pour la plupart usages électriques, la décomposition
en série de Fourier de la forme d’onde du courant ne comporte que des harmoniques impairs. Cette
propriété remarquable découle directement d’une propriété de symétrie commune à la réponse élec-
trique de ces usages.

Plus précisément, supposons que lorsqu’on applique une tension v(t) à un usage il est parcouru
par un courant i(t). Alors si la tension −v(t) est appliquée l’usage sera parcouru par un courant
−i(t).

Dans le cas de signaux périodiques, cette propriété se traduit par :

i(t+
T

2
) = −i(t),

où T = 1
Ff

.
La décomposition en série de Fourier du courant i(t) est

i(t) =

∞∑
n=1

cne
j2πn t

T ,

où cn sont les coefficients complexes de la série de Fourier de i(t) :

cn =
1

T

∫ T

0

i(t)e−j2πn
t
T dt.
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En intégrant la propriété A.2 dans le calcul des coefficients de Fourier, on obtient :

cn =
1

T

∫ T
2

0

i(t)e−j2πn
t
T dt+

1

T

∫ T

T
2

i(t)e−j2πn
t
T dt

⇔ cn =
1

T

∫ T
2

0

i(t)e−j2πn
t
T dt+

1

T

∫ T
2

0

i(t+
T

2
)e−j2π

n
T (t+T

2 )dt

⇔ cn =
1

T

∫ T
2

0

i(t)e−j2πn
t
T

(
1− e−jπn)

)
dt

Et donc :

∀n ∈ N c2n = 0

A.3 Preuve de la proposition 4.1.1
Proposition A.3.1. L’argument du maximum du gradient de la fonction de transition Tπ(0)(α, λ)

est donné par

Tπ(0)(α, λ) = argmax
t

dπ
(0)
λ,α,c

dt
(t) =


0 si α < 1

λ
(
α−1
α

) 1
α si α > 1, c = 0

−λ
(
α−1
α

) 1
α si α > 1, c = 1

Dans le cas où α > 1, ce maximum correspond à un point d’inflexion de la fonction.

Démonstration. Calculons les dérivés de la fonction de transition en dérivant l’expression de la
fonction de transition 4.6 que l’on rappele ici :

π
(0)
λ,α,c(t) =


1− exp(−( tλ )α) si t > 0, c = 0

exp(−(−tλ )α) si t < 0, c = 1,

0 sinon.

On obtient Pour t > 0

dπ
(0)
λ,α,c(t)

dt
=


α
λ

(
t
λ

)α−1
e−( tλ )

α

si t > 0, c = 0
α
λ

(−t
λ

)α−1
e−(−tλ )

α

si t < 0, c = 1

0 sinon

d2π
(0)
λ,α,c(t)

dt2
=


α
λ ( tλ )α−2

[
α−1
λ −

α
λ

(
t
λ

)α]
e−( tλ )

α

si t > 0, c = 0
α
λ (−tλ )α−2

[
−α−1

λ + α
λ

(−t
λ

)α]
e−(−tλ )

α

si t < 0, c = 1

0 sinon

Dans le premier cas t > 0, c = 0, la dérivée seconde s’annule si α > 1 au point

α− 1

λ
− α

λ

(
t

λ

)α
= 0⇒ t = λ

(
α− 1

α

) 1
α
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Dans le deuxième cas t < 0, c = 1, la dérivée seconde s’annule si α > 1 au point

−α− 1

λ
+
α

λ

(
−t
λ

)α
= 0⇒ t = −λ

(
α− 1

α

) 1
α

Lorsque α < 1 quelque soit c, la dérivée seconde ne s’annule jamais. Il n’y a donc pas de point
d’inflexion. Par contre le gradient présente une discontinuité t = 0 et son maximum est atteint en
approchant cette discontinuité par la droite. �

A.4 Preuve de la proposition 4.1.2
Proposition A.4.1. SoitAπ(0)(λ, α), la somme de l’aire sous la courbe avant l’instant t = Tπ(0)(α, λ)

et l’aire au dessus de la courbe après l’instant t = Tπ(0)(α, λ), définie par :

Aπ(0)(λ, α) =

∫ T
π(0) (α,λ)

−∞

(
π

(0)
λ,α,c(t)

)
dt+

∫ +∞

T
π(0) (α,λ)

(
1− π(0)

λ,α,c(t)
)
dt,

L’aire Aπ(0)(λ, α) est proportionnelle à λ et vaut

Aπ(0)(λ, α) =

λ
[

1
αΓ( 1

α )
]

si α < 0

λ
α

[
1
α

(
α−1
α

) 1
α + Γ( 1

α )− 2γ
(

1
α ,

α−1
α

)]
si α > 0,

où Γ est la fonction gamma telle que Γ :

∣∣∣∣ R+ −→ R+

(z) 7−→
∫ +∞

0
tz−1e−tdt

et γ est la fonction gamma

incomplète telle que γ :

∣∣∣∣ R+ × R+ −→ R+

(z, x) 7−→
∫ x

0
tz−1e−tdt

On note Lπ(0)(α) = 1
λAπ(0)(λ, α) le facteur de proportionnalité entre Aπ(0)(λ, α) et λ, qui ne

dépend donc que de α.

Démonstration. On sépare le calcul en plusieurs cas :

1. Premier cas : α < 1, u = 0 Dans ce cas Tπ(0)(α, λ) vaut 0 et la fonction π(0)
λ,α,u(t) vaut 0

également pour t < 0, donc : ∫ T
π(0) (α,λ)

−∞

(
π

(0)
λ,α,u(t)

)
dt = 0

Il reste à calculer le second terme de Aπ(0)(λ, α) :

Aπ(0)(λ, α) =

∫ +∞

T
π(0) (α,λ)

(
1− π(0)

λ,α,u(t)
)
dt

=

∫ +∞

T
π(0) (α,λ)

exp(−(
t

λ
)α)dt

On réalise le changement de variable t→ t′ = ( tλ )α ce qui donne

Aπ(0)(λ, α) =

∫ +∞

T
π(0) (α,λ)

λ

α
(t′)

1
α−1 exp(−t′)dt

=
λ

α
Γ(

1

α
)
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Où Γ est la fonction Gamma définie par

Γ : z →
∫ +∞

0

tz−1e−tdt (A.1)

2. Deuxième cas : α < 1, u = 1 Par symétrie, l’aire Aπ(0)(λ, α) dans ce cas est identique au
cas précédent.

3. Troisième cas : α > 1, u = 0 Dans ce cas Tπ(0)(α, λ) = λ
(
α−1
α

) 1
α . On sépare le calcul des

deux termes de Aπ(0)(λ, α) :
– Premier terme :

∫ T
π(0) (α,λ)

−∞
π

(0)
λ,α,u(t)dt =

∫ λ(α−1
α )

1
α

0

1− exp(−(
t

λ
)α)dt

On effectue le changement de variable t→ t′ = ( tλ )α ce qui donne

∫ T
π(0) (α,λ)

−∞
π

(0)
λ,α,u(t)dt = λ

(
α− 1

α

) 1
α

−
∫ α−1

α

0

exp (−t′) λ
α
t′

1
α−1dt′

= λ

(
α− 1

α

) 1
α

− λ

α
γ

(
1

α
,
α− 1

α

)
où γ est la fonction gamma incomplète définie par

γ : (z, x)→
∫ x

0

tz−1e−tdt

– Second terme : ∫ +∞

T
π(0) (α,λ)

(
1− π(0)

λ,α,u(t)
)
dt =

∫ +∞

λ(α−1
α )

1
α

exp(−(
t

λ
)αdt

On effectue encore une fois le changement de variable t→ t′ = ( tλ )α ce qui donne∫ +∞

T
π(0) (α,λ)

(
1− π(0)

λ,α,u(t)
)
dt =

∫ +∞

α−1
α

exp (−t′) λ
α
t′

1
α−1dt′

=
λ

α

(
Γ(

1

α
)− γ

(
1

α
,
α− 1

α

))
En combinant les deux termes calculés, on obtient finalement :

Aπ(0)(λ, α) =
λ

α

[
1

α

(
α− 1

α

) 1
α

+ Γ(
1

α
)− 2γ

(
1

α
,
α− 1

α

)]

4. Quatrième cas : α > 1, u = 1 Par symétrie, l’aire Aπ(0)(λ, α) dans ce cas est identique au
cas précédent.

�
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A.5 Marginalisation des hyperparamètres de l’apprentissage bayé-
sien hiérarchique

Marginalisation de l’hyperparamètre µK
La loi marginale des nombres de ruptures K1, . . . ,KNc de chaque signal de la base d’appren-

tissage se déduit simplement des lois a priori de ces paramètres (5.12) et de la loi a priori (5.22) de
l’hyperparamètre µK . On rappelle que :

p(Ki|µK) = e−µK
µKiK
Ki!

∀i = 1, . . . , Nc,

et que

p(µK) ∝ 1
√
µK

IR+
(µK).

On en déduit :

p(K1, . . . ,KNc) =

∫
p(µK)

Nc∏
i=1

p(Ki|µK)dµK

∝
∫
R+

1
√
µK

e−NcµKµ
∑Nc
i=1 Ki

K

Nc∏
i=1

1

Ki!
dµK

∝ Γ

(
1

2
+

Nc∑
i=1

Ki

)
Nc
−( 1

2 +
∑Nc
i=1 Ki)

Nc∏
i=1

1

Ki!

Marginalisation des paramètres σ2
i et βi

Les paramètres βi et σ2
i n’influent sur la loi a posteriori du modèle que via la vraisemblance du

modèle (3.14) et leur loi a priori respectives (5.14),(5.13), que l’on rappele ici :

L(xi|θi) =
1

(2πσ2
i)
ni
2

e
− 1

2σ2
i
‖xi−Ziβi‖

2

,

βi|σ2
i , Z

?
i ∼ N

(
0, σ2

i δ
2[(Z?i )TZ?i ]−1

)
, σ2
i |ρσ ∼ IG (1, ρσ) .

Pour chaque signal xi de la base d’apprentissage, on a donc :∫ ∫
L(xi|θi)p(βi|σ2

i , τ i,ηi)p(σ
2
i |ρσ)dβidσ

2
i

∝
∫
R+

∫
RKi

|ZTi Zi|
1
2 e
− 1

2σ2
i

‖xi−Ziβi‖
2

e
− 1

2σ2
i
δ2

(βi−µβK
)TZTi Zi(βi−µβK

)

(σ2
i )

n
2 +2(σ2

i δ
2)

Ki
2

e
− ρσ
σ2
i dβidσ

2
i

∝
∫
R+

e
− 1

2σ2
i
(xTi xi+ 1

δ2
µTβK

ZTi ZiµβK
−µβ

T
i

Σβ
−1
i
µβi)

(σ2
i )

n
2 +2(1 + δ2)

Ki
2

e
− ρσ
σ2
i dσ2

i

∝ (δ2 + 1)−
Ki
2(

ρσ + 1
2

(
xTi xi + 1

δ2µTβKZ
T
i ZiµβK − µβTi Σβ

−1
i µβi

))ni
2 +1

,

∝ (δ2 + 1)−
Ki
2(

ρσ + 1
2

(
xTi xi − µβTi Σβ

−1
i µβi

))ni
2 +1

,
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Marginalisation des hyperparamètres ρτK

Ces hyperparamètres influent sur la loi a posteriori du modèle bayésien hiérarchique via leur
loi a priori :

p(ρτK ) =

K−1∏
l=1

∆
e
− ∆
ρτl,K

ρ2
τl,K

IR+
(ρτl,K ), ∀K > 1,

et via la loi a priori des paramètres de position des ruptures τ i :

p(τ i|ρτK ) =

Ki−1∏
k=1

1

ρτk,Ki
exp

(
−τk+1,i − τk,i

ρτk,Ki

)
IR+

(τk+1,i − τk,i).

On en déduit la loi marginale des paramètres τ i pour chaque sous-groupe de signal possédant le
même nombre de ruptures. On note IK

c = {i = 1, . . . , Nc\Ki = K} les indices des signaux de ce
sous-groupe et on note NK

c = card(Ik). On en déduit que :

p((τ i)i∈IKc
) =

∫
p(ρτK )

∏
i∈IKc

p(τ i|ρτK )dρτK ,

=

K−1∏
k=1

∫
R+

∆
e
− ∆
ρτk,K

ρ2
τk,K

∏
i∈IKc

1

ρτk,K
e
−
τk+1,i−τk,i

ρτk,K dρτk,K ,

=

K−1∏
k=1

∫
R+

∆

(ρτk,K )2+NK
c

e
− 1
ρτk,K

(
∆+
∑
i∈IKc

(τk+1,i−τk,i)
)
dρτk,K ,

p((τ i)i∈IKc
) =

K−1∏
k=1

∆Γ(1 + NK
c )(

∆ +
∑
i∈IKc

(τk+1,i − τk,i)
)1+NK

c

, ∀K > 1.

Marginalisation des hyperparamètres ρλK

Les hyperparamètres ρλK n’interviennent dans la loi a posteriori du modèle bayésien hiérar-
chique que via leur loi a priori :

p(ρλK ) =

K∏
l=1

∆
e
− ∆
ρλl,K

ρ2
λl,K

IR+(ρλl,K ), ∀K > 0,

et via la loi a priori des paramètres d’échelle de chaque rupture :

λk,i|ρλk,Ki ∼ G
(
νλ, ρλk,Ki

)
∀k = 1, . . . ,Ki,
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On en déduit que :

p((λi)i∈IKc
) =

∫
p(ρλK )

∏
i∈IKc

p(λi|ρλK )dρλK ,

=

K∏
k=1

∫
R+

∆
e
− ∆
ρλl,K

ρ2
λl,K

∏
i∈IKc

1

ρλk,K
e
−

λk,i
ρλk,K dρλk,K ,

=

K∏
k=1

∫
R+

∆

(ρλk,K )2+NK
c

e
− 1
ρλk,K

(
∆+
∑
i∈IKc

λk,i

)
dρλk,K ,

p((λi)i∈IKc
) =

K∏
k=1

∆Γ(1 + NK
c )(

∆ +
∑
i∈IKc

λk,i

)1+NK
c

, ∀K > 0.

Marginalisation des hyperparamètres µαK et σ2
αK

Les hyperparamètres µαK et σ2
αK qui définissent la loi des paramètres de forme des ruptures

αi au sein d’un classe, n’interviennent dans la loi a posteriori du modèle bayésien hiérarchique que
via leur loi a priori :

p(µαK , σ
2
αK ) =

K∏
l=1

∆
e
− ∆
σ2
αl,K

(σ2
αl,K

)2

e
−

µ2
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2Ψσ2
αl,K

(2πΨσ2
αl,K

)
1
2

IR×R+
(µαl,K , σ

2
αl,K

), ∀K > 0,

et via la loi a priori des paramètres αi :

αk|µαk,Ki , σ
2
αk,Ki

∼ N
(
µαk,Ki , σ

2
αk,Ki

)
∀k = 1, . . . ,Ki. (A.2)

On en déduit que :

p((αi)i∈IKc
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i∈IKc
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Marginalisation des hyperparamètres pcK
Les hyperparamètres pcK n’interviennent dans la loi a posteriori du modèle bayésien hiérar-

chique que via leur loi a priori :

p(pcK ) =

K∏
l=1

I[0,1](cl,K) ∀K > 0.

et via la loi a priori des paramètres ck :{
p(ck = 0|pk,K ,K) = pk,K ,

p(ck = 1|pk,K ,K) = 1− pk,K .

On en déduit la loi marginale des paramètres ci :

p((ci)i∈IKc
) =

∫
p(pcK )

∏
i∈IKc

p(ci|pcK )dpcK ,

=
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p((ci)i∈IKc
) =
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B

1 +
∑
i∈IKc

ck,i, 1 + NK
c −

∑
i∈IKc

ck,i

 , ∀K > 0.
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